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Makine ¥ĵrenmesi ve Derin ¥ĵrenme 

Algoritmalarēnēn Kredi Kartē Dolandērēcēlēĵē 

Tespitindeki Baĸarēlarēnēn Ķncelenmesi 

 

 

Dilek G¦N1 

Elif ¥ZCEYLAN2 

Ayĸe Berna ALTINEL3 
 

1.Giriĸ 

Kredi kartē, kullanēm kolaylēĵē ve taksitlendirme olanaklarē 

nedeniyle ­evrimi­i iĸlemlerde sēklēkla tercih edilen bir ºdeme 

yºntemidir. Ancak, kredi kartlarēnēn artan pop¿laritesi, beraberinde 

kºt¿ye kullanēm potansiyelini de getirmektedir. Dolandērēcēlēk 
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2 ķstanbul Arel ¦niversitesi, M¿hendislik Fak¿ltesi, Bilgisayar M¿hendisliĶi Bºl¿m¿, 
ķstanbul/T¿rkiye, Orcid: 0000-0003-3216-1979, elifozceylan@arel.edu.tr 
3  Marmara ¦niversitesi, Teknoloji Fak¿ltesi, Bilgisayar M¿hendisliĶi Bºl¿m¿, 
ķstanbul/T¿rkiye, Orcid: 0000-0001-5544-0925, berna.altinel@marmara.edu.tr 
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faaliyetlerindeki artēĸ, bu duruma karĸē alēnmasē gereken ºnlemleri 

de zorunlu kēlmaktadēr.  

Kredi kartē dolandērēcēlēĵē, kart sahibinin bilgisi dēĸēnda 

birinin, kartēn ­alēnmasē, kaybolmasē veya sahte bir kart ¿retilmesi 

gibi yollarla kart veya hesap bilgilerini kullanarak yasa dēĸē iĸlemler 

yaptēĵē bir t¿r kimlik hērsēzlēĵē olarak tanēmlanabilir. 

Dolandērēcēlēk tespiti, ºz¿nde iĸlemleri meĸru veya hileli 

olmak ¿zere doĵru bir ĸekilde iki sēnēfa ayērmayē ama­layan bir veri 

madenciliĵi problemidir (Duman & Ozcelik, 2011). 

Kredi kartē dolandērēcēlēĵēnēn iki ana t¿r¿ vardēr. Bunlardan ilki 

organize su­ gruplarēnēn ger­ekleĸtirdiĵi sahte dolandērēcēlēktēr. 

Bunlarēn toplam etkisi ­ok b¿y¿kt¿r ve genellikle bir bankanēn 

onlarca, hatta y¿zlerce m¿ĸterisini aynē anda etkilemektedir. Ķkinci 

tip kredi kartē dolandērēcēlēĵē, kaybolan veya ­alēnan bir kartēn yasa 

dēĸē kullanēmēdēr. Bu t¿r dolandērēcēlēklar ­oĵunlukla su­ gruplarē ile 

ilgili olmayēp, her dolandērēcēlēk faaliyeti bir veya birka­ kiĸiyi 

etkilemektedir (Duman & Ozcelik, 2011). 

Sahte kredi kartē ve banka kartē iĸlemleri gibi sahtekarlēk 

i­eren finansal iĸlemler, kart veren bankalara hem finansal kayēplar 

hem de itibar kaybē nedeniyle ciddi zararlar verdiĵi i­in ­eĸitli 

araĸtērma topluluklarēnēn geniĸ kapsamlē dikkatini ­ekmektedir. 

Kartlarē kullanarak sahtekarlēk iĸlemlerini ºnlemek ve tespit etmek 

i­in bir­ok teknoloji ºnerilmiĸ olmasēna raĵmen, finansal iĸlem 

olanaklarēnēn yaygēnlēĵē ve evrensel doĵasē nedeniyle sahte iĸlemler 

hala yaygēndēr (Heryadi & Warnars, 2017). 

Dolandērēcēlēĵēn tespiti, karmaĸēk bir hesaplama gºrevi olup, 

herhangi bir iĸlemi kesin olarak dolandērēcēlēk olarak tahmin eden bir 
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sistem hala mevcut deĵildir. Mevcut sistemler sadece bir iĸlemin 

dolandērēcēlēk olma olasēlēĵēnē tahmin ederler. Ķyi bir dolandērēcēlēk 

tespit sisteminin ºzellikleri ise ĸu ĸekildedir (Zareapoor, Seeja, & 

Alam, 2012): 

¶ Dolandērēcēlēklarē doĵru bir ĸekilde tanēmlamalēdēr. 

¶ Dolandērēcēlēklarē hēzlē bir ĸekilde tespit etmelidir. 

¶ Ger­ek bir iĸlemi dolandērēcēlēk olarak 

sēnēflandērmamalēdēr. 

ķirketler, m¿ĸteri profilleme sinir aĵē sistemlerinin etkinliĵini 

ve karmaĸēklēĵēnē s¿rekli olarak artērmaktadēr Bu sistemler, 

alēĸēlmadēk harcama desenlerini ve potansiyel sahtekarlēk i­eren 

iĸlemleri erken aĸamada tanēmlayabilme kapasitesine sahiptir (B. 

Wiese & Omlin, 2009). Bu sayede, olasē dolandērēcēlēk giriĸimleri 

hēzlē bir ĸekilde tespit edilerek gerekli ºnlemler alēnabilir ve m¿ĸteri 

g¿venliĵi saĵlanabilir.  

Yaygēn olarak kullanēlan dolandērēcēlēk tespit yºntemleri 

arasēnda kural ­ēkarma teknikleri, karar aĵa­larē, Destek Vektºr 

Makineleri (SVM), Lojistik Regresyon (LR), Yapay Sinir Aĵlarē 

(ANNs) ve k-ortalamalar k¿mesi, genetik algoritmalar ve en yakēn 

komĸu algoritmalarē gibi metasezgisel algoritmalar bulunmaktadēr 

(Chaudhary, Yadav, & Mallick, 2012). Bu ­alēĸmada ger­ek bir veri 

seti kullanēlarak SVM, NB, LSTM ve CNN olmak ¿zere dºrt farklē 

algoritma yardēmēyla dolandērēcēlēk olan ve olmayan iĸlemlerin 

sēnēflandērēlmasē ama­lanmēĸtēr.  

¢alēĸmanēn kalanē ise aĸaĵēdaki ĸekilde d¿zenlenmiĸtir. 

Literat¿rde yapēlan ºnceki ­alēĸmalara 2.bºl¿mde deĵinilmiĸ olup, 
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makalenin i­eriĵinde kullanēlmēĸ olan materyaller ve metotlara ise 3. 

bºl¿mde deĵinilmiĸtir. ¢alēĸmada ger­ekleĸtirilen deneylerin 

sonu­larē 4. bºl¿mde paylaĸēlmēĸ olup, son bºl¿mde ise elde edilen 

sonu­larēn kēsa bir ºzeti paylaĸēlarak ileri ki ­alēĸmalarda yapēlmasē 

planlananlar tartēĸēlmēĸtēr. 

2.Literat¿r ¥zeti 

Dolandērēcēlēk, modern teknolojinin geliĸmesi ve k¿resel 

iletiĸimin yaygēnlaĸmasēyla ºnemli ºl­¿de artmēĸtēr, bu da her yēl 

d¿nya genelinde milyarlarca dolarēn kaybolmasēna neden 

olmaktadēr. Dolandērēcēlēĵē azaltmanēn en iyi yolu ºnleme 

teknolojileri olsa da sahtek©rlar uyum saĵlayēcēdēr ve zaman 

verildiĵinde genellikle bu t¿r ºnlemleri atlatmanēn yollarēnē 

bulacaklardēr. Dolandērēcēlēĵēn tespit edilmesine yºnelik 

metodolojiler, ºnleyici tedbirlerin baĸarēsēz olduĵu durumlarda 

dolandērēcēlarē yakalamak ºnemlidir. Ķstatistik ve makine ºĵrenimi, 

sahtekarlēk tespiti i­in etkili teknolojiler saĵlar ve para aklama, e-

ticaret kredi kartē dolandērēcēlēĵē, telekom¿nikasyon dolandērēcēlēĵē 

ve bilgisayar kērēlmasē gibi faaliyetleri tespit etmek i­in baĸarēyla 

uygulanmaktadēr (Bolton & Hand, 2002). Makine ¥ĵrenimi 

modellerinin bir­ok alanda sēnēflandērma problemlerinin ­ºz¿m¿nde 

gºsterdiĵi baĸarēlē sonu­lar, bir­ok araĸtērmacēyē bu modelleri hileli 

iĸlemleri tanēmak i­in kullanmaya yºneltmiĸtir (Heryadi & Warnars, 

2017). 

Bolton ve Hand (Bolton & Hand, 2002), genel olarak 

sahtekarlēk sorununa ve sahtekarlēk tespitinde karĸēlaĸēlan zorluklara 

dair iyi bir genel bakēĸ sunmaktadēr; ºzellikle kredi kartē 
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dolandērēcēlēĵēyla ilgili bºl¿mleri ºne ­ēkmaktadēr (B. J. Wiese, 

2007). 

2012 yēlēnda yapēlan bir ­alēĸmada (Zareapoor et al., 2012); 

kredi kartē dolandērēcēlēĵēnē tespit etmek i­in en yaygēn kullanēlan 

dokuz dolandērēcēlēk tespit yºnteminin (karar aĵacē, sinir aĵē, Bayes 

aĵē, genetik algoritma, destek vektºr makinesi, k-en yakēn komĸu ve 

Yapay Baĵēĸēklēk Sistemi, gizli Markov modeli, bulanēk sinir aĵē ve 

bulanēk Darwinist sistem) karĸēlaĸtērmalē bir ­alēĸmasē sunulmuĸtur. 

Ķlgili ­alēĸmada bahsi ge­en makine ºĵrenmesi algoritmalarēnēn 

birbiriyle karĸēlaĸtērēlmasē verilmesine raĵmen ­alēĸmada gºzden 

ge­irilen makalelerde ¿retilen ºl­¿lebilir performans ºl­¿tleri 

hakkēnda bir tartēĸmanēn olmamasē bir eksikliktir ve kapsanan 

tekniklerin sēnēflandērma doĵruluklarēnē kēsaca tartēĸarak ºnceki 

­alēĸmalardaki boĸluklarē 2017 yēlēnda yapēlan bir ­alēĸmada 

(Adewumi & Akinyelu, 2017) kēsmen giderilmektedir. 

Yapēlan diĵer bir ­alēĸmada (Sahin & Duman, 2011), SVM 

tabanlē ve karar aĵacē tabanlē kredi kartē dolandērēcēlēk tespit 

sistemleri arasēnda karĸēlaĸtērmalē bir ­alēĸma ger­ekleĸtirmiĸtir. Bu 

­alēĸmada kullanēlan kredi kartē verileri, gerekli izinlerle bir ulusal 

bankanēn kredi kartē veri depolarēndan alēnmēĸtēr ve ilgili ­alēĸma 

kredi kartē dolandērēcēlēĵē tespitinde SVM ve karar aĵacē 

yºntemlerinin performansēnē ger­ek veri seti ile karĸēlaĸtēran ilk 

­alēĸmalardan biridir. Bu ­alēĸmada oluĸturulan SVM modelleri 

polinomial, sigmoid, radyal tabanlē ve doĵrusal ­ekirdek 

fonksiyonlarē olmak ¿zere dºrt farklē ­ekirdek (Kernel) fonksiyonu 

kullanmaktadēr. Uygulama sērasēnda, ºnce kullanēlan veri k¿mesini 

¿­ gruba ayērmēĸlardēr. Her bir grupta, veri k¿mesinin %70'i eĵitim 

ve %30'u test i­in kullanēlmēĸtēr. Yazarlar, yedi farklē SVM tabanlē 
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ve karar aĵacē tabanlē model geliĸtirmiĸ ve her birini test etmiĸlerdir. 

Deneylerden elde edilen sonu­lar, karar aĵacē tabanlē modelin SVM 

modelinden daha iyi performans gºsterdiĵini ortaya koymuĸtur. 

Modeller, SVM i­in  %83.02 ile %93.08 arasēnda, Karar aĵacē (DT) 

i­in ise %86.79 ile %94.76 arasēnda deĵiĸen sēnēflandērma doĵruluĵu 

¿retmiĸtir. 

Ayrēca, son derece dengesiz veriler sahtekarlēk tespitinde 

baĸka bir sorundur. Egemen olan sēnēf i­in rastgele az ºrnekleme 

yºntemi (undersampling), azēnlēk oranēnē ayarlamak i­in yaygēn bir 

tekniktir. Ne yazēk ki, bu yºntem ka­ēnēlmaz olarak deĵerli bilgilerin 

kaybolmasēna neden olacaktēr. Bir diĵer makalede (Fu, Cheng, Tu, 

& Zhang, 2016), maliyet tabanlē bir ºrnekleme yºntemi kullanarak 

ger­ek sahtekarlēk vakalarēndan sentetik sahte sahtekarlēk ºrnekleri 

¿retilmiĸtir. Bu yºntem, eĵitim i­in meĸru iĸlemlerle 

karĸēlaĸtērēlabilir sayēda sahtekarlēk ºrneĵi elde edilmesini 

ǎŀƐƭŀƳŀƪǘŀŘƤǊΦ Ayrēca kredi kartē iĸlemlerindeki gizli dolandērēcēlēk 

desenlerini (pattern) araĸtērmak i­in CNN tabanlē bir ­er­eve 

ºnerilmiĸtir. Karakteristik uzayda maliyet tabanlē ºrnekleme 

yºntemini birleĸtirerek, son derece dengesiz ºrnek setleri 

hafifletilmiĸ ve bu da sahtekarlēk tespitinde ¿st¿n bir performans 

saĵlamēĸtēr. Daha karmaĸēk sahtekarlēk desenlerini belirlemek i­in 

ticaret entropisi adē verilen yeni bir ticaret ºzelliĵi ºnerilmiĸtir. 

Ayrēca ticari bir bankadan alēnan ger­ek kredi kartē iĸlem verileri 

kullanēlarak CNN algoritmasēnē Neural Network (NN), SVM ve RF 

gibi diĵer makine ºĵrenmesi algoritmalarē ile karĸēlaĸtērdēlar. Farklē 

ºrnek setlerinde CNN F-score 0.33 ile en iyi sonucu vermiĸtir. 

Bir diĵer ­alēĸmada (Heryadi & Warnars, 2017), dengesiz girdi 

veri setinden kēsa vadeli ve uzun vadeli ºr¿nt¿leri (pattern) 
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ºĵrenmek i­in ¿­ derin ºĵrenme modeli CNN, SLSTM ve CNN-

LSTM kullanmēĸlardēr. ¢alēĸmada kullanēlan veriler, 2016-2017 

dºnemine ait Endonezya'daki bir bankadan gelen dengesiz kart 

iĸlemleridir ve bu iĸlemler dolandērēcēlēk veya dolandērēcēlēk deĵil 

olarak etiketlenmiĸtir. ¥te yandan, performans ºl­¿t¿ olarak AUC 

kullanēldēĵēnda CNNônin (%73-%77) CNN-LSTM den (%70-%72) 

daha iyi performans gºsterdiĵi ancak, doĵruluk (accuracy) 

performans metriĵi kullanēldēĵēnda, CNN-LSTM nin eĵitim 

doĵruluĵu aralēĵēnēn (%78-%89) yēĵēlmēĸ LSTM den (%76-%89) ve 

CNN'den (%72-%81) daha iyi performans gºsterdiĵi sonucuna 

varmēĸlardēr. 

Bhattacharyya vd. (Bhattacharyya, Jha, Tharakunnel, & 

Westland, 2011), kredi kartē dolandērēcēlēĵēnē daha iyi tespit etme (ve 

bºylece kontrol etme ve kovuĸturma) giriĸiminin bir par­asē olarak 

iki geliĸmiĸ veri madenciliĵi yaklaĸēmēnē, destek vektºr makineleri 

ve rastgele ormanlarē, iyi bilinen lojistik regresyon ile 

deĵerlendirmektedir. ¢alēĸma, uluslararasē bir kredi kartē 

operasyonundan elde edilen ger­ek iĸlem verilerine dayanmaktadēr. 

Ķlgili deney sonu­larē, yazarlarēn RF nin genel olarak daha iyi 

performans gºsterdiĵini ortaya koymuĸtur ancak, SVM, hassasiyet 

ve F-skoru ºl­¿tlerinde lojistik regresyonu geride bērakmēĸtēr; 

SVM'nin doĵruluĵu (accuracy) %93.8 olup, lojistik regresyonun 

%94.7 ve RF'nin %96.2 doĵruluĵunun gerisinde kalmēĸtēr. SVM, 

geri ­aĵērma (recall) oranē a­ēsēndan ¿­ teknik arasēnda en d¿ĸ¿k 

deĵere sahip olup, %52.4 iken RF'nin geri ­aĵērma oranē %72.7'dir. 

Diĵer bir ­alēĸmada (Sundarkumar & Ravi, 2015), veri 

dengesizliĵi problemini ­ºzmek i­in k Ters En Yakēn Komĸu ve Tek 

Sēnēflē Destek Vektºr Makinesi (OCSVM) kullanarak yeni bir hibrit 
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yaklaĸēm ºnerilmiĸtir. ¥nerilen modelin etkinliĵini gºstermek i­in 

Otomobil Sigortasē Dolandērēcēlēĵē tespit veri seti ve m¿ĸteri Kredi 

Kartē Terk tahmin veri seti kullanēlmēĸtēr. Ayrēca makalede Karar 

Aĵacē (DT), Destek Vektºr Makinesi (SVM), Lojistik Regresyon 

(LR), Olasēlēksal Sinir Aĵē (PNN), Grup Yºntemi ile Veri Ķĸleme 

(GMDH), ¢ok Katmanlē Algēlayēcē (MLP) kullanarak 10 kat ­apraz 

doĵrulama yºntemi takip edilmiĸtir GMDH, SVM ve LR nin 

istatistiksel olarak farklē olmadēĵē ve GMDH nin ROC da ­ok y¿ksek 

Alan Altēnda Eĵri (AUC) verdiĵi ortaya ­ēkmēĸtēr. Sonu­larē aynē 

veri seti ¿zerinde yapēlmēĸ diĵer ­alēĸmalarla kēyaslamēĸlardēr. (Vasu 

& Ravi, 2011) ile karĸēlaĸtērēldēĵēnda, (Sundarkumar & Ravi, 2015) 

GMDH, SVM, LR ve DT nin duyarlēlēk (sensitivity) sērasēyla %83.1, 

%87.7, %83.45 ve %91.2 olup AUC a­ēsēndan ºnemli sonu­lar 

verdiĵi gºzlemlenmiĸtir. Bu sēnēflandērēcēlarēn AUC sonu­larēna 

baktēĵēmēzda, GMDH nin diĵer sēnēflandērēcēlar arasēnda ¿st¿n 

sonu­lar verdiĵini gºr¿lm¿ĸt¿r. (Vasu & Ravi, 2011) ile 

karĸēlaĸtērēldēĵēnda, 12 kural ile %91 duyarlēlēk elde etmiĸlerdir. 

(Farquad, Ravi, & Raju, 2012) ile karĸēlaĸtērēldēĵēnda, ºnerilen metot 

ºnemli sonu­lar vermiĸtir.  

¢alēĸmada (Jurgovsky et al., 2018), yeni gelen iĸlemlerde 

dolandērēcēlēk tespit doĵruluĵunu artērmak amacēyla kredi kartē 

sahiplerinin ge­miĸ satēn alma davranēĸlarēnē bir araya getirmek i­in 

bir ara­ olarak uzun kēsa s¿reli bellek (LSTM) aĵlarēnē 

kullanēlmēĸtēr. Makalede LSTM ve RF metotlarē karĸēlaĸtērēlmēĸtēr. 

¢alēĸma, ­evrimdēĸē ve ­evrimi­i iĸlemlerin ardēĸēk iĸlemlerin sēralē 

karakterine gºre ­ok farklē ºzellikler sergilediĵini gºstermiĸ ve 

­evrimdēĸē iĸlemler i­in, LSTM gizli ardēĸēk desenleri baĸarēlē bir 

ĸekilde modelleyerek sahtekarlēk tespitini iyileĸtirmiĸtir. Ķĸlem 
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ge­miĸini LSTM ile modellemek, t¿m ºzellik setleri boyunca RF ile 

tespit edilen sahtekarlēklardan s¿rekli olarak farklē bir doĵru pozitif 

k¿mesi ortaya koymuĸ, bunun da birleĸik bir yaklaĸēmē gerektirdiĵi 

sonucuna varēlmēĸtēr. 

Tablo 1: Litarat¿r ¥zeti Karĸēlaĸtērmasē 

¢alēĸma Algoritma Performans 

(Heryadi & Warnars, 

2017) 

CNN-LSTM %89 (Accuracy), %77 

(AUC) 

(Fu et al., 2016) CNN %33 (F1-Score) 

(Sundarkumar & Ravi, 

2015) 

SVM %75.1 (Accuracy), 

%77.69 (AUC) 

Farquad et al., 2012) SVM %74.79 (Accuracy), 

%78.55 (AUC) 

(Sahin & Duman, 2011) SVM %83.02 ile %93.08 

(Accuracy) 

(Sahin & Duman, 2011) DT %86.79 ile %94.76 

(Accuracy) 

(Bhattacharyya et al., 

2011) 

SVM %93.8(Accuracy), 

%52.4 (Recall) 

(Vasu & Ravi, 2011) SVM %73.92 (Accuracy), 

%80.99 (AUC) 

3.Materyal & Metot  

3.1.Support Vector Machine (SVM) 

1992 yēlēnda, Boser ve diĵerleri (Boser, Guyon, & Vapnik, 

1992), optimal marj sēnēflandērēcēlarē i­in bir eĵitim algoritmasē 

ºnerdiler ve eĵitim ºrnekleri ile sēnēf sēnērē arasēndaki marjēn 

maksimize edilmesinin, sēnēflandērēcēnēn genelleme performansē ile 

ilgili olarak maksimum kaybēn minimize edilmesi anlamēna 

geldiĵini gºsterdiler. Bu fikir baĸlangē­ta ikili sēnēf optimal marj 

sēnēflandērēcēlarēnēn, ayrēmēn m¿mk¿n olduĵu durumlarda, eĵitim 



 

--14-- 

 

verilerinin hatasēz ayrēmēnē saĵladēĵē ve bºyle bir sēnēflandērēcēda 

aykērē deĵerlerin kolayca tanēmlandēĵē i­in araĸtērēlmēĸtēr. Bu t¿r 

algoritmalara yºnelik ilk araĸtērmalar ayrēlabilir veri setlerine 

dayalēydē, ancak 1995 yēlēnda Cortes ve Vapnik (Cortes & Vapnik, 

1995), algoritmayē doĵrusal olarak ayrēlamayan verileri dikkate 

alacak ĸekilde geniĸlettiler; kēsa s¿rede bu sonu­larēn ­ok sēnēflē 

sēnēflandērma problemlerine de uygulanmasē i­in giriĸimlerde 

bulunuldu. Bu ºĵrenme makinesi daha sonra destek vektºr makinesi 

(SVM) olarak adlandērēldē. SVM, g¿­l¿ ve saĵlam bir teorik temele 

sahip bir makine ºĵrenme tekniĵidir (B. Wiese & Omlin, 2009).  

 

ķekil 1: SVM algoritmasē 

3.2.Convolutional Neural Network (CNN) 

CNN, ilk olarak LeCun ve diĵerleri (LeCun, Bottou, Bengio, 

& Haffner, 1998) tarafēndan 1990 yēllarēnda tanētēlan ve 

sēnēflandērma problemlerini ­ºzmek i­in g¿­l¿ bir model haline 

gelen beslemeli bir sinir aĵē t¿r¿d¿r. CNN ºzellik ­ēkarma bºl¿m¿ 

ve sēnēflandērma bºl¿m¿ olmak ¿zere iki ana bºl¿mden oluĸur. 

¥zellik ­ēkarma bºl¿m¿, bir veya birka­ evriĸim katmanē ve 

havuzlama katmanēndan oluĸur. ¢ēkarēlan ­ēktē (ºzellik haritasē), 
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sēnēflandērma bºl¿m¿n¿n girdisi haline gelir (Heryadi & Warnars, 

2017). 

CNN'nin sahte verileri tanēmadaki y¿ksek performansē, 

ºnerilen iĸlem ºzelliklerinin, kēsa vadeli iliĸkilerle karakterize edilen 

finansal iĸlem paternlerini b¿y¿k ºl­¿de yakalayabildiĵini 

gºstermektedir. Kēsa vadeli finansal iĸlemler, tipik sahtekarlarēn 

­alēntē kartlarē kullanarak sahte iĸlemler yapmayē fazla 

beklemedikleri ĸeklinde yorumlanabilir (Heryadi & Warnars, 2017)  

(3.1) eĸitliĵinde gºr¿ld¿ĵ¿ gibi; i CNN yapēsēndaki katman 

sayēsēnē, ὑ  i. katmanēn giriĸini, ὒ i. katmanēn ­ēkēĸēnē, * evriĸim 

operatºr¿n¿, ὡ  aĵērlēk matrisini, ὃ  ºnceki katmanēn ­ēkēĸēnē, 

ὦ   biasôē, Ὤ  ise aktivasyon fonksiyonunu temsil etmektedir (Hong, 

Nguyen, Jung, & Ahn, 2021). 

ὑ  ὡ ὃz ὦ  Ƞ  ὒ Ὤ ὑ      (3.1) 

3.3.Naive Bayes (NB) 

Naive Bayes, Bayes teoremini temel alan olasēlēk tabanlē bir 

makine ºĵrenmesi algoritmasēdēr. (3.2) eĸitliĵine bakēldēĵēnda;  P(A) 

ve P(B) sērasēyla A ve B olaylarēnēn marjinal olasēlēklarēnē, P(A\B) 

B olayē ger­ekleĸtiĵinde A olayēnēn meydana gelme olasēlēĵēnē; 

P(B/A) A olayē ger­ekleĸtiĵi durumda B olayēnēn meydana gelme 

olasēlēĵēnē ifade etmektedir (Vembandasamy, Sasipriya, & Deepa, 

2015). 

ὖὃ͵ὄ
͵

       (3.2) 

ķekil 2ôde Naive Bayes algoritmasēndaki girdi (x) ve ­ēktē (y) 

deĵiĸkenleri d¿ĵ¿mler ile temsil edilmekte olup, bu d¿ĵ¿mler 
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arasēndaki ­izgiler ise iki d¿ĵ¿m arasēndaki iliĸkiyi temsil 

etmektedir. 

 

ķekil 2: Naive Bayes algoritmasē 

3.4.Long Short-Term Memory (LSTM)  

Uzun Kēsa S¿reli Bellek (LSTM) modeli ilk olarak  yeni, 

verimli, gradyan tabanlē bir yºntem olarak (Hochreiter & 

Schmidhuber, 1997)  tarafēndan tanētēlmēĸtēr. LSTM, kaybolan hata 

probleminden kurtulmak i­in tasarlanmēĸtēr (Hochreiter, Bengio, 

Frasconi, & Schmidhuber, 2001). LSTM modeli, geri yayēlēm hatasē 

sērasēnda uzun s¿reli baĵēmlēlēklar nedeniyle oluĸan gradyan 

patlamasē veya zayēflamasē problemlerini ­ºzmek i­in (Hochreiter & 

Schmidhuber, 1997) tarafēndan ºnerilen tekrarlayan sinir aĵē 

(Recurrent Neural Network (RNN)) modelinin bir ­eĸididir (Heryadi 

& Warnars, 2017).  

(3.3) eĸitliĵinde gºr¿ld¿ĵ¿ ¿zere Ὤ  t. zamandaki gizli 

durumu, έ ­ēkēĸ kapēsēnē ve ὅ ise h¿cre durumunu ifade etmektedir 

(Smagulova & James, 2019) 

Ὤ  έṩ ὸὥὲὬ ὅ        (3.3) 

3.5.CNN ve LSTM Hibriti (CNN -LSTM)  

Son beĸ yēlda yapēlan bir­ok ­alēĸma, birleĸik CNN ve LSTM 

modelinin sērasēyla CNN ve LSTM den daha saĵlam bir model 
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¿rettiĵini gºstermiĸtir (Heryadi & Warnars, 2017). CNN-LSTM 

modeli, giriĸ verilerinin ilk olarak CNN tarafēndan iĸlenmesi 

ĸeklinde ­alēĸēr. CNN ­ēktēsē daha sonra sēnēflandērēcē olarak LSTM 

tarafēndan iĸlenir (Heryadi & Warnars, 2017). CNN-LSTM 

modelinin y¿ksek performansē, CNN'in kēsa vadeli ºzellik 

iliĸkilerini ve LSTM nin daha uzun vadeli zamansal ºzellik 

iliĸkilerini yakalama yeteneĵini birleĸtirmesinden 

kaynaklanmaktadēr (Heryadi & Warnars, 2017). 

4.Deney Ortamē, Sonu­lar ve Deĵerlendirme 

4.1. Deney Ortamē 

Bu ­alēĸmada kullanēlan veri seti, kredi kartē dolandērēcēlēĵē 

tespiti i­in kullanēlan bir veri seti olup, Kaggle sitesi ¿zerinden elde 

edilmiĸtir1.  

Veri seti, Eyl¿l 2013ôte Avrupalē kart sahipleri tarafēndan kredi 

kartlarēyla yapēlan iĸlemleri i­ermektedir. Bu veri seti, 284.807 

iĸlemden 492ôsinin dolandērēcēlēk olduĵu iki g¿n i­inde ger­ekleĸen 

iĸlemleri sunmaktadēr.  

Veri k¿mesi olduk­a dengesizdir, pozitif sēnēf 

(dolandērēcēlēklar) t¿m iĸlemlerin %0172 sini oluĸturmaktadēr. Veri 

seti incelendiĵinde, V1ôden V28ôe kadar toplam 28 adet ºzelliĵin 

gizlilik sebebiyle a­ēklamasē yapēlmamēĸtēr. V1, V2, .., V28 PCA 

yºntemi  ile elde edilen ana bileĸenlerdir (ºznitelik). Yalnēzca PCA 

dºn¿ĸ¿m¿n¿n sonucu olan sayēsal girdi deĵiĸkenlerini i­erir. 

óZamanô ve óMiktarô ºzellikleri PCA ile dºn¿ĸt¿r¿lmeyen iki 

ºzniteliktir. ¢ēktē ºzelliĵi (Class) ile toplamda 31 ºznitelik 

bulunmaktadēr. Burada, óZamanô ºzniteliĵi, her iĸlem ile veri 

k¿mesindeki ilk iĸlem arasēnda ge­en saniyeyi i­ermektedir. Aynē  
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zamanda óMiktarô ºzniteliĵi ise iĸlem tutarēdēr, bu ºzellik maliyete 

duyarlē ºĵrenme i­in kullanēlēr. óSēnēfô ºzniteliĵi ­ēktē deĵiĸkenidir 

ve dolandērēcēlēk durumunda 1, aksi takdirde 0 deĵerini almaktadēr. 

¢alēĸmada veri seti ­ok fazla ºrneklem i­erdiĵinden bu veri 

setindeki ºrneklem sayēsē 5598ôe indirgenerek kullanēlmēĸtēr. Tablo 

2ôde bu veri setine ait ºzet bilgiler gºsterilmektedir. 

Tablo 2: Veri setine ait ºzellikler 

Public/ Private ¥zellik Sayēsē Sēnēf Sayēsē Sēnēflardaki 

¥rnek Sayēsē 

Public 31 2 0 4894 

1 704 

Veri setinde ºn iĸleme adēmēnda 3291. satērda bulunan V1 

ºzelliĵine ait ñ-109.287.386.429.334ò verisi ve 779. satērda bulunan 

ñ128.821.131.189.778ò verileri bozuk veriler olduĵu i­in bu verilere 

ait iki satēr silinmiĸtir. ķekil 3ôte veri seti daĵēlēmē grafik olarak 

gºsterilmektedir.  

 

ķekil 3: Veri setine ait ºrneklem daĵēlēmē 
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¢alēĸmada ilk olarak veri seti girdi ve ­ēktē olarak ikiye 

ayrēlmēĸtēr (x, y). Burada y deĵiĸkeni class ºzniteliĵini temsil 

etmektedir. x ve y deĵiĸkenleri kendi i­lerinde train (%80) ve test 

(%20) olarak ikiye ayrēlmēĸtēr. Bu ayrēm yapēlērken train ve test 

verileri aralarēndaki sēnēf etiketi dengesinin saĵlanmasē i­in, 

train_test_split() fonksiyonuna ait bir parametre olan stratify 

parametresi kullanēlmēĸtēr. Model her ­alēĸtērēldēĵēnda aynē sonu­larē 

elde etmek i­in aynē fonksiyon i­inde random state parametresi 

kullanēlmēĸtēr.  

Bu ­alēĸmadaki sonu­lar python dili kullanēlarak elde edilmiĸ 

olup, Pycharm geliĸtirme ortamē kullanēlmēĸtēr. SVM ve NB 

algoritmalarē i­in Sckit-Learn, LSTM ve CNN algoritmasē i­in ise 

Keras ve Tensorflow k¿t¿phaneleri kullanēlmēĸtēr. LSTM modeli 

i­in epoch deĵeri 100, batch size deĵeri 32, dropout deĵeri 0,2 olarak 

se­ilmiĸ olup, modeli kurmak i­in 50 nºronlu iki katman 

kullanēlmēĸtēr.   CNN modeli i­in ise epoch deĵeri 100, batch size 

deĵeri 32, dropout deĵeri 0,5 olarak se­ilmiĸtir. 

Eĵitim s¿resi her cihazēn donanēmsal ºzelliklerine gºre 

deĵiĸkenlik gºstermekte olup, bu ­alēĸmada sonu­larēn elde edilme 

aĸamasēnda Intel(R) Core(TM) i7-5500U CPU @ 2.40GHz, 2401 

Mhz, 2 ­ekirdekli 53 iĸlemci, 16 GB RAM ve AMD Radeon(TM) 

R5 M330 10 GB GPU belleĵi kapasitesi ile donatēlmēĸ bir bilgisayar 

kullanēlmēĸtēr. 

4.2. Deney Sonu­larē ve Deĵerlendirme 

SVM, NB, LSTM ve CNN algoritmalarē kullanēlarak 4 farklē 

model elde edilmiĸtir.  
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Her bir algoritma kullanēlarak model fit edilmiĸ ve x_test verilerine 

gºre y deĵerleri tahmin edilmiĸtir. y ­ēktē verisi ile yônin ger­ek 

deĵerleri arasēnda 4 farklē metrik (accuracy, recall, precision ve F1 

score) kullanēlarak, modelin performansē ºl­¿lm¿ĸt¿r. Her bir metrik 

i­in average parametresi weighted olarak se­ilmiĸtir. Elde edilen 

sonu­lar Tablo 3ôte gºsterilmektedir. 

Tablo 3: Algoritma sonu­larēnēn karĸēlaĸtērēlmasē 

Algoritma  %30 eĵitim %70 test %40 eĵitim 

%60 test 

%80 eĵitim %20 

test 

SVM Accuracy: %91.3  

F1 score: %95.4 

Recall: %100 

Precision: %91.3 

Accuracy: %91.3 

F1 score: %95.4 

Recall: %100 

Precision: %91.3 

Accuracy: %91.3 

F1 score: %95.4 

Recall: %100 

Precision: %91.3 

NB Accuracy: %95.8 

F1 score: %95.5 

Recall:  %95.8 

Precision: %95.6 

Accuracy: %95.8 

F1 score: %95.4 

Recall:  %95.8 

Precision: %95.5 

Accuracy: %95.6 

F1 score: %95.2 

Recall:  %95.6 

Precision: %95.3 

LSTM Accuracy: %98.4 

F1 score: %98.3 

Recall: %98.4 

Precision: %98.3 

Accuracy: %98.2 

F1 score: %98.2 

Recall: %98.2 

Precision: %98.2 

Accuracy: %98.8 

F1 score: %98.8 

Recall: %98.8 

Precision: %98.8 

CNN Accuracy: %98.2 

F1 score: %98.2 

Recall: %98.2 

Precision: %98.2 

Accuracy:%98.2 

F1 score: %98.2 

Recall: %98.2 

Precision: %98.2 

Accuracy: %98.8 

F1 score: %98.8 

Recall: %98.8 

Precision: %98.8 

Tablo 3 ve ķekil 4ôe bakēldēĵēnda, SVM algoritmasē i­in eĵitim 

ve test oranlarēnēn deĵiĸtirilmesi baĸarē y¿zdelerini etkilememiĸ 

olup, NB algoritmasē i­in en y¿ksek metrik sonu­larē %30 eĵitim ve 

%70 test oranlarēnda elde edilmiĸtir. Eĵitim verisi oranē arttēk­a t¿m 

metriklerde kademeli bir ĸekilde baĸarē azalmasēnēn olduĵu 

gºr¿lmektedir. 
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ķekil 4: %30 eĵitim ve %70 test oranlarēndaki deneysel sonu­lar 

Tablo 3 ve ķekil 5ôe bakēldēĵēnda ise LSTM ve CNN 

algoritmalarē i­in en y¿ksek baĸarē oranlarē %80 eĵitim %20 test 

oranlarēnda elde edilmiĸtir. Sonu­lar incelendiĵinde bu iki algoritma 

i­in test verisi oranē arttēk­a performansēn arttēĵē gºr¿lmektedir. 

 

ķekil 5: %30 eĵitim ve %70 test oranlarēndaki deneysel sonu­lar 
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LSTM ve CNN algoritmalarēnēn sonu­larē karĸēlaĸtērēldēĵēnda 

ise %30 eĵitim %70 test oranlarē hari­ diĵer veri seti ayrēmlarēnda 

aynē sonu­larēn elde edildiĵi gºr¿lmektedir. %30 eĵitim %70 test 

oranlarē kullanēlarak elde edilen sonu­lara bakēldēĵēnda ise LSTM 

algoritmasēnēn t¿m metriklerde CNN algoritmasēndan daha y¿ksek 

baĸarē deĵerlerine sahip olduĵu gºr¿lmektedir. 

 

ķekil 6: CNN modeline ait accuracy ve loss deĵerleri grafiĵi 

 

ķekil 7: LSTM  modeline ait accuracy ve loss deĵerleri grafiĵi 

ķekil 6 ve ķekil 7 incelendiĵinde, elde edilen sonu­larē 

destekler ĸekilde CNN modelinin LSTM modeline gºre daha y¿ksek 

loss deĵerlerine sahip olduĵu gºr¿lmektedir. 
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5.Tartēĸma ve Sonu­  

Bu ­alēĸmada kredi kartē dolandērēcēlēĵē veri seti kullanēlarak 

dolandērēcēlēk olan ve olmayan iĸlemlerin sēnēflandērēlmasē 

ama­lanmēĸtēr. Bu ama­ i­in SVM, NB, LSTM ve CNN olmak ¿zere 

4 farklē algoritma kullanēlmēĸ olup, 4 farklē metrik ¿zerinde sonu­lar 

elde edilmiĸtir. Bunun i­in ilk olarak veri seti ºn iĸlemden 

ge­irilerek ºrneklem sayēsē azaltēlmēĸ ve aykērē veriler 

temizlenmiĸtir. ¥n iĸlemden ge­irilen veri seti kullanēlarak 3 farklē 

eĵitim ve test veri oranlarē ile algoritmalar eĵitilmiĸ ve 

performanslarē incelenmiĸtir. Elde edilen sonu­lar en y¿ksek 

baĸarēya sahip algoritmalarēn %80 eĵitim ve %20 test oranlarēnda 

her metrikte 0.988 ile LSTM ve CNN modellerinden elde edildiĵini 

gºstermektedir. Eĵitim ve test oranlarē bakēmēndan 

karĸēlaĸtērēldēĵēnda ise NB algoritmasē i­in en y¿ksek baĸarē %30 

eĵitim %70 test oranlarēnda elde edilmiĸ, SVM algoritmasē i­in ise 

eĵitim ve test oranlarēnēn deĵiĸmesi baĸarēyē etkilememiĸtir. 

Sonu­lar incelendiĵinde farklē oranlarda eĵitim ve test verilerinin 

kullanēlmasēnēn performans ¿zerinde b¿y¿k etkilerinin olabileceĵi 

gºr¿lmektedir. 

Ķleri ki ­alēĸmalarda, hibrit olarak LSTM ve CNN 

algoritmalarēnēn farklē eĵitim ve test veri oranlarēnda kullanēlarak 

kredi kartē dolandērēcēlēĵē tespiti yapēlmasē planlanmaktadēr. 
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zeka, bir makinenin yeterli sayēda temsili ºrnekten kalēplarē ve 

iliĸkileri ºĵrenmesi ve bu bilgileri tanēmasē ile bu bilgiyi daha ºnce 

gºrmediĵi veriler ¿zerinde karar vermek i­in etkili bir ĸekilde 

kullanma yeteneĵi olarak tanēmlanabilir. Yapay zeka, makine 

ºĵrenimi ve derin ºĵrenmeyi de kapsayan (ve bazen eĸanlamlē 

olarak kullanēlan) geniĸ bir terimdir. 1990ôlarēn sonlarēndan itibaren 

pop¿lerleĸmeye baĸlayan makine ºĵrenimi ise yapay zekanēn bir alt 

alanēdēr ve tamamen baĵlantēlē birden fazla gizli katmana sahip 

yapay sinir aĵlarēna odaklanan derin ºĵrenme konseptini i­ine alēr 

(Bhinder & ark., 2021). 

A­ēk­a programlanmaya ihtiya­ duymadan belirli bir gºrevi 

ger­ekleĸtirebilmek, yapay zeka ve makine ºĵrenimi 

algoritmalarēnēn ayērt edici ºzelliĵidir (Caudai & ark., 2021). Bu 

ºzelliĵinin yanē sēra yapay zeka ve veri madenciliĵindeki s¿rekli 

iyileĸtirmeler ve geliĸmeler, son birka­ on yēlda biyomedikal 

araĸtērma alanlarēnda devrim niteliĵinde deĵiĸikliklere neden 

olmuĸtur (Pathak & ark., 2023). Hastalēklarēn erken teĸhisi, tedavi 

planlarēnēn optimizasyonu, dijital ortamda ila­ keĸfi ve tedavi 

yanētlarēnēn ºnceden tahmini bu deĵiĸikliklerden bazēlarēdēr.  

Kardiyovask¿ler hastalēklardan sonra ikinci ºnde gelen ºl¿m 

nedeni olan kanserle ilgili genomik araĸtērmalarda da yapay zeka ve 

makine ºĵrenmesi yºntemleri etkin ve yaygēn olarak 

kullanēlmaktadēr. GLOBOCAN 2020 verilerine gºre yēlda yaklaĸēk 

19,3 milyon yeni vaka (ķekil 1) ve 10 milyon ºl¿m¿n (ķekil 2) rapor 

edildiĵi bir hastalēklar b¿t¿n¿ olan kanserin genom d¿zeyinde 

araĸtērēlmasēnē hēzlandēran ve kolaylaĸtēran b¿y¿k boyutlu verilerin 

varlēĵē bu alandaki ­alēĸmalarēn artmasēnē saĵlamēĸtēr (Arjmand & 

ark., 2022). Uzamsal ve tek h¿cre genomiĵinin kullanēlmasē, 
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t¿mºr¿n daha kapsamlē anlaĸēlmasēnē kolaylaĸtērmak, insanlarda 

belirsiz patogenezi deĸifre etmek ve bu mekanizmaya dayalē hedefe 

yºnelik ila­lar geliĸtirmek i­in yapēlan ­alēĸmalara ºnemli oranda 

katkēda bulunabilir. Yapay zeka ve genomik verilerin birleĸimi 

kanser alt tiplerinin teĸhisine, yeni biyobelirte­lerin ve ila­ 

hedeflerinin keĸfedilmesine ve kansere neden olan genlerin daha iyi 

anlaĸēlmasēna yardēmcē olabilir (Liao & ark., 2023).  

 

ķekil 1: GLOBOCAN 2020 verilerine gºre d¿nyada kanser 

insidanslarē (Sung & ark., 2021) 
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ķekil 2: GLOBOCAN 2020 verilerine gºre d¿nyada kanser 

mortaliteleri (Sung & ark., 2021) 

KANSERE GENEL BĶR BAKIķ 

Kanser biyolojisi, organizma seviyesinde adēm adēm ilerleyen 

olduk­a karmaĸēk h¿cre i­i, h¿creler arasē, dokular arasē ve sistemler 

arasē etkileĸimlerden oluĸur. Kanser belirli bir zaman diliminde, 

h¿cre genomunda artarda gelen mutasyonlarēn (ya da epigenetik 

deĵiĸikliklerin) birikimi sonucunda ortaya ­ēkan bir patolojidir ve 

baĸlangē­ (inisiasyon), geliĸme (promosyon) ve ilerleme 

(progresyon) evrelerini i­erir (Arjmand & ark., 2022).  

S¿re­ boyunca kanser h¿creleri ­eĸitli biyolojik ºzellikler 

kazanēr. Bunlar; 

¶ Genomik instabilite ve kromozomal anormallikler,  
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¶ Belirsiz b¿y¿me ve kontrols¿z ­oĵalma potansiyeli,  

¶ Replikatif ºl¿ms¿zl¿k,  

¶ B¿y¿me baskēlayēcēlardan ve h¿cre ºl¿m¿ 

sinyallerinden ka­ēnmak,  

¶ H¿cre dēĸē matrisi yeniden modellemek ve dinamik 

t¿mºr mikro­evresi oluĸturmak, 

¶ Baĵēĸēklēk gºzetimi ve yēkēmēndan ka­ēnmak,  

¶ H¿cresel enerjileri yeniden programlamak,  

¶ T¿mºr¿ teĸvik eden inflamasyonu tetiklemek,  

¶ Anjiyojenik anahtarēn etkinleĸtirilmesi,  

¶ Ķstila ve metastazēn etkinleĸtirilmesi ĸeklinde 

sēralanabilir (Arjmand & ark., 2022). 

Kanserin ilk kanētlarēndan bazēlarē Eski Mēsēr'da fosilleĸmiĸ 

kemik t¿mºrleri arasēnda bulunmuĸtur. Kanser kelimesi Latince 

yenge­ anlamēna gelen ñcankerôô veya óôcarcinosôô kelimelerinden 

t¿remiĸtir. MS 200 yēlē civarēnda, Yunan doktor Galen ise, t¿m 

t¿mºr tipleri i­in Yunancada ĸiĸlik anlamēna gelen ñonkosò terimini 

kullanmēĸtēr (Belciug, 2020). 

Ķnsan v¿cudunu etkilediĵi bilinen 100ôden fazla kanser t¿r¿ 

bulunmaktadēr. Bir­ok kanser t¿r¿ baĸlangē­ta belirti vermez ve 

kanserin tipine baĵlē olarak gºr¿len genel belirtiler deĵiĸiklik 

gºsterebilir. Bu nedenle her kanser t¿r¿ne yaklaĸēm farklē 

olmaktadēr. Hem erkeklerde hem de kadēnlarda en sēk rastlanan ve 

ºl¿me neden olan kanser t¿r¿ akciĵer kanseridir. 2. sērada ise 
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erkeklerde prostat kanseri, kadēnlarda ise meme kanseri gelmektedir 

(Baykara, 2016). 

Kanserin oluĸumunda en b¿y¿k role sahip olan 3 gen grubu 

bulunmaktadēr. Bunlar h¿cre b¿y¿mesi ve ºl¿m¿ gibi s¿re­leri 

d¿zenleyen onkogenler, h¿crenin gardiyanlarē olarak isimlendirilen 

t¿mºr baskēlayēcē genler ve DNA tamir genleridir. RAS, BRAF ve 

MYC en iyi bilinen onkogenlerden; TP53, BRCA1 ve RB1 ise en iyi 

bilinen ve ­alēĸēlmēĸ olan t¿mºr baskēlayēcē genlerdendir (Baykara, 

2016).  

T¿mºr baskēlayēcē genlerin bazē iĸlevsizliklerinde dikkate 

alēnan ilkelerden biri "­ift vuruĸ" hipotezidir. Bu hipoteze gºre 

onkogenlerden farklē olarak t¿mºr baskēlayēcē genler resesif olma 

eĵilimindedir. Baĸka bir deyiĸle, bu genlerin alellerinden biri 

inaktive olduĵunda diĵer normal olan alel, yeterli ¿r¿n ¿reterek 

mutasyona uĵramēĸ alelin iĸlevsizliĵini telafi edebilir. Bu nedenle 

kanser oluĸumunda ve/veya geliĸiminde rol oynamasē i­in bu 

genlerin her iki alelinin de devre dēĸē kalmasē gerekir. Ancak t¿mºr 

baskēlayēcē genlerin inaktivasyonlarē genetik olmayan faktºrlerden 

de kaynaklanabilmektedir (Arjmand & ark., 2022). 

DNA tamir mekanizmalarē da genomik kararlēlēĵēn devamēnē 

saĵlayan sistemler olup bu sistemin bir par­asē olan 100ôden fazla 

gen tanēmlanmēĸtēr. ATM, ATRX, MLH1 ve MSH6 bunlardan 

bazēlarēdēr (Baykara, 2016). 

KANSER GENOMĶĴĶ VE EPĶGENOMĶK  

ñGenomò kavramē ilk olarak 1920 yēlēnda, o zamanlar 

Hamburg ¦niversitesi Botanik profesºr¿ olan Hans Winkler 

tarafēndan, ­ekirdekte bulunan ñkromozomlarēn haploid sayēsēnaò 
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atēfta bulunularak ºnerilmiĸ, sonralarē, dizilemedeki teknolojik 

ilerlemeler ve DNA karmaĸēklēĵēnēn keĸfiyle birlikte bu kavram bir 

h¿cre veya organizmadaki t¿m DNA dizilerini kapsayacak ĸekilde 

geniĸletilmiĸtir. Genom bilimi olarak tanēmlanan ñGenomikò terimi 

ise 1986 yēlēnda Thomas Roderick tarafēndan t¿retilmiĸtir. Ķlk tam 

genom dizileme 1996 yēlēnda yapēlmēĸ, insan genomunun 

dizilenmesi ise 13 yēl s¿rerek 2003 yēlēnda tamamlanmēĸtēr (Caudai 

& ark., 2021). 

Epigenomik, epigenetik s¿re­leri genom d¿zeyinde inceleyen 

bir disiplindir. Bu s¿re­ler DNA dizisindeki deĵiĸikliklerden 

baĵēmsēz olarak gen aktivitesi ve kalētēmēn d¿zenleyici 

mekanizmalarēnē i­erir. Bunlar DNA metilasyonu, histon 

modifikasyonu, kromatin modifikasyonlarē ve kodlamayan 

RNAôlarēn iĸlevleri olarak tanēmlanmaktadēr (Caudai & ark., 2021). 

Epigenetik terimi 1942ôde Ķngiliz Biyolog Conrad Waddington 

tarafēndan t¿retilmiĸtir. Epigenetik deĵiĸiklikler genlerin ifade 

seviyelerini deĵiĸtirerek bir genin aktivasyonuna ya da 

sessizleĸmesine neden olabilirler.  

Genomik ve epigenomik, klinik ­alēĸmalar alanēnda ºzellikle 

ºnleme, tedavi ve takip uygulamalarēnda giderek daha ºnemli hale 

gelmiĸtir. Kanser genomiĵi; t¿mºrlerin genetik, metabolik, sistemik 

ve ­evresel d¿zeyde oluĸumu ve yayēlmasēnēn altēnda yatan 

dinamikleri anlamak amacēyla, t¿mºr h¿creleri ve normal h¿creler 

arasēndaki DNA dizileri ve gen ekspresyonlarēndaki farklēlēklarē 

incelemektedir. B¿y¿k miktarlarda genomik, proteomik ve 

epigenomik bilginin varlēĵē ve bunlarēn entegrasyonu kanser 

oluĸumu gibi karmaĸēk dinamiklerin giderek daha kapsamlē bir 

ĸekilde araĸtērēlmasēna olanak saĵlamēĸtēr (Caudai & ark., 2021). Bu 
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amaca yºnelik olarak yapay zeka modellerinde kullanēlabilecek olan 

kanser genomiĵi veritabanē kaynaklarēnēn bir listesi Tablo 1ôde 

verilmiĸtir. 

Tablo 1. Yapay zeka modellerinde kullanēlabilecek kanser genomiĵi 

veritabanē kaynaklarē (Liao & ark., 2023) 

Veritabanē Adē Temel ¥zellikler Web Eriĸim Linki 

TCGA 
Kapsamlē vt., 

b¿y¿k veri 

https://www.cancer.gov/ccg/r

esearch/genome-sequencing 

COSMIC 
G¿ncel mutasyon 

vt. 

https://cancer.sanger.ac.uk/co

smic 

cBioPortal 
Kapsamlē veri 

i­eren vt. portalē 

https://www.cbioportal.org/d

atasets 

GEO Gen ekspresyon vt. 
https://www.ncbi.nlm.nih.go

v/gds 

SomamiR 
miRNA ve 

mutasyon vt. 

https://compbio.uthsc.edu/So

mamiR/ 

EGA 
Genel veri deposu, 

b¿y¿k veri 

https://ega-

archive.org/datasets/ 

canSAR 
Kapsamlē vt., ila­ 

keĸfi 
https://cansar.ai/data-sources 

MethyCancer 
DNA metilasyonu, 

gen/mutasyon vt. 

http://methycancer.psych.ac.

cn/ 

UCSC 
Kapsamlē vt., 

b¿y¿k veri 
https://genome.ucsc.edu/ 

MSKCC 
Kanser mutasyon 

vt. 

https://library.mskcc.org/find

/database/a-z/all 
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CCLE 
Kapsamlē vt., 

b¿y¿k veri 

https://sites.broadinstitute.org

/ccle/ 

GWAS 
Genom d¿zeyinde 

iliĸki verileri 

https://gwas.mrcieu.ac.uk/dat

asets/ 

ARCHS4 
Kapsamlē mRNA 

ekspresyon vt. 

https://maayanlab.cloud/arch

s4/ 

YAPAY ZEKA NEDĶR? 

Yapay zeka, insan zekasēna ºzg¿ olan ºĵrenme, tespit etme, 

problem ­ºzme, karar verme gibi faaliyetleri ger­ekleĸtirebilen 

donanēm ve yazēlēmlardēr. Yapay zek©, "koĸula baĵlē kurallar" olarak 

ortaya ­ēkmēĸ, yēllar i­inde insan beynine benzer ĸekilde ­alēĸan daha 

karmaĸēk algoritmalarē i­erecek ĸekilde ilerlemiĸtir. Yapay zek© 

teknolojisi, verileri analiz etmek i­in bilgisayarlē gºr¿, derin 

ºĵrenme, makine ºĵrenimi, doĵal dil iĸleme, robotik, konuĸma, 

denetimli ºĵrenme ve denetimsiz ºĵrenme gibi uygulamalarē 

kullanmaktadēr. Bu uygulamalardan makine ºĵrenimi 

yapēlandērēlmēĸ ve/veya yapēlandērēlmamēĸ verilerden ºĵrenen, gizli 

kalēplarē belirleyebilen, sēnēflandērma yapabilen ve daha ileri 

adēmlarē ºngºrebilen algoritmalarēndan oluĸmaktadēr ve yapay 

zekanēn bir alt alanēdēr (Tarē & Arpacē, 2024).  

Derin ºĵrenme ise ses, gºr¿nt¿ ve video gibi kalēplarē 

tanēmlamak ve bu verileri iĸlemek i­in sinir aĵlarēndan oluĸan 

makine ºĵrenimi tabanlē bir yaklaĸēmdēr. Makine ºĵrenimi, ham 

verilerden elde edilen ºzelliklerin manuel olarak oluĸturulmasēnē ve 

sēralanmasēnē gerektirirken derin ºĵrenme, y¿ksek boyutlu ve 

heterojen olan ham verilerden en ºnemli ºzellikleri otomatik olarak 

ºĵrenebilecek katmanlara sahiptir. Ayrēca iĸlenecek verinin hacmi 

arttēk­a ve veriler arasēndaki iliĸkiler karmaĸēklaĸtēk­a makine 
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ºĵrenimi yerini derin ºĵrenmeye bērakmaktadēr. ¢¿nk¿ derin 

ºĵrenme, yeterli miktarda veri olduĵu m¿ddet­e daha karmaĸēk 

gºrevleri daha verimli ĸekilde iĸleyebilmektedir. 

Yapay zeka uygulamalarēnda yaygēn olarak kullanēlan 

algoritmalar ķekil 3ôte gºr¿lmektedir.  

 

ķekil 3: Yapay zek© uygulamalarēnda yaygēn olarak kullanēlan 

algoritmalar 

KANSER GENOMĶĴĶNDE YAPAY ZEKA 

Kapsamlē ve karmaĸēk verilerin artan kullanēlabilirliĵi, kanser 

genomiĵini, yapay zeka ile kanser araĸtērmalarē yapanlar i­in ­ekici 

bir alan haline getirmiĸtir. Ķlgi odaĵē, insan genomunun sekans 

verilerinin yanē sēra, transkribe edilen genlerin veya ­eĸitli v¿cut 

h¿creleri ve organlarēnda ¿retilen proteinlerin verileridir. Bunlar, 

diĵerlerinin yanē sēra biyobankalardan veya elektronik hasta 

kayētlarēndan alēnan klinik verilerle birleĸtirilebilir. Yapay zekanēn 

ve makine ºĵreniminin insan genomiĵi ve biyotēpta kullanēmē, 

genomdaki bireysel farklēlēklarēn veya mutasyonlarēn belirli 

ºzelliklere veya hastalēklara nasēl neden olduĵuna dair yanētlar elde 
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etme umuduyla iliĸkilidir. Bu, genetik farklēlēklarēn iĸlevsel 

sonu­larēna, teĸhislere, tedavi se­eneklerine iliĸkin prognozlara veya 

yeni ila­larēn hēzlē bir ĸekilde geliĸtirilmesine iliĸkin tahminlere 

olanak saĵlayacaktēr (Heil & ark., 2021). 

Bu kapsamda, yapay zekanēn onkolojide kullanēlan g¿ncel 

uygulamalarēndan bazēlarē ķekil 4ôte gºr¿lmektedir.  

 

ķekil 4: Onkolojide yapay zeka uygulamalarē (Dlamini & ark., 

2020) 

Kanserin Erken Tanēsē, Teĸhisi ve Kanser Evreleme 

Erken teĸhis bir­ok kanser t¿r¿nde tedavi baĸarēsēnē ºnemli 

ºl­¿de arttērmaktadēr. Uluslararasē alanda erken tanē, D¿nya Saĵlēk 
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¥rg¿t¿ (WHO) ve Uluslararasē Kanser Erken Teĸhis Birliĵi (ACED) 

dahil olmak ¿zere bir­ok kuruluĸ tarafēndan temel bir ºncelik olarak 

kabul edilmektedir. Bir­ok ­alēĸma, taramanēn kanserin erken 

tespitini arttērarak mortalite oranlarēnē d¿ĸ¿rebileceĵini 

gºstermektedir. Yapay zeka, taranan bireylerde klinik parametrelere 

gºre araĸtērmayē veya saĵlēk kuruluĸuna sevki tetikleyerek ve 

kapasitenin sēnērlē olduĵu durumlarda klinik iĸ akēĸlarēnē 

otomatikleĸtirerek kanser teĸhisini doĵrudan kolaylaĸtērma 

potansiyeline sahiptir (Hunter, Hindocha & Lee, 2022). Yapay 

zekanēn bu ama­la kullanēldēĵē uygulama alanlarē ķekil 5ôte 

verilmiĸtir. 

 

ķekil 5: Kanserin erken teĸhisinde yapay zek© uygulama alanlarē 

Kanser tanēsē gen ifadesi, radyolojik gºr¿nt¿ler, histopatoloji 

veya bu verilerin bir kombinasyonu gibi ayrēntēlē verilerin analizini 

gerektirir. 2000'li yēllarēn baĸēndan beri yapay zeka, gen ekspresyon 

profilleri aracēlēĵēyla kanser biyobelirte­lerini tespit etmek i­in 

kullanēlmaktadēr (Bhinder & ark., 2021).  
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Kanseri doĵru bir ĸekilde teĸhis eden ve kanser alt tiplerini 

doĵrudan histopatolojik ve diĵer tēbbi gºr¿nt¿lerden tanēmlayan 

derin ºĵrenmeye dayalē modeller kapsamlē bir ĸekilde rapor 

edilmiĸtir. Derin Sinir Aĵlarē (DNN) t¿mºr¿ saĵlēklē h¿crelerden 

ayērmak i­in y¿ksek tahmin doĵruluklarēna ulaĸērken, yakēndan 

iliĸkili kanser alt tipleri arasēnda ayrēm yapmak gibi daha zorlu 

sēnēflandērma modelleri i­in de kullanēlēr. ¥rneĵin Esteva ve 

arkadaĸlarēnēn etiketlenmiĸ cilt lezyonu gºr¿nt¿leri ¿zerinde 

eĵittikleri bir derin sinir aĵē modeli, gºr¿nt¿lerin karsinom ve 

melanom sēnēflandērmasē a­ēsēndan test edildiĵinde, dermatologlar 

tarafēndan yapēlan sēnēflandērma doĵruluĵu ortalamasēndan (AUC = 

0,91-0,94) daha iyi performans gºstermiĸtir (Esteva & ark., 2017). 

Benzer ĸekilde Jian ve arkadaĸlarē, klinik ve patolojik ºzelliklerden 

elde edilene kēyasla daha iyi bir AUC (0.92-0.94) ile mide 

kanserlerinde gizli metastazē ºngºren bir derin sinir aĵē modeli 

geliĸtirmek i­in bilgisayarlē tomografi gºr¿nt¿lerini kullanmēĸlardēr 

(Jiang & ark., 2021). Fiziksel olarak herhangi bir saĵlēk kurumuna 

baĸvurmaksēzēn bireylerin kullanabileceĵi ve medikal gºr¿nt¿lerden 

kanserli lezyonlarēn tespitine olanak veren mobil uygulamalar da 

geliĸtirilmiĸtir (Bhinder & ark., 2021).  

Yapay zekanēn kanser evreleme alanēndaki uygulamalarē da 

benzer ĸekilde 2000ôli yēllarēn baĸlarēndan bu yana mevcuttur. 

Kanserin evrelenmesi ve derecelendirilmesi, yani kanserin ne kadar 

agresif ve ilerlemiĸ olduĵunun belirlenmesi, teĸhis s¿recinin ºnemli 

bir bileĸenidir. Yapay zeka ile kanser evrelemesi radyolojik 

gºr¿nt¿ler kullanēlarak veya genomik profiller gibi gºr¿nt¿ dēĸē 

verilerle yapēlabilmektedir. ¥rneĵin biyopsi verileri eĵitilerek 
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Gleason derecelendirme sistemine uygun ĸekilde prostat kanserinin 

hangi evrede olduĵu tahmin edilebilmektedir (Kourou & ark., 2021).  

T¿mºr varlēĵēnēn erken dºnemde tespiti, kanser t¿r¿n¿n teĸhisi 

ve evrelemenin doĵruluĵu, t¿mºr agresifliĵinin temel 

belirleyicilerindendir ve klinik kararlarē ve prognozu etkiler. Yapay 

zeka, yalnēzca birka­ on yēl i­inde onkolojinin bu kritik alanēna, 

bazen insan uzmanlarēn performansēyla kēyaslanabilir ĸekilde ve ek 

olarak ºl­eklenebilirlik ve otomasyon avantajēyla ºnemli katkēlarda 

bulunmuĸtur (Bertsimas & Wiberg, 2020). 

Ķla­ Keĸfi 

Ķla­ keĸfi genomik, proteomik, klinik veriler ve mikrodizi 

verileri gibi ­ok b¿y¿k veri k¿melerinin dahil olduĵu, zaman alan ve 

karmaĸēk bir s¿re­tir. Bu alanlardaki fikir, enfeksiyon ajanlarēnēn 

aktivitesini ve emilim, daĵēlēm, metabolizma ve toksisite 

parametrelerini aynē anda dikkate alabilen ­ok ºl­ekli modeller 

geliĸtirmektir (Ćlvarez-Machancoses & ark., 2020).  

Yapay zeka, ila­ keĸfi ve aĸē geliĸtirme alanlarēnda da g¿­l¿ 

bir ara­ olarak kullanēlmaktadēr. Yapay zeka dijital tarama, ila­ 

tasarēmē ve optimizasyonu, peptid sentezi, ilacēn yeniden 

konumlandērēlmasē, gºr¿nt¿ analizi yoluyla hedef tanēmlama ve 

doĵrulama, farmakokinetik ile toksisite tahmini gibi ­ok sayēda ila­ 

keĸif s¿recinde uygulanmēĸtēr (ķekil 6). Yapay zekanēn ila­ 

keĸfindeki bu uygulamalarē, geleneksel ila­ geliĸtirme s¿re­leriyle 

iliĸkili zamanē, maliyeti ve hata oranlarēnē ºnemli ºl­¿de azaltma 

potansiyeline sahiptir. Li ve ark. psºdoefedrin andrografolid, 

klorokin, abakavir ve talidomid dahil olmak ¿zere COVID-19'a 

yºnelik potansiyel tedavileri tanēmlamak i­in yeni bir aĵ tabanlē ila­ 
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yeniden kullanēm platformu ºnermiĸlerdir (Li & ark., 2021). Bazē 

­alēĸmalarda ise, COVID-19 i­in potansiyel ila­larē tahmin etmek 

amacēyla protein-protein etkileĸim aĵlarē derin ºĵrenme 

modelleriyle birleĸtirilmiĸtir (Chafai & ark., 2023). 

 

ķekil 6: Ķla­ tasarēmē aĸamalarē ve bu aĸamalarda sēklēkla 

kullanēlan yapay zeka alt dallarē 

Kanserle Ķliĸkili S¿r¿c¿ Gen Tahmini 

Kanser genom analizinin temel amacē, s¿r¿c¿ mutasyonlarē 

taĸēyan kanser genlerinin tanēmlanmasēdēr. Ancak t¿mºr 

h¿crelerinde meydana gelen somatik mutasyonlarēn ­oĵunun 

iĸlevsel bir etkisi yoktur. Mutasyonlar s¿r¿c¿ler ve taĸēyēcēlar olarak 

iki kategoriye ayrēlabilir. S¿r¿c¿ mutasyon, kanserin ortaya ­ēktēĵē 

dokuda pozitif se­ilime olanak vererek kanser h¿cresine bir avantaj 

saĵladēĵē i­in t¿mºr oluĸumunda nedensel olarak rol oynar. 

Herhangi bir iĸlevsel etkisi olmayan somatik mutasyonlar ise, h¿cre 

bºl¿nmeleri sērasēnda sēklēkla meydana gelir ve miktar olarak s¿r¿c¿ 

mutasyonlardan epey fazladēr. S¿r¿c¿ mutasyonlara sahip genler 

s¿r¿c¿ genler olarak tanēmlanērlar ve bu genler aynē zamanda taĸēyēcē 
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mutasyonlara da maruz kalmaktadēr. Dolayēsēyla t¿mºr oluĸumuna 

neden olan s¿r¿c¿ genleri tespit etmek zordur (Teboul, 2022).  

Bir kanser genomundaki s¿r¿c¿ genleri tanēmlamak i­in ­eĸitli 

yapay zeka tabanlē yºntemler geliĸtirilmiĸtir. Ķlk yºntemler t¿mºr¿n 

mutasyon y¿k¿ne, mutasyonlarēn niteliksel ºzelliklerine (ºrneĵin 

fonksiyonlarēna) ve yoĵunlaĸtēklarē sēcak noktalara odaklanmēĸtēr. 

Daha sonralarē aĵ tabanlē ve yola dayalē yºntemler de geliĸtirilmiĸtir. 

Bu konuda araĸtērmacēlar tarafēndan, yapay zekanēn hem sēnēf 

etiketlerinin mevcut olduĵu denetimli ºĵrenme algoritmalarē 

(genlerin hangi kategoriye dahil olduĵunun ºnceden bilindiĵi 

durumlar) hem de denetimsiz ºĵrenme algoritmalarē (genlerin hangi 

kategoriye dahil olduĵunun bilinmediĵi durumlar) kullanēlmēĸtēr. 

Araĸtērmacēlarēn bazēlarē yºntemini tek bir t¿r veri ¿zerinde eĵitmiĸ 

bazēlarē ise farklē veri t¿rlerini entegre ĸekilde kullanmēĸ ve baĸarēlē 

sonu­lar elde etmiĸlerdir. Bunlarēn ºnemli bir kēsmē genomik ve 

epigenomik veri entegrasyonuna dayanmaktadēr. ¥rneĵin mutasyon 

verileri ile DNA metilasyon verilerinin ya da mutasyon verileri ile 

ekspresyon verilerinin aynē anda kullanēmēna sēk­a rastlanmaktadēr. 

Akademik ve klinik ­alēĸmalarēn sonu­larēna dayanarak 

oluĸturulan ve d¿zenli olarak g¿ncellenen genel kabul gºrm¿ĸ bazē 

s¿r¿c¿ gen veritabanlarē da mevcuttur. COSMIC (Cancer Gene 

Census) (Sondka & ark., 2018) ve NCG (The Network of Cancer 

Genes) (Dressler & ark., 2022) bunlarēn en ºnemlilerindendir. 

Ancak s¿r¿c¿ olmayan genlerin kesin bir listesi hen¿z 

bulunmadēĵēndan geliĸtirilen yºntemlerin sonu­larē, yanlēĸ 

negatifler baĵlamēnda ĸeffaf olarak deĵerlendirilememektedir.   
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Bir s¿r¿c¿ genin karsinogeneze katkēda bulunmasē iki ĸekilde 

olabilmektedir: 1) T¿mºr¿n tutunmasēnē ve yayēlmasēnē 

kolaylaĸtēracak aktivitelerle ve 2) h¿cre i­inde yolunda gitmeyen 

olay ve durumlar karĸēsēnda sessiz kalarak. Birinci durumdaki 

s¿r¿c¿ler onkogen, sessizleĸtirilmiĸ s¿r¿c¿ler ise t¿mºr baskēlayēcē 

gen ismini almaktadēr. Bu ayrēmēn yapēlmasē, o s¿r¿c¿ 

genin/proteinin hedef alēndēĵē tedavi planlarēnēn daha baĸarēlē 

olmasēnē saĵlayabilir. Ancak bazē s¿r¿c¿ genlerin her iki iĸleve de 

sahip olabildiĵi ­eĸitli ­alēĸmalarda gºsterilmiĸtir.  

Kanser Gen/Protein Etkileĸim Aĵlarē 

Kanser, birden fazla gen veya faktºr¿n etkilendiĵi biyolojik 

s¿re­lerde meydana gelen karmaĸēk bir hastalēktēr. Gen-gen 

etkileĸimlerinin modellenmesi, altta yatan biyolojik mekanizmalarēn 

anlaĸēlmasēna yardēmcē olur. ¢¿nk¿ peptitler ve gen ¿r¿nleri olan 

proteinler sosyal molek¿llerdir, bir­ok biyolojik s¿re­te birlikte 

hareket etmektedirler (Ye & ark., 2023).  

Geleneksel istatistiksel ara­lar, b¿y¿k ºl­ekli genetik verilerin 

analizi i­in ­ok uygun deĵildir. Bununla birlikte, gen-gen 

etkileĸimlerini tespit etmeye yºnelik bazē hesaplama 

sēnērlamalarēnēn, makine ºĵrenimi ve veri madenciliĵi gibi modern 

teknikler kullanēlarak aĸēlabileceĵi gºr¿lmektedir. ¢oklu genler 

arasēndaki etkileĸimleri tespit etmek, kombinatoryal bir 

optimizasyon problemi olarak d¿ĸ¿n¿l¿rse, problem, belirli bir veri 

k¿mesinden en y¿ksek tahmin doĵruluĵunu ¿retebilecek en iyi gen 

kombinasyonlarēnēn bulunmasē olarak tanēmlanabilir (Huang & ark., 

2018). Bu kapsamda sekans tabanlē, yapē tabanlē, genomik ºzellik 

tabanlē, aĵ topoloji tabanlē ve alan/motif tabanlē tahmin modelleri 
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geliĸtirilmiĸtir. Ek olarak filogenetik aĵa­, gen f¿zyonu ve 

ekspresyon bilgilerini kullanan yaklaĸēmlar da mevcuttur. 

Bu amaca yºnelik olarak yapay zeka modellerinde 

kullanēlabilecek olan protein/peptit etkileĸim veritabanē 

kaynaklarēnēn bir listesi Tablo 2ôde verilmiĸtir. 

Tablo 2: Yapay zeka modellerinde kullanēlabilecek protein/peptit 

etkileĸim veritabanē kaynaklarē (Ye & ark., 2023) 

Veritabanē Adē Temel ¥zellikler Web Eriĸim Linki 

BioGRID 

Proteinlerin genetik ve 

kimyasal etkileĸimlerini 

i­eren vt. 

https://thebiogrid.org/ 

UniProt 

Gen sekanslarēnē ve 

a­ēklamalarēnē i­eren bir 

vt. 

https://www.uniprot.org/ 

STRING 

Bilinen/tahmin edilen 

etkileĸimleri i­eren 

kapsamlē bir vt. 

https://string-db.org/ 

IntAct 

Literat¿re ve direkt 

kullanēcē verilerine 

dayanan etkileĸim vt. 

https://www.ebi.ac.uk/intact/ 

home 

MINT 

Deneysel olarak 

kanētlanmēĸ protein 

etkileĸimlerini i­eren vt. 

https://mint.bio.uniroma2.it/ 

T¿mºr Mikro­evresinin Karakterizasyonu 

Kanser h¿creleri, t¿mºr geliĸimi ve metastaz i­in heterojen 

yapēda olan t¿mºr mikro­evresine ihtiya­ duymaktadērlar. T¿mºr 

mikro­evresinde yer alan bileĸenler ile karĸēlēklē iletiĸim halinde 

olan kanser h¿creleri, bu iletiĸim sayesinde metastazēnē 

kolaylaĸtēracak proliferatif sinyallerin s¿rd¿r¿lmesini saĵlayarak 
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h¿cre ºl¿m¿ne diren­, anjiogenezin ind¿ksiyonu ve baĵēĸēklēk 

h¿crelerinin yēkēcē etkisinden ka­ēnma gibi ºzellikler 

edinmektedirler (Baĸ Topcu, 2022) (ķekil 7).  

 

ķekil 7: T¿mºr mikro­evresinde yer alan bileĸenler (Eskiizmir & 

¥zg¿r, 2018) 

T¿mºr mikro­evresinde bulunan bileĸenler, t¿mºr 

h¿crelerinin baĵēĸēklēk h¿creleri tarafēndan yok edilmesini ºnlemek 

i­in baĵēĸēklēk baskēlayabilmektedir. Ayrēca, t¿mºr¿n b¿y¿mesi ve 

ilerlemesine uyum saĵlamak ve kemoterapi gibi herhangi bir stres 

durumuna karĸē koymak i­in dinamik olarak uyarlanabilmektedir. 

Bu nedenlerden dolayē t¿mºr mikro­evresini hedeflemenin kanser 

tedavisi i­in etkili bir yol olacaĵē d¿ĸ¿n¿lmektedir (Baĸ Topcu, 

2022). Bu kapsamda geliĸtirilen tedavi yºntemleri t¿mºr mikro­evre 

bileĸenlerinin sentezinin ºnlenmesini, stroma h¿crelerinin 

sentezlediĵi proteinlerin hedeflenmesini, kanser h¿cresi ile stroma 

arasē etkileĸimlerin engellenmesini ve Kimerik Antigen Reseptºr T 

h¿creleri denilen genetik olarak modifiye edilmiĸ baĵēĸēklēk sistemi 
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h¿creleri ile stromal antijenlerin hedeflenmesini i­ermektedir. Bu 

tedaviler sitotoksik kanser ila­larē denilen klasik kemoterapi ila­larē 

ile birlikte denenmektedir. Bºylece ila­ direncinin ve dolayēsēyla 

kullanēlacak ila­ dozlarēnēn azalmasē saĵlanabilecektir. 

T¿mºr analizini geniĸleten yapay zeka yaklaĸēmlarē, t¿mºr 

mikro­evresinin konumsal ve niceliksel deĵerlendirmesi i­in 

kullanēlmaktadēr. Bu t¿r bir karakterizasyon, kontrol noktasē 

imm¿noterapileri baĵlamēnda t¿mºr ile baĵēĸēklēk sistemi arasēndaki 

mekanizma bozukluĵunun anlaĸēlmasē i­in ºzellikle ºnemlidir 

(Bhinder & ark., 2021). T¿mºr mikro­evresinin deĵerlendirilmesine 

yºnelik mevcut yºntemler, geleneksel histopatolojik gºzlem, 

periferik kan testi, ilgili gen analizi ve radyoloji gºr¿nt¿lerinin 

analizlerini i­erebilir (Lin & ark., 2023). 

Histopatolojik gºr¿nt¿ verileri kullanēlarak eĵitilen ve uzman 

patolog deĵerlendirme sonu­larēyla b¿y¿k oranda ºrt¿ĸen yapay 

zeka modelleri literat¿rde yer almaktadēr (Nagpal & ark., 2019; 

Zhou & ark., 2019). ¥zellikle derin ºĵrenme algoritmalarēnēn 

kullanēmē artmaktadēr. Ancak doĵal dil iĸleme ve Rastgele Orman 

gibi klasik makine ºĵrenimi algoritmalarē da ­eĸitli ­alēĸmalarda 

uygulanmēĸtēr. Bu ­alēĸmalarda, gºr¿nt¿ verilerinin yanē sēra 

genomik veriler de (RNA sekanslarē veya mikrodizi verileri gibi) 

kullanēlmēĸtēr. ¢¿nk¿ Yeni Nesil Sekanslama ve tek h¿creli 

dizilemenin artmasēyla birlikte t¿mºr mikro­evresinin, ekspresyonu 

deĵiĸmiĸ genlere dayalē bir analiz modeli ile de 

deĵerlendirilebileceĵi anlaĸēlmēĸtēr. Ancak, daha net biyolojik 

anlamlarēn araĸtērēlmasēna ve dolayēsēyla daha fazla ­alēĸmaya 

ihtiya­ vardēr. Ayrēca bulgularēn deneysel olarak test edilmesi 

gerekmektedir (Lin & ark., 2023). 
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SONU¢ 

Yapay zekanēn; kanserin ºnlenmesi, teĸhisi, tedavisi ve kanser 

hastasē bakēmēnda tartēĸēlmaz bir potansiyeli vardēr. ¥zellikle 

sēnēflandērma ve tahmin uygulamalarēnda insan uzmanlardan daha 

iyi ºngºr¿ler sunmasē giderek yaygēnlaĸmaktadēr. Ancak hen¿z 

saĵlēk kurumlarēnda ve saĵlēk ­alēĸanlarē tarafēndan kullanēmē tam 

olarak benimsenmemiĸtir. ¦retilen modellerin yorumlanabilirliĵini 

artērmaya yºnelik ek araĸtērmalar, yapay zekanēn klinik kullanēmēnē 

daha kabul edilebilir hale getirecektir. Ayrēca onkoloji ile 

m¿hendislik alanēnda daha fazla iĸbirliĵinin saĵlanmasē kanser 

genomiĵinde inovatif ­alēĸmalarē arttērabilecektir. 

¢eĸitli kanser veri k¿melerinin yeterince homojen olmamasē, 

veritabanlarēnda genellikle beyaz tenli Avrupalē ve Amerikalē 

hastalarēn ºrneklerinin sunulmasē bir diĵer problemdir. Araĸtērmalar 

farklē coĵrafyalarda yaĸayan farklē etnik topluluklarēn, hastalēklarēn 

insidansē ve mortalitesi bakēmēndan farklē ºzellikler gºsterdiĵini 

ortaya koymuĸtur. Dolayēsēyla homojen olmayan verilerle eĵitilen 

modellerin farklē hasta profillerinde iyi sonu­lar ¿retmeme 

potansiyeli mevcuttur. 

Kanser genetik d¿zeydeki deĵiĸikliklerle ilgili olsa da her 

hastalēkta olduĵu gibi bazē risk faktºrleri tetikleyici olmaktadēr. 

Kanserin risk faktºrleri sadece genetik yatkēnlēk deĵildir, aynē 

zamanda ­evresel risk faktºrleri, yaĸam bi­imi ve beslenme tarzē da 

t¿mºr oluĸumunda etkili olabilmektedir. Kiĸiselleĸtirilmiĸ kanser 

tedavisinin yaygēnlēk kazandēĵē g¿n¿m¿zde hastalara ait farklē 

verilerin d¿zenli olarak toplanmasē ve analizi kanserin ºnlenmesinde 

erken uyarē sistemi sunma potansiyeline sahiptir. Hatta yapay zeka 

tabanlē mobil uygulamalar aracēlēĵēyla toplumdaki bireylerin kanser 
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riskleri raporlanabilir ve bºylece farkēndalēĵēn arttērēlmasē 

saĵlanabilir. 
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Giriĸ 

Anahtar kelime ­ēkarēmē, doĵal dil iĸleme (DDĶ) ve bilgi 

eriĸimi alanlarēnda kritik bir ºneme sahiptir. Bu gºrev, arama 

motorlarēndan e-ticaret platformlarēna, haber ve sosyal medya 

analizlerine kadar geniĸ bir uygulama yelpazesinde kritik bir rol 

oynar. Anahtar kelime ­ēkarēmē, metinlerin temel kavramlarēnē ve 

odak noktalarēnē belirleyerek, bu metinlerin analiz edilmesini ve 

iĸlenmesini kolaylaĸtērēr. ¥zellikle T¿rk­e metinlerde, dilin yapēsal 
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karmaĸēklēĵē ve morfolojik zenginliĵi nedeniyle, doĵru ve etkili 

anahtar kelime ­ēkarēmē ºnemli bir zorluk teĸkil etmektedir (Tohma 

ve ark., 2020). Bu baĵlamda, LDA (Latent Dirichlet Allocation) 

(Blei, D ve ark., 2003), RAKE (Rapid Automatic Keyword 

Extraction) (Rose, S. ve ark., 2010) ve BERTurk BERTurk 

(Schweter, S. 2020) gibi yºntemlerin karĸēlaĸtērmalē analizi, bu 

yºntemlerin performansēnē ve uygunluĵunu deĵerlendirmek i­in 

gereklidir.  

Bu ­alēĸmada, T¿rk­e metinlerde anahtar kelime ­ēkarēmē i­in 

yaygēn olarak kullanēlan bu ¿­ yºntemin etkinlikleri, kapsamlē bir 

ĸekilde incelenmiĸtir. K¿lt¿rler arasē iletiĸim, dilin evrimi ve Doĵal 

Dil Ķĸleme alanēnēn geliĸimi gibi derinlemesine konularē ele alan 

zengin i­erikli bir T¿rk­e metin ¿zerinde LDA, RAKE ve BERTurk 

yºntemleri uygulanmēĸ ve karĸēlaĸtērēlmēĸtēr. ¢alēĸmanēn amacē, bu 

yºntemlerin T¿rk­e metinlerde ne ºl­¿de etkili olduĵunu ve hangi 

senaryolarda en iyi performansē gºsterdiĵini belirlemektir. 

Literat¿rde, farklē yºntemlerin ­eĸitli metin t¿rlerinde ve 

uzunluklarēnda nasēl performans gºsterdiĵine dair ºnemli bulgular 

yer almaktadēr. Nadim ve arkadaĸlarēnēn (2023) ­alēĸmasēnda, 

KPminerôēn farklē metin uzunluklarēnda en tutarlē performansē 

gºsterdiĵi, KeyBERT yºnteminin diĵer ara­lardan daha iyi 

performans gºsterdiĵi ve RAKE ile YAKEôin (Campos, R., ve ark. 

2020) y¿r¿tme s¿resi a­ēsēndan en hēzlē ara­lar olduĵu belirtilmiĸtir. 

Ayrēca, Ayan ve arkadaĸlarēnēn (2021) araĸtērmasēnda, T¿rk­e web 

sayfalarēndan anahtar kelime ­ēkarēmē i­in BERT tabanlē bir yºntem 

olan Sentence-BERT'in etkileyici sonu­lar verdiĵi ve ĸirketlerin 

faaliyet alanlarē hakkēnda deĵerli ipu­larē sunduĵu gºzlemlenmiĸtir. 

Erdaĵi ve arkadaĸlarēnēn (2023) ­alēĸmasēnda ise, T¿rk­e haber 
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metinlerinde majºr ¿nl¿ uyumu ve minºr ¿nl¿ uyumu ºzelliklerinin, 

BERTurk modeli ile yakēn sonu­lar vererek ­ēkarēmsal ºzetleme 

sonu­larēnē iyileĸtirdiĵi rapor edilmiĸtir. Ayrēca, Campos ve 

arkadaĸlarēnēn (2018) ­alēĸmasēnda, RAKE'in tek belgelerden 

anahtar sºzc¿k ­ēkarēmēnda, TextRank (Mihalcea, R., ve ark., 2004) 

ve SingleRank gibi yºntemlerle karĸēlaĸtērēldēĵēnda daha iyi 

performans gºsterdiĵi belirtilmiĸtir. Krivorogov ve arkadaĸlarēnēn 

(2023) ­alēĸmasēnda, RAKE yºnteminin ºĵrenci geri bildirimlerinde 

%79 ile en y¿ksek F1 BERTScoreôa sahip olduĵu gºsterilmiĸtir. Issa 

ve arkadaĸlarēnēn (2023) ­alēĸmasēnda ise, Paraphrase-mpnet-base-

v2 modelinin uzun metinlerde anahtar kelime ­ēkarēmēnda etkinlik 

ve verimlilik a­ēsēndan en iyi sonu­larē saĵladēĵē gºzlemlenmiĸtir. 

Bu literat¿r ºrnekleri, anahtar kelime ­ēkarēmē yºntemlerinin farklē 

metin t¿rleri ve uzunluklarēnda nasēl performans gºsterdiĵini geniĸ 

bir perspektiften ele almaktadēr. Bu ­alēĸmalar, ­eĸitli yaklaĸēmlarēn 

g¿­l¿ ve zayēf yºnlerini ortaya koyarak, araĸtērma ve uygulama 

alanlarēnda en etkili yºntemlerin belirlenmesine yardēmcē 

olmaktadēr. Bu baĵlamda, T¿rk­e metinlerde anahtar kelime 

­ēkarēmē i­in en uygun yºntemin se­ilmesi, uygulamanēn amacēna ve 

metin ºzelliklerine gºre deĵiĸkenlik gºstermektedir. Bu alandaki 

mevcut literat¿r, gelecekteki ­alēĸmalar i­in ºnemli bir referans 

noktasē oluĸturarak, farklē yºntemlerin kapsamlē deĵerlendirilmesine 

ve daha etkili anahtar kelime ­ēkarēm stratejilerinin geliĸtirilmesine 

katkēda bulunacaktēr (Gºz, F., ve ark., 2021, Eryiĵit, G., ve ark., 

2015, Ozdemir, B., ve ark., 2009). 

Bu ­alēĸmada ise, LDA, RAKE ve BERTurk yºntemlerinin 

performanslarē, ºzg¿n bir T¿rk­e metin ¿zerinde karĸēlaĸtērmalē 

olarak deĵerlendirilmiĸtir. Elde edilen sonu­lar, T¿rk­e metinlerde 
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anahtar kelime ­ēkarēmē yapmak isteyen araĸtērmacēlar i­in ºnemli 

rehberlik sunmaktadēr. Bu ­alēĸma, farklē uygulama alanlarēnda en 

uygun anahtar kelime ­ēkarēm aracēnē se­mede yol gºsterici 

olacaktēr. 

Materyal ve Yºntem 

Bu ­alēĸmada, T¿rk­e metinlerde anahtar kelime ­ēkarēmē i­in 

yaygēn olarak kullanēlan ¿­ yºntem olan LDA, RAKE ve BERTurk 

yºntemlerinin performanslarē karĸēlaĸtērēlmēĸtēr. ¢alēĸmanēn amacē, 

bu yºntemlerin doĵruluk, F1 skoru ve geri ­aĵērma oranē gibi 

metrikler a­ēsēndan etkinliĵini deĵerlendirmektir. Bu ama­la, ºzg¿n 

bir T¿rk­e metin (ķekil 1) ¿zerinde her bir yºntem uygulanmēĸ ve 

sonu­lar karĸēlaĸtērēlmēĸtēr. ¢alēĸmada kullanēlan metin, dilin evrimi, 

k¿lt¿rler arasē iletiĸim ve Doĵal Dil Ķĸleme alanēnēn geliĸimi gibi 

konularē ele alan bir i­erikten oluĸmaktadēr. Metin, kelimelere 

ayrēldēktan sonra T¿rk­e dilindeki gereksiz sºzc¿kler (stopwords) 

filtrelenmiĸ ve metin temizlenmiĸtir. Bu s¿re­te, her kelimenin 

k¿­¿k harfe dºn¿ĸt¿r¿lmesi ve alfasayēsal olmayan karakterlerin 

­ēkarēlmasē gibi iĸlemler ger­ekleĸtirilmiĸtir. Bu adēmlar, metni 

LDA, RAKE ve BERTurk yºntemleri ile analiz etmek i­in gerekli 

ºn iĸleme adēmlarēnē oluĸturmuĸtur. 
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ķekil 1. ¢alēĸmada kullanēlan ºzg¿n metin 

A.LDA Yºntemi 

LDA (Latent Dirichlet Allocation) (Blei, D ve ark., 2003), 

belgeleri oluĸturan gizli konularē modellemek amacēyla kullanēlan 

olasēlēksal bir modeldir. Bu yºntem, her bir belgenin birden fazla 

konudan oluĸtuĵunu ve her konunun belirli kelimelerle iliĸkili 

olduĵunu varsayar. LDA, b¿y¿k metin koleksiyonlarēnda ortak 

temalarē veya konularē keĸfetmek ve belgelerin bu konularla nasēl 

iliĸkilendirildiĵini anlamak i­in yaygēn olarak kullanēlēr. Model, 

belgelerdeki kelimelerin daĵēlēmēnē analiz ederek, her bir belgenin 

hangi konulara ne ºl­¿de baĵlē olduĵunu tahmin eder. Bu baĵlamda, 

LDA, belge k¿meleri i­indeki gizli yapēlarē ortaya ­ēkarmada etkili 

bir ara­tēr. 

Ancak, T¿rk­e gibi eklemeli (agl¿tinatif) ve yapēsal olarak 

zengin dillerde, LDA'nēn etkin bir ĸekilde ­alēĸabilmesi i­in bazē ek 

adēmlarēn uygulanmasē gerekir. T¿rk­e'nin eklemeli yapēsē, kelime 

kºklerine eklenen ­eĸitli gramatik ekler yoluyla yeni kelimeler 
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t¿retilmesine olanak tanēr. Bu durum, kelimelerin bi­imsel olarak 

farklēlaĸmasēna ve anlamlarēnēn deĵiĸmesine neden olabilir, bu da 

LDA modelinin kelimeleri ve konularē doĵru bir ĸekilde 

eĸleĸtirmesini zorlaĸtērabilir. T¿rk­eôde aynē kelimenin farklē eklerle 

t¿retilmiĸ bir­ok varyasyonu olabilir; bu da modelin kelimeleri tekil 

bi­imlerine ayērmasēnē ve bu bi­imler ¿zerinden analiz yapmasēnē 

gerektirir. 

T¿rk­e metinlerde LDAônēn daha baĸarēlē sonu­lar verebilmesi 

i­in, kelimelerin kºk ve eklerinin doĵru bir ĸekilde ayrēĸtērēlmasē 

kritik bir ºnem taĸēr. Bu nedenle, LDA uygulamasēndan ºnce 

metinlerin morfolojik analiz ara­larēyla iĸlenmesi gereklidir. 

Morfolojik analiz, kelimelerin kºklerine ve gramatik eklerine 

ayrēlmasēnē saĵlar ve bºylece modelin dilin yapēsēnē daha iyi 

anlamasēna yardēmcē olur. T¿rk­eônin eklemeli yapēsē, kelime 

kºklerinin ­eĸitli eklerle birleĸip farklē anlamlara b¿r¿nmesine 

neden olduĵundan, LDA'nēn doĵru sonu­lar verebilmesi i­in bu 

ayrēĸmanēn doĵru bir ĸekilde yapēlmasē, konularēn daha net bir 

ĸekilde belirlenmesini saĵlar. 

Bu iĸlem sayesinde, LDA modeline girilen metinlerdeki 

kelimeler, kºk hallerine indirilir ve bu sayede model, benzer 

anlamlara sahip kelimeleri bir araya getirerek daha tutarlē ve anlamlē 

konu daĵēlēmlarē ­ēkarabilir. ¥rneĵin, "­alēĸēyor", "­alēĸtē" ve 

"­alēĸacak" gibi kelimeler, morfolojik analiz sonrasēnda "­alēĸ-" 

kºk¿ne indirgenecektir. Bu, LDA'nēn bu kelimeleri aynē konuya 

dahil etmesini ve konunun dilde nasēl ifade edildiĵine dair daha 

b¿t¿nc¿l bir anlayēĸ geliĸtirmesini saĵlayacaktēr. 
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T¿rk­e metinler i­in LDA modelinin baĸarēsēnē artērmak 

amacēyla, kelime ºbeklerinin de dikkatli bir ĸekilde ele alēnmasē 

gerekebilir. Bu baĵlamda, sadece kelime kºklerinin ayrēĸtērēlmasē 

deĵil, aynē zamanda kelime ºbeklerinin model tarafēndan nasēl 

algēlandēĵē da ºnem taĸēr. Kelime ºbeklerinin anlamēnē doĵru bir 

ĸekilde modelleyebilmek i­in, bu ºbeklerin hangi konularla 

iliĸkilendirildiĵi ve bu ºbeklerdeki kelimelerin nasēl bir araya geldiĵi 

analiz edilmelidir. Bu, modelin daha derin bir dilsel anlayēĸ 

geliĸtirmesine yardēmcē olur. 

Sonu­ olarak, LDA'nēn T¿rk­e gibi eklemeli dillerde etkili bir 

ĸekilde uygulanabilmesi i­in, dilin morfolojik zenginliĵi dikkate 

alēnmalē ve kelime kºkleri ile ekler arasēndaki iliĸkiler doĵru bir 

ĸekilde analiz edilmelidir. T¿rk­e metinlerde morfolojik analiz 

ara­larēnēn kullanēlmasē, modelin daha tutarlē ve anlamlē konu 

daĵēlēmlarē tahmin etmesine olanak tanēr. Bu sayede, LDA, T¿rk­e 

metinlerdeki konularēn daha net ve doĵru bir ĸekilde tespit 

edilmesini saĵlayarak, dil iĸleme s¿re­lerine ºnemli katkēlarda 

bulunabilir (ķekil 2). 
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ķekil 2. LDA Algoritma Adēmlarē 

B.RAKE Yºntemi 

RAKE (Rapid Automatic Keyword Extraction) yºntemi, Rose 

ve arkadaĸlarē (2010) tarafēndan geliĸtirilmiĸ olup, metin i­indeki 

ºnemli kelime ºbeklerini ve bu ºbeklerin metindeki aĵērlēklarēnē 

belirlemek amacēyla istatistiksel ve dil bilimsel yºntemler kullanēr. 

Bu yºntem, ºzellikle uzun ve karmaĸēk metinlerde, anahtar 

kelimelerin ve kelime gruplarēnēn hēzlē bir ĸekilde ­ēkarēlmasēnē 

saĵlamak i­in tercih edilir. Ancak, her dilin kendine ºzg¿ dilbilgisel 

ve yapēsal ºzellikleri bulunduĵundan, RAKE yºnteminin 

uygulanacaĵē dilin yapēsēna uygun ºzelleĸtirmeler yapēlmasē 

gereklidir. T¿rk­e gibi eklemeli dillerde, kelime ºbeklerinin doĵru 

bir ĸekilde tespit edilmesi ve anlamlē sonu­lar elde edilmesi i­in 

yºntemin bazē dil spesifik d¿zenlemelerle uyarlanmasē ºnemlidir. 

T¿rk­e'nin eklemeli yapēsē, kelime kºklerine ekler eklenerek 

yeni kelimeler ve anlamlar oluĸturulmasēnē saĵlar. Bu durum, kelime 

ºbeklerinin ­ēkarēmēnda belirli zorluklar ortaya ­ēkarabilir, ­¿nk¿ 

eklemeli yapēlar, kelimelerin morfolojik olarak deĵiĸmesine ve farklē 
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anlamlara gelmesine neden olabilir. Bu nedenle, T¿rk­e metinlerde 

RAKE yºnteminin uygulanabilmesi i­in, dilin yapēsēna uygun ºzel 

d¿zenlemeler yapēlmalēdēr. ¥rneĵin, T¿rk­e'de sēk­a kullanēlan 

baĵla­lar, edatlar, zamirler ve diĵer iĸlevsel kelimeler, metin 

analizinde ­ēkarēlmalēdēr. Bu t¿r iĸlevsel kelimeler, kelime 

ºbeklerinin ºnemini belirlerken yanēltēcē olabilir ve anlamlē sonu­lar 

elde edilmesini zorlaĸtērabilir. Bu baĵlamda, RAKE yºnteminin 

T¿rk­e'ye uyarlanmasē, stop-words olarak bilinen bu iĸlevsel 

kelimelerin ºnceden belirlenip filtrelenmesini gerektirir. 

Bunun yanē sēra, T¿rk­e'nin eklemeli yapēsē gºz ºn¿ne 

alēndēĵēnda, kelime ºbekleri i­indeki kelimeler arasēndaki 

morfolojik ve semantik baĵlantēlarēn analiz edilmesi de b¿y¿k bir 

ºnem taĸēr. Kelimelerin sadece birlikte kullanēm sēklēklarē deĵil, aynē 

zamanda bu kelimeler arasēndaki anlam iliĸkileri de dikkate 

alēnmalēdēr. T¿rk­eôdeki eklemeli yapē, kelime ºbekleri i­inde 

bulunan kelimelerin birbirine nasēl baĵlandēĵēnē ve hangi anlamlarē 

taĸēdēĵēnē etkileyebilir. Bu nedenle, RAKE yºnteminin T¿rk­e 

uygulamalarēnda, bu t¿r baĵlantēlarē tespit edebilecek ºzg¿n doĵal 

dil iĸleme (DDĶ) tekniklerinin entegrasyonu zorunludur. Bu 

teknikler, kelimelerin hangi eklerle birleĸtiĵini, hangi baĵlamlarda 

kullanēldēĵēnē ve ºbek i­indeki kelimelerin birlikte kullanēmēnēn ne 

kadar anlamlē olduĵunu deĵerlendirir. 

¥rneĵin, RAKE yºnteminin T¿rk­e'de uygulanmasē sērasēnda, 

ñyapmakò fiili gibi eklerle geniĸleyen fiillerin veya isimlerin doĵru 

bir ĸekilde ayrēĸtērēlmasē gerekir. Bir metinde, "yapēlacak" veya 

"yapēlmēĸ" gibi kelimelerin ñyapmakò fiili ile olan iliĸkisi doĵru bir 

ĸekilde tespit edilmediĵinde, anlamlē kelime ºbekleri 

­ēkarēlamayabilir. Aynē zamanda, kelimelerin ºbek i­inde birlikte 
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kullanēm sēklēĵē, semantik baĵlamē ile birlikte deĵerlendirilmelidir. 

Bu da, kelime ºbeklerinin ­ēkarēmēnē sadece frekansa dayalē 

olmaktan ­ēkarēp, daha derinlemesine dilsel analizlerle destekler. 

Bºylece, metnin ger­ek anlamēnē yansētan daha doĵru ve anlamlē 

sonu­lar elde edilebilir (ķekil 3). 

Sonu­ olarak, RAKE yºnteminin T¿rk­e'de etkin bir ĸekilde 

kullanēlabilmesi i­in, dilin yapēsal ve morfolojik ºzellikleri dikkate 

alēnarak ºzelleĸtirilmiĸ bir yaklaĸēm benimsenmelidir. T¿rk­e'nin 

eklemeli yapēsēna uygun olarak iĸlevsel kelimelerin filtrelenmesi ve 

kelimeler arasēndaki semantik baĵlantēlarēn analiz edilmesi, 

yºntemin doĵruluĵunu ve etkinliĵini artēracaktēr. Bu sayede, T¿rk­e 

metinlerde daha anlamlē ve baĵlama uygun anahtar kelime ºbekleri 

­ēkarēlabilir, bu da dil iĸleme ­alēĸmalarēnda daha baĸarēlē sonu­lar 

elde edilmesine katkē saĵlayacaktēr. 

 

ķekil 3. RAKE Algoritma Adēmlarē 
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C.BERTurk Yºntemi 

BERTurk (Schweter, S. 2020), BERT (Bidirectional Encoder 

Representations from Transformers) modelinin T¿rk­e diline 

uyarlanmēĸ ºzel bir versiyonudur. BERT, metni iki yºnl¿ olarak 

iĸleyerek dilin baĵlamsal anlamlarēnē daha derinlemesine anlamayē 

hedefleyen g¿­l¿ bir dil modelidir. BERT'in bu temel prensibi, hem 

soldan saĵa hem de saĵdan sola metni okuyarak, kelimelerin ve 

c¿mlelerin birbiriyle olan iliĸkilerini daha kapsamlē bir ĸekilde analiz 

etmeye olanak tanēr. BERTurk ise, bu iki yºnl¿ dil modelini 

T¿rk­e'nin karmaĸēk yapēsēnē ve dilsel ºzelliklerini ºĵrenmek 

amacēyla b¿y¿k ­aplē T¿rk­e metin korpuslarē ile eĵitilmiĸ bir model 

olarak dikkat ­eker. T¿rk­e'nin eklemeli yapēsē, zengin baĵlamsal 

anlamlarē ve ºzg¿n sºzdizimsel yapēlarē, bu t¿r bir model i­in ºzel 

d¿zenlemeler gerektirdiĵinden BERTurk bu zorluklarēn ¿stesinden 

gelmek i­in tasarlanmēĸtēr. 

T¿rk­e'nin kendine ºzg¿ dil yapēlarē ve morfolojik ºzellikleri, 

BERTurk modelinin eĵitilmesi ve uygulanmasē s¿recinde dikkate 

alēnan ºnemli faktºrlerdir. T¿rk­e, eklemeli bir dil olduĵundan, 

kelime kºkleri ve ekler birbirine farklē ĸekillerde baĵlanarak yeni 

anlamlar t¿retir. Bu da kelimelerin ve c¿mle yapēlarēn baĵlamēnē 

doĵru bir ĸekilde anlamayē zorlaĸtērabilir. Bu nedenle, BERTurkôun 

baĸarēlē bir performans sergileyebilmesi i­in, bu baĵlamsal 

zenginlikleri ve dilbilgisel yapēlarēn dinamiklerini etkin bir ĸekilde 

modelleyebilmesi gerekmektedir. BERTurk, T¿rk­e'nin karmaĸēk 

dil yapēsēnē ºĵrenmek amacēyla geniĸ ­aplē T¿rk­e metinlerle 

ºnceden eĵitilmiĸtir. Bu eĵitim s¿reci, modelin dilin sºzdizimsel ve 

anlamsal ºzelliklerini daha iyi kavramasēnē saĵlar. 
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BERTurk, anahtar kelime ­ēkarēmēnda ve metin iĸleme 

gºrevlerinde baĸarēlē olabilmesi i­in metin i­erisindeki baĵlamsal 

ipu­larēnē dikkatle analiz eder. Model, kelimelerin c¿mle i­indeki 

yerleĸimine ve birbirleriyle olan iliĸkilerine bakarak, metindeki 

baĵlamē anlamlandērēr ve anahtar kelimeleri doĵru bir ĸekilde tahmin 

etmeye ­alēĸēr. Bu baĵlamsal analiz s¿reci, modelin temel 

iĸlevlerinden biri olan "masking" yani metin i­erisindeki belirli 

kelimelerin gizlenerek modelin bu boĸluklarē doldurmasēnēn 

istenmesiyle ger­ekleĸir. Bu teknik, BERTurk'un metindeki eksik 

veya belirsiz kelimeleri tahmin etme yeteneĵini geliĸtirir ve bºylece 

anahtar kelimeleri ­ēkarērken dilin baĵlamēnē en iyi ĸekilde 

kullanmasēnē saĵlar. 

T¿rk­e'nin zengin morfolojik yapēsē, BERTurk'un 

performansēnē optimize etmek i­in dikkat edilmesi gereken bir diĵer 

ºnemli unsurdur. T¿rk­e'de kelimeler, kºklerine eklenen ­eĸitli 

eklerle yeni anlamlar kazanēr ve bu durum, kelime ºbeklerinin doĵru 

bir ĸekilde analiz edilmesini zorlaĸtērabilir. BERTurk'un bu zorluĵu 

aĸabilmesi i­in modelin parametreleri, T¿rk­eônin morfolojik 

zenginliĵine uygun olarak ayarlanmalēdēr. ¥rneĵin, kelime kºkleri 

ve eklerin birbirine olan etkisi, modelin dikkat mekanizmalarē 

tarafēndan doĵru bir ĸekilde iĸlenmelidir. Bu da modelin, kelime 

ºbeklerinin anlamlarēnē ve metin i­erisindeki rollerini daha doĵru bir 

ĸekilde ­ēkarmasēna yardēmcē olacaktēr. 

BERTurkôun performansē, sadece dilin sºzdizimsel yapēlarēnēn 

analiz edilmesiyle sēnērlē kalmaz; aynē zamanda dilin semantik 

yapēlarēnēn da derinlemesine anlaĸēlmasē ¿zerine kuruludur. 

¥rneĵin, model bir metin i­erisinde "ºĵrenci" kelimesini analiz 

ederken, bu kelimenin hem ­oĵul hali olan "ºĵrenciler" hem de diĵer 
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baĵlamlarla iliĸkili anlamlarēnē dikkate alarak bir deĵerlendirme 

yapar. Bu deĵerlendirme s¿recinde, metindeki diĵer kelimelerle olan 

baĵēntēlar ve c¿mle i­erisindeki konumlar da gºz ºn¿nde 

bulundurularak daha derinlemesine bir baĵlamsal anlam ­ēkarēlēr. 

Sonu­ olarak, BERTurk, T¿rk­e'nin zengin dil yapēsēnē ve 

morfolojik karmaĸēklēklarēnē anlamlandērmak i­in optimize edilmiĸ 

bir dil modelidir. Anahtar kelime ­ēkarēmē ve metin iĸleme gibi 

gºrevlerde baĸarēlē olabilmesi i­in, baĵlamsal ipu­larēnē etkin bir 

ĸekilde kullanarak metinlerdeki gizli anlamlarē doĵru bir ĸekilde 

analiz eder. Modelin baĸarēsē, T¿rk­eônin morfolojik yapēsēna uygun 

ayarlamalar ve doĵru parametrelerle desteklendiĵinde, dil iĸleme 

­alēĸmalarēnda ºnemli bir katkē saĵlar ve metin analizi s¿re­lerinde 

daha g¿­l¿ ve verimli sonu­lar elde edilmesine yardēmcē olur (ķekil 

4). 

 

ķekil 4. BERT¿rk Algoritma Adēmlarē 

D.Deĵerlendirme Metrikleri 

Her bir yºntemle ­ēkarēlan anahtar kelimeler, ºnceden 

belirlenen altēn standart anahtar kelimelerle (ķekil 5) 

karĸēlaĸtērēlmēĸtēr. Bu karĸēlaĸtērmada, aĸaĵēda detaylarē verilen 
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doĵruluk, F1 skoru ve geri ­aĵērma oranē gibi metrikler 

kullanēlmēĸtēr. Bu metrikler, her yºntemin ne derece baĸarēlē 

olduĵunu ºl­mek amacēyla hesaplanmēĸ ve sonu­lar karĸēlaĸtērmalē 

olarak analiz edilmiĸtir. ¢alēĸmanēn sonunda, hangi yºntemin daha 

etkili olduĵu ve hangi durumlarda hangi yºntemin kullanēlmasēnēn 

daha uygun olacaĵēna dair bulgular elde edilmiĸtir. 

 

ķekil 5. Altēn Standart Anahtar Kelimeler 

Doĵruluk (Accuracy): ¢ēkarēlan anahtar kelimelerin ne 

kadarēnēn doĵru olduĵu hesaplanēr. 

F1 Skoru: Anahtar kelime ­ēkarēmēnēn doĵruluĵu ve 

kapsamēnē ºl­en bir deĵerlendirme metriĵidir. 

Recall: ¢ēkarēlan anahtar kelimelerin, t¿m doĵru anahtar 

kelimelere kēyasla ne kadarēnē bulabildiĵini ºl­en bir metriktir. 

Analiz Sonu­larē 

Bu ­alēĸmada, T¿rk­e metinlerde anahtar kelime ­ēkarēmē i­in 

kullanēlan LDA, RAKE ve BERTurk yºntemlerinin performanslarē 

ºzg¿n bir T¿rk­e metin kullanēlarak analiz edilmiĸtir. Her bir 

yºntemin doĵruluk, F1 skoru ve geri ­aĵērma oranē gibi metrikler 

a­ēsēndan nasēl performans gºsterdiĵi deĵerlendirilmiĸtir. Elde 
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edilen sonu­lar, her bir yºntemin avantajlarēnē ve sēnērlamalarēnē 

ortaya koymaktadēr.  

Elde edilen t¿m sonu­lar karĸēlaĸtērma tablosunda (Tablo 1) 

verilmiĸtir. 

Tablo 1: Karĸēlaĸtērmalē Analiz Tablosu 

Yºntem Doĵruluk 

(Accuracy) 
F1 Skoru Geri ¢aĵērma 

(Recall) 
LDA  0.75 0.67 0.63 
RAKE 0.63 0.58 0.55 
BERTurk 0.69 0.63 0.60 

Tablo 1ôde de gºr¿ld¿ĵ¿ ¿zere ­alēĸmada, T¿rk­e metinlerde 

anahtar kelime ­ēkarēmē ¿zerine LDA, RAKE ve BERTurk 

yºntemlerinin performanslarē detaylē bir ĸekilde karĸēlaĸtērēlmēĸtēr. 

Her bir yºntemin kendine ºzg¿ g¿­l¿ yºnleri olduĵu ve farklē t¿rdeki 

metinler i­in ­eĸitli avantajlar sunduĵu gºzlemlenmiĸtir.  

LDA, belgelerdeki genel temalarē ve ºnemli kavramlarē 

yakalamada en etkili yºntem olarak ºne ­ēkmēĸtēr. ¥zellikle geniĸ 

kapsamlē metinlerde, metnin altēnda yatan ana konularē tespit etmek 

ve bu konularēn metin i­indeki daĵēlēmēnē anlamak a­ēsēndan LDA 

olduk­a baĸarēlē sonu­lar vermiĸtir. Bu modelin, her bir belgenin 

birden fazla konudan oluĸabileceĵi varsayēmē sayesinde, metinlerin 

yapēsal analizinde ºnemli bir rol oynadēĵē gºr¿lm¿ĸt¿r. 

RAKE yºntemi ise, daha ayrēntēlē ve spesifik kelime ºbeklerini 

tespit etme konusunda ºne ­ēkmēĸtēr. RAKE, ºzellikle metin i­indeki 

anahtar kelimelerin sēklēĵēna ve bunlarēn birlikte kullanēmēna 

odaklanarak, metnin ince detaylarēnē ­ēkarma yeteneĵi gºstermiĸtir. 

Bu yºntem, kelime ºbeklerini ve metin i­indeki ºnemli ifadeleri 

hēzlē bir ĸekilde tespit edebilmesiyle, metnin i­erdiĵi daha k¿­¿k 
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fakat kritik ºneme sahip bilgileri yakalamada etkili olmuĸtur. 

T¿rk­eônin eklemeli yapēsēna uygun olarak yapēlan d¿zenlemelerle 

RAKEôin bu alanda verimli sonu­lar sunduĵu gºzlemlenmiĸtir. 

BERTurk, baĵlamsal anlam ­ēkarma yeteneĵi ile dikkate deĵer 

bir performans sergilemiĸtir. Ķki yºnl¿ dil iĸleme ºzelliĵi sayesinde, 

kelimeleri yalnēzca frekanslarēna gºre deĵil, aynē zamanda 

baĵlamlarēna gºre de deĵerlendirebilmiĸ ve bu sayede daha derin 

anlamlar ­ēkarmēĸtēr. BERTurk, kelimelerin metin i­inde hangi 

anlamda kullanēldēĵēnē doĵru bir ĸekilde ­ºz¿mleyebilme kapasitesi 

ile dikkat ­ekmiĸtir. Ancak, BERTurkôun zaman zaman daha genel 

ve baĵlamsal a­ēdan ­ok geniĸ kelimeler sunmasē, metnin spesifik 

detaylarēna odaklanmak isteyen ­alēĸmalar i­in bazē sēnērlamalar 

ortaya koymuĸtur. Bununla birlikte, baĵlamsal anlam ­ēkarēmēnda 

g¿­l¿ olmasē, ºzellikle daha karmaĸēk ve uzun metinlerde b¿y¿k bir 

avantaj saĵlamēĸtēr. 

Bu bulgular, T¿rk­e metinlerde anahtar kelime ­ēkarēmē 

yaparken hangi yºntemin hangi senaryolar i­in daha uygun 

olduĵunu anlamak isteyen araĸtērmacēlara rehberlik sunmaktadēr. 

LDA, geniĸ kapsamlē tematik analizler i­in ideal bir ara­ken, RAKE 

daha detaylē ve spesifik anahtar kelime ºbeklerinin ­ēkarēmēnda 

etkili bir yºntemdir. BERTurk ise, kelimelerin baĵlamsal anlamēnē 

­ºz¿mlemek ve derinlemesine anlamak isteyen araĸtērmalar i­in 

ºnemli bir kaynak olarak deĵerlendirilebilir. Araĸtērmacēlar, metnin 

yapēsēna ve ihtiya­larēna gºre bu yºntemlerden birini veya bir 

kombinasyonunu kullanarak daha doĵru ve kapsamlē anahtar kelime 

­ēkarēmē yapabilirler. 
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Buna gºre bu ­alēĸma, T¿rk­e metinlerde farklē anahtar kelime 

­ēkarēm yºntemlerinin hangi durumlarda daha verimli olduĵunu 

gºstermekte ve her bir yºntemin kendi avantajlarēnē 

belirginleĸtirmektedir. Bu da, metin analizi s¿re­lerinde doĵru 

yºntemi se­erek, dil iĸleme ­alēĸmalarēnē daha verimli ve anlamlē 

kēlmak isteyen araĸtērmacēlara ºnemli bir rehber sunmaktadēr.  

Sonu­ 

Bu ­alēĸmada, T¿rk­e metinlerde anahtar kelime ­ēkarēmē i­in 

kullanēlan ¿­ yaygēn yºntem olan LDA, RAKE ve BERTurk'un 

performanslarē karĸēlaĸtērmalē olarak incelenmiĸtir. Elde edilen 

sonu­lar, her bir yºntemin farklē metin t¿rlerinde ve koĸullarda nasēl 

performans gºsterdiĵini ortaya koymuĸtur. Genel olarak, LDA 

yºntemi, metnin genel temasēnē ve ºnemli kavramlarēnē belirlemede 

en baĸarēlē yºntem olarak ºne ­ēkmēĸtēr. RAKE yºntemi, metin 

i­erisindeki ºnemli kelime ºbeklerini tespit etme konusunda g¿­l¿ 

bir performans sergilemiĸ, ancak daha az spesifik kelimeler 

¿retmiĸtir. BERTurk yºntemi ise, baĵlamsal anlam ­ēkarēmē yaparak 

doĵru anahtar kelimeleri tespit edebilmiĸ, ancak bazē durumlarda 

daha genel terimler sunmuĸtur. 

 Bu bulgular, T¿rk­e metinlerde anahtar kelime ­ēkarēmē 

yaparken kullanēlacak en uygun yºntemin se­imi konusunda ºnemli 

ipu­larē sunmaktadēr. Her bir yºntemin avantajlarē ve sēnērlamalarē 

gºz ºn¿ne alēndēĵēnda, belirli bir metin t¿r¿ veya analiz amacēna 

baĵlē olarak uygun yºntemin se­ilmesi ºnemlidir. Gelecekteki 

­alēĸmalar, bu yºntemlerin daha geniĸ kapsamlē veri setleri ¿zerinde 

test edilmesiyle daha iyi performans gºsterebilecek hibrit 

yaklaĸēmlar geliĸtirilmesine katkē saĵlayabilir. Bu ĸekilde, T¿rk­e 

metinlerde daha hassas ve etkili anahtar kelime ­ēkarēmē saĵlanabilir.
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T¿rk Dilleri Ķ­in Doĵal Dil Ķĸleme: Zorluklar, Ortak 

¥zellikler ve ¢ºz¿mler 
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Giriĸ 

T¿rk dilleri, eklemeli yapēlarē, zengin morfolojik ºzellikleri ve 

geniĸ coĵrafi daĵēlēmlarē nedeniyle doĵal dil iĸleme (DDĶ) alanēnda 

ºnemli bir araĸtērma konusu olarak ºne ­ēkmaktadēr (Kornfilt, J. 

2018). Bu diller, tarihsel ve k¿lt¿rel baĵlamlarda geniĸ bir coĵrafi 

bºlgede konuĸulmakta olup, T¿rk dili ailesinin ¿yeleri arasēnda 

T¿rk­e, Azerice, ¥zbek­e, Kazak­a, Kērgēzca, T¿rkmence ve bir­ok 

diĵer dil bulunmaktadēr. Bu dillerin ortak morfolojik ve sentaktik 
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ºzellikleri, dilbilimi ve bilgisayarlē dil iĸleme alanēnda benzersiz bir 

araĸtērma alanē oluĸturmaktadēr (Kulamshaev, K., 2019). 

T¿rk dilleri, yeni kelimelerin kºklere ­eĸitli eklerin 

eklenmesiyle oluĸturulduĵu eklemeli yapēlarēyla karakterize edilir. 

Bu durum morfolojik zenginliĵi artērmakla birlikte, kelime kºkleri 

ve eklerin doĵru analizini zorlaĸtērēr. ¥rneĵin, T¿rk­ede "ev" 

kelimesi, ­oĵul eki "ler" eklenerek "evler" olur. Benzer ĸekilde, 

¥zbek­ede "kitob" (kitap) kelimesi, ­oĵul eki "lar" eklenerek 

"kitoblar" (kitaplar) haline gelir. Bu eklemeli yapēlarēn analizi, DDĶ 

uygulamalarē i­in ºzel algoritmalar ve yºntemler gerektirir. 

T¿rk dillerinin geniĸ coĵrafi daĵēlēmē, DDĶ ­alēĸmalarēnda 

­eĸitli leh­elerin ve varyantlarēn dahil edilmesini zorunlu kēlar. Bu 

diller, T¿rkiye, Azerbaycan, ¥zbekistan, Kazakistan, Kērgēzistan, 

T¿rkmenistan ve ¢in'in Sincan Uygur ¥zerk Bºlgesi gibi bºlgelerde 

konuĸulmaktadēr. Bu bºlgelerde konuĸulan leh­eler fonetik, 

morfolojik ve sentaktik farklēlēklar gºstermekte olup, dil modelleri 

ve DDĶ algoritmalarē geliĸtirirken dikkate alēnmasē gereken ºnemli 

bir faktºrd¿r (Oflazer, K., 2016). 

T¿rk dilleri ¿zerine DDĶ alanēnda yapēlan ­alēĸmalar ­eĸitli 

zorluklar sunmaktadēr. Bu dillerin eklemeli yapēsē, kelime 

formlarēnēn doĵru analiz edilmesini gerektirir (Oflazer, K., 2016). 

Morfolojik analiz, kelime kºklerinin ve eklerin doĵru bir ĸekilde 

tespit edilmesini i­erir ve dil modellerinin doĵruluĵunu artērmak 

a­ēsēndan b¿y¿k ºnem taĸēr. Ayrēca, bazē T¿rk dillerinin yeterli veri 

ve kaynak eksikliĵi nedeniyle d¿ĸ¿k kaynaklē diller olarak 

sēnēflandērēlmasē, DDĶ ­alēĸmalarēnda ºnemli bir engel 
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oluĸturmaktadēr. Bu sorun, ºzellikle Kērgēzca, ¢uvaĸ­a ve Saha 

(Yakut) gibi diller i­in belirgindir. 

Alfabe ve karakter sorunlarē da T¿rk dilleri ¿zerine yapēlan 

DDĶ ­alēĸmalarēnda ºnemli zorluklar sunmaktadēr (Tohma, K., et al., 

2020; Safaya, A., et al., 2022). Farklē T¿rk dilleri farklē alfabeler 

kullanmakta olup, bazē ºzel karakterler ASCII standartlarēna 

uymayabilir. ¥rneĵin, Uygurca Arap alfabesini kullanērken, Tatarca 

Kiril alfabesini kullanēr. Bu durum, dil verilerinin 

standardizasyonunu ve analizini zorlaĸtērmaktadēr. Ayrēca, kod 

deĵiĸtirme ve ­ok dillilik gibi dilsel olgular T¿rk dillerinde yaygēndēr 

ve DDĶ uygulamalarēnēn karmaĸēklēĵēnē artērmaktadēr. ¥rneĵin, bir 

Azerice konuĸan kiĸi aynē c¿mlede hem Azerice hem de Rus­a 

kelimeler kullanabilir, bu da dil modellerinin karmaĸēklēĵēnē 

artērmaktadēr. 

Makine ­evirisi, T¿rk dilleri i­in DDĶ alanēnda ºnemli bir alt 

disiplindir. T¿rk dillerinin eklemeli yapēsē, kelimelerin doĵru 

­evirisini zorlaĸtērmaktadēr. ¥rneĵin, T¿rk­e "iĸ" kelimesi, ­eĸitli 

eklerle birleĸtirilerek "iĸ­i", "iĸler" ve "iĸsizlik" gibi ­eĸitli kelimeler 

oluĸturulabilir. Aynē olgu diĵer T¿rk dillerinde de gºzlemlenir 

(Johanson, L., 2021). Bu nedenle, kelime kºklerinin ve eklerin doĵru 

bir ĸekilde tespit edilmesi, makine ­eviri sistemlerinin doĵruluĵunu 

artērmak a­ēsēndan kritik ºneme sahiptir. Bu alanda T¿rk dilleri i­in 

bir­ok ­alēĸma yapēlmēĸtēr (Mirzakhalov, J., et al., 2021; Alkēm, E., 

et al., 2019; Tantuĵ, A. C., et al., 2018; Mirzakhalov, J., 2021). 

Morfolojik analiz, T¿rk dilleri ¿zerine yapēlan DDĶ 

­alēĸmalarēnda ºnemli bir rol oynamaktadēr. Bu analiz, kelime 

kºklerinin ve eklerin doĵru bir ĸekilde tespit edilmesine yardēmcē 
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olarak dil modellerinin doĵruluĵunu artērmaktadēr (Tukeyev, U., et 

al., 2021). 

T¿rk dilleri ¿zerine yapēlan DDĶ ­alēĸmalarēnda karĸēlaĸēlan bu 

zorluklara ­ºz¿m bulmak i­in ­eĸitli yaklaĸēmlar ve yºntemler 

geliĸtirilmiĸtir. Morfolojik analiz, kelime kºklerini ve ekleri doĵru 

bir ĸekilde tespit etmek i­in kullanēlan temel yºntemlerden biridir. 

Ayrēca, ­ok dilli modellerin geliĸtirilmesi, T¿rk dilleri arasēndaki 

benzerliklerden yararlanarak performansē artērabilir. ¥rneĵin, Turk 

Morphology Portal, bu zorluklarē ele almak ve T¿rk dilleri i­in 

dilbilimsel yazēlēm geliĸtirilmesini desteklemek amacēyla 

geliĸtirilmiĸtir. Portal, eklemeli yapēlarēn analiz edilmesi ve ­ok dilli 

modellerin geliĸtirilmesi i­in deĵerli bir kaynak sunmaktadēr 

(Gatiatullin et al., 2020). Diĵer ara­lar, morfoAnalyse 

(Abdurakhmonova, N., et al., 2022), UzMorphoAnalyzer (Mengliev, 

D., et al., 2021) ve diĵerleri (ITU NLP 2024, Abdurakhmonova, N. 

Z. et al., 2022, Zhanabergenova, D., et al., 2021, Tukeyev, U., 2023, 

Bekeyeva, N., et al., 2021, Mussakhojayeva, S., et al., 2023), T¿rk 

dillerinin morfolojik analizine ºnemli katkēlarda bulunmuĸtur. 

T¿rk dilleri ¿zerine yapēlan DDĶ ­alēĸmalarēnda bu zorluklarēn 

¿stesinden gelmek i­in ­eĸitli yºntemler ve yaklaĸēmlar 

geliĸtirilmiĸtir. Geliĸmiĸ morfolojik analiz ve anlamsal ayrēĸtērma 

yºntemleri, dil modellerinin doĵruluĵunu artērmak i­in kritik ºneme 

sahiptir. Bu baĵlamda, dilsel ­alēĸmalar ve transfer ºĵrenme 

teknikleri, d¿ĸ¿k kaynaklē dillerde DDĶ performansēnē artērmak i­in 

etkili stratejilerdir. Ayrēca, T¿rk dilleri arasēndaki fonetik 

benzerlikler ve ortak kelime yapēlarē, bu diller arasēnda doĵru 

baĵlantēlar kuran dil modellerinin geliĸtirilmesini kolaylaĸtērabilir ve 

DDĶ uygulamalarēnē daha etkili hale getirebilir. Bu ­abalar, dil 
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modellerinin doĵruluĵunu artērmak ve daha kapsamlē ve esnek DDĶ 

uygulamalarē geliĸtirmek i­in ºnemli bir temel oluĸturmaktadēr. 

T¿rk dilleri i­in geliĸtirilen yenilik­i yºntemler ve ara­lar, 

gelecekteki DDĶ ­alēĸmalarēnēn baĸarēsē ve verimliliĵi a­ēsēndan 

ºnemli adēmlar teĸkil etmektedir. 

Bu makale, T¿rk dilleri i­in DDĶ alanēnda yapēlan ­alēĸmalarēn 

zorluklarēnē, ortak ºzelliklerini ve ºrneklerini kapsamlē bir ĸekilde 

gºzden ge­irmektedir. T¿rk dilleri ¿zerine yapēlan DDĶ 

­alēĸmalarēnēn mevcut durumunu ve gelecekteki yºnelimlerini 

deĵerlendirmeyi, bu alandaki anlayēĸē artērmayē ve daha etkili 

­ºz¿mler geliĸtirmeyi ama­lamaktadēr. 

T¿rk Dillerinin Ortak ¥zellikleri ve DDĶ ¢alēĸmalarēndaki 

Zorluklar  

T¿rk dillerinin yapēsal ºzellikleri, DDĶ ­alēĸmalarēnda ­eĸitli 

zorluklar ortaya ­ēkarmaktadēr. Bu zorluklar, dilin morfolojik 

zenginliĵinden, d¿ĸ¿k kaynaklē dillerin varlēĵēndan, alfabe ve 

karakter sorunlarēndan, ­ok dillilikten ve kod deĵiĸtirme olgusundan 

kaynaklanmaktadēr. Bu bºl¿mde, T¿rk dilleri ¿zerindeki DDĶ 

­alēĸmalarēnda karĸēlaĸēlan bu zorluklar ayrēntēlē olarak ele 

alēnmaktadēr. 

Benzer ¥zelliklere Sahip Diller 

T¿rk dillerinin b¿y¿k bir kēsmē dilbilimsel ve morfolojik 

ºzelliklerde b¿y¿k benzerlikler sergilemektedir. Bu benzerlikler, 

dilbilimsel araĸtērmalar ve DDĶ ­alēĸmalarēnda ortak yºntemlerin 

kullanēlmasēna olanak tanēmaktadēr. Ortak benzerlikler gºsteren bazē 

T¿rk dilleri ĸunlardēr: 
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¶ T¿rkiye T¿rk­esi: T¿rk­e, en yaygēn konuĸulan T¿rk 

dili olup, yapēsal ºzellikleri ve kelime t¿retme 

yºntemleri diĵer T¿rk dilleri ile b¿y¿k benzerlik 

gºstermektedir. 

¶ ¥rnek:  "Gel" Ą  "Geldi" Ą

 "Gelecek" 

¶ Azerbaycan T¿rk­esi: Azerbaycanôda konuĸulan 

Azerbaycan T¿rk­esi, T¿rk­e ile y¿ksek derecede 

benzerlik taĸēr ve bir­ok ortak kelime ve dil bilgisel 

kurallarē paylaĸēr. 

¶ ¥rnek:  "Gᴅl" Ą "Gᴅldi" Ą  

"Gᴅlᴅcᴅk"  

¶ T¿rkmen T¿rk­esi: T¿rkmenistanôda konuĸulan 

T¿rkmen T¿rk­esi, ºzellikle eklemeli yapēsē ile T¿rk­e 

ve Azerbaycan T¿rk­esi ile yapēsal benzerlikler taĸēr. 

¶ ¥rnek:  "Gel" Ą "Geldi" Ą

 "Gelejek"  

¶ ¥zbek T¿rk­esi: ¥zbekistanôda konuĸulan ¥zbek 

T¿rk­esi, diĵer T¿rk dilleriyle benzer bir eklemeli yapē 

ve morfolojik ºzellikler taĸēmakla birlikte, Arap­a ve 

Fars­adan eklenen etkiler de mevcuttur. 

¶ ¥rnek:  "Kel" Ą "Keldi" Ą

 "kelajak "  



 

--81-- 

 

¶ Kazak T¿rk­esi: Kazakistanôda konuĸulan Kazak 

T¿rk­esi, hem Latin hem de Kiril alfabesini kullanēr ve 

zengin morfolojik yapēsēyla bilinir. 

¥rnek:  "Kel (ʢʝʣ)" Ą "Keldi (ʢʝʣʜʽ)" Ą " 

keleĸek (ʢʝʣʝʰʝʢ)"  

¶ Kērgēz T¿rk­esi: Kērgēzistanôda konuĸulan Kērgēz 

T¿rk­esi, benzer eklemeli yapēya sahiptir ve genellikle 

Kiril alfabesiyle yazēlmaktadēr. 

¶ ¥rnek:  "Kel" Ą "Keldi" Ą

 "Kele­ek"  

¶ Uygur T¿rk­esi: ¢inôin Sincan Uygur ¥zerk 

Bºlgesiônde konuĸulan Uygur T¿rk­esi, T¿rk­e ve 

diĵer T¿rk dilleriyle yapēsal benzerlikler taĸēr. 

Geleneksel olarak Arap alfabesiyle yazēlmakta olup, 

ge­miĸte Kiril ve Latin alfabeleri de kullanēlmēĸtēr ve 

bazē baĵlamlarda halen kullanēlmaktadēr. 

¶ ¥rnek:  "Kel" Ą "Keldi" Ą "Kelidu"  

¶ Tatar T¿rk­esi: Tataristan ve ­evresinde konuĸulan 

Tatar T¿rk­esi, eklemeli yapēsē ve zengin morfolojisi 

ile bilinir. Sovyet dºneminde Tatar T¿rk­esi Kiril 

alfabesiyle yazēlmaya baĸlanmēĸ ve g¿n¿m¿zde de 

kullanēlmaktadēr. Bununla birlikte, bazē Tatar 

topluluklarē Latin alfabesini de kullanmaktadēr. 

¶ ¥rnek:  "Kil" Ą "Kildi" Ą "Kilª­ªk"  
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Bu dillerin ortak ºzellikleri, kelime kºklerine ekler eklenerek 

yeni kelimeler oluĸturulan eklemeli yapēlarēn kullanēmē ve zengin 

morfolojik ºzelliklerdir. Bu ºzellikler, dilbilimsel araĸtērmalar ve 

doĵal dil iĸleme ­alēĸmalarēnda ºnemli fērsatlar ve zorluklar 

sunmaktadēr. Her bir dilin kendine ºzg¿ alfabeleri ve bºlgesel 

leh­eleri, dijital iĸlemeyi daha karmaĸēk hale getirmekte ve ºzel 

analiz yºntemleri gerektirmektedir. Bu nedenle, bu diller ¿zerinde 

yapēlan ­alēĸmalar, dil modellerinin doĵruluĵunu artērmak ve dillerin 

t¿m ­eĸitliliĵini kapsamak i­in titiz veri toplama ve analiz s¿re­lerini 

zorunlu kēlmaktadēr.  

 Daha Az Benzerlik Gºsteren veya Ortak ¥zellik Gºstermeyen 

Diller  

Bazē T¿rk dilleri, coĵrafi uzaklēk, tarihsel geliĸim ve k¿lt¿rel 

etkileĸimler nedeniyle diĵer T¿rk dilleriyle daha az benzerlik 

gºstermektedir. Bu diller, dilbilimsel araĸtērmalarda ve DDĶ 

­alēĸmalarēnda daha dikkatli bir ĸekilde ele alēnmayē gerektirebilir. 

Daha az ortaklēk veya hi­bir benzerlik gºstermeyen bazē T¿rk dilleri 

ĸunlardēr: 

Å Saha (Yakut) T¿rk­esi: Sibiryaôda konuĸulan bu dil, diĵer 

T¿rk dillerinden ºnemli ºl­¿de farklē yapēsal ºzelliklere sahiptir. 

Å ¢uvaĸ T¿rk­esi: ¢uvaĸistanô da konuĸulan bu dil, dil 

bilgisel ve morfolojik ºzellikleri bakēmēndan diĵer T¿rk dillerine 

gºre daha farklēdēr. 

Å Hala­ T¿rk­esi: Ķranôda konuĸulan bu dil, diĵer T¿rk 

dillerinden belirgin ĸekilde farklē bir dil bilgisel yapēya sahiptir. 
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Tablo 2. Ortak Benzerlikler Gºsteren Dillere ve Daha Az Benzerlik 

veya Ortaklēk Gºstermeyen Dillere ¥rnekler 

Dil  .ǀƭƎŜ Alfabe 
YǳƭƭŀƴƤƳƤ 

¸ŀǇƤǎŀƭ mȊŜƭƭƛƪƭŜǊ mǊƴŜƪ όƎŜƭΣ 
geldi, 

gelecek) 

¢ǸǊƪœŜ ¢ǸǊƪƛȅŜ Latin 9ƪƭŜƳŜƭƛ ȅŀǇƤΣ ȊŜƴƎƛƴ 
morfoloji 

Gel, Geldi, 
Gelecek 

Azerbaycan 
¢ǸǊƪœŜǎƛ 

      
Azerbaycan  

Latin ¢ǸǊƪœŜȅŜ ȅǸƪǎŜƪ 
benzerlik 

G₳l, G₳ldi, 
G₳l₳c₳k 

¢ǸǊƪƳŜƴ 
¢ǸǊƪœŜǎƛ 

¢ǸǊƪƳŜƴƛǎǘŀƴ Latin ¢ǸǊƪœŜ ǾŜ !ȊŜǊōŀȅŎŀƴ 
¢ǸǊƪœŜǎƛƴŜ ōŜƴȊŜǊ 

Gel, Geldi, 
Gelejek 

mȊōŜƪ 
¢ǸǊƪœŜǎƛ  

mȊōŜƪƛǎǘŀƴ Latin, 
Kiril 

9ƪƭŜƳŜƭƛ ȅŀǇƤΣ !ǊŀǇœŀ ǾŜ 
CŀǊǎœŀ Ŝǘƪƛǎƛ 

Kel, Keldi, 
Kelajak 

Kazak 
¢ǸǊƪœŜǎƛ 

Kazakistan Latin, 
Kiril 

½ŜƴƎƛƴ ƳƻǊŦƻƭƻƧƛƪ ȅŀǇƤ YŜƭ ό͔͟͡ύΣ 
Keldi 
ό͔͒͟͜͡ύΣ 
YŜƭŜǒŜƪ 
ό͔͔͟͡΄͔͟ύ 

YƤǊƎƤȊ 
¢ǸǊƪœŜǎƛ 

YƤǊƎƤȊƛǎǘŀƴ Kiril 9ƪƭŜƳŜƭƛ ȅŀǇƤ Kel, Keldi, 
YŜƭŜœŜƪ 

Uygur 
¢ǸǊƪœŜǎƛ 

4ƛƴ ό{ƛƴŎŀƴ 
¦ȅƎǳǊ mȊŜǊƪ 
.ǀƭƎŜǎƛύ 

Arap, 
Kiril, 
Latin 

¢ǸǊƪœŜȅŜ ōŜƴȊŜǊΣ 
ǘŀǊƛƘǎŜƭ ŀƭŦŀōŜ ƪǳƭƭŀƴƤƳƤ 

Kel, Keldi, 
Kelidu 

Tatar 
¢ǸǊƪœŜǎƛ 

Rusya 
(Tataristan ve 
œŜǾǊŜǎƛύ 

Kiril, 
Latin 

9ƪƭŜƳŜƭƛ ȅŀǇƤΣ ȊŜƴƎƛƴ 
morfoloji 

Kil, Kildi, 
YƛƭŅœŅƪ 

Saha 
(Yakut) 
¢ǸǊƪœŜǎƛ 

Sibirya Kiril 5ƛƐŜǊ ¢ǸǊƪ ŘƛƭƭŜǊƛƴŘŜƴ 
ŦŀǊƪƭƤ ȅŀǇƤǎŀƭ ǀȊŜƭƭƛƪƭŜǊ 

- 

4ǳǾŀǒ 
¢ǸǊƪœŜǎƛ 

4ǳǾŀǒƛǎǘŀƴ Kiril CŀǊƪƭƤ ŘƛƭōƛƭƎƛǎŜƭ ǾŜ 
ƳƻǊŦƻƭƻƧƛƪ ǀȊŜƭƭƛƪƭŜǊ 

- 

Iŀƭŀœ 
¢ǸǊƪœŜǎƛ 

TǊŀƴ Latin CŀǊƪƭƤ ŘƛƭōƛƭƎƛǎŜƭ ȅŀǇƤ - 

Bu dillerdeki farklēlēklar, coĵrafi uzaklēk, tarihsel geliĸim ve 

diĵer dillerle olan etkileĸimlerden kaynaklanmaktadēr. Bu nedenle, 

bu dilleri kapsayan DDĶ ­alēĸmalarēnda ºzel yºntemler ve 

yaklaĸēmlar gereklidir. Tablo 1'de, Ortak Benzerlik Gºsteren Diller 
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ve Daha Az Benzerlik Gºsteren veya Ortak ¥zellik Gºstermeyen 

Diller i­in ºrnekler sunulmuĸtur. 

Morfolojik Zenginlik ve Eklemeli Yapē 

T¿rk dillerinin eklemeli yapēsē, kelime kºklerine ekler 

eklenerek yeni kelimelerin t¿retilmesine olanak tanēmaktadēr. Bu 

ºzellik, morfolojik analizi ve kelime kºklerinin doĵru bir ĸekilde 

tanēmlanmasēnē zorlaĸtērmaktadēr. ¥rneĵin, Kazak­ada "kitap" 

(kitap) kelimesi, farklē ekler eklenerek "kitaptar" (kitaplar) veya 

"kitaptan" (kitaptan) ĸeklinde dºn¿ĸt¿r¿lebilir. Benzer ĸekilde, 

T¿rk­ede "­alēĸ" (­alēĸmak) kelimesi, "­alēĸēyor" (­alēĸēyor) ve 

"­alēĸtē" (­alēĸtē) gibi fiil formlarēna dºn¿ĸt¿r¿lebilir. Bu morfolojik 

s¿re­ler, kelime yapēlarēnē analiz eden DDĶ algoritmalarēnēn 

karmaĸēklēĵēnē artērmaktadēr. 

T¿rk dillerinin morfolojik zenginliĵi, kelime kºklerinin ve 

eklerin hassas bir ĸekilde tanēmlanmasēnē gerektirmektedir. ¥rneĵin, 

Kērgēzcada "iĸ" (­alēĸma) kelimesi, "iĸʪʝʨ" (­alēĸmalar) ve "iĸʪʝʥ" 

(iĸten) formlarēna dºn¿ĸt¿r¿lebilir. Bu morfolojik yapēlarēn doĵru 

analizi, DDĶ uygulamalarēnēn doĵruluĵunu ve verimliliĵini 

artērmaktadēr. Ayrēca, kelime kºklerinin ve eklerin doĵru analizi, 

dilin esnekliĵini ve ifade g¿c¿n¿ artērērken, morfolojik analiz 

s¿re­lerini daha karmaĸēk hale getirmektedir. 

D¿ĸ¿k Kaynaklē Diller ve Veri Eksikliĵi 

Bir­ok T¿rk dili i­in yeterli dil verisi ve kaynaklarēnēn 

bulunmamasē, DDĶ ­alēĸmalarēnda ºnemli bir zorluk 

oluĸturmaktadēr. Bu sorun, ºzellikle Kērgēzca, ¢uvaĸ­a ve Saha 

(Yakut) gibi dillerde belirgindir. D¿ĸ¿k kaynaklē diller, dil 

modellerinin eĵitilmesi ve test edilmesi i­in yeterli veri 
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saĵlamadēĵēndan, bu modellerin doĵruluĵu ve genel performansē 

olumsuz etkilenmektedir (Magueresse ve ark., 2020; Ranathunga ve 

ark., 2023). 

D¿ĸ¿k kaynaklē diller i­in daha fazla dil verisi toplanmasē ve 

paylaĸēlmasē, DDĶ ­alēĸmalarēnēn baĸarēsēnē artērabilir. ¥rneĵin, 

Kērgēzca i­in dil verilerinin artērēlmasē ve bu verilerin paylaĸēlmasē, 

dil modellerinin doĵruluĵunu artērabilir. Benzer ­abalar ¢uvaĸ­a ve 

Saha (Yakut) i­in de gºsterilmelidir. Veri toplama ve paylaĸma, bu 

dillerin DDĶ alanēnda kullanēmēnē geniĸletebilir. 

Veri eksikliĵinin giderilmesi i­in veri ­eĸitlendirme ve 

zenginleĸtirme, ­apraz dilli ­alēĸmalar ve transfer ºĵrenimi, 

otomatik etiketleme ve doĵal dil anlama, konuĸma iĸleme ve 

konuĸma tanēma, a­ēk kaynaklē ara­larēn desteklenmesi ve topluluk 

katkēlarēnēn teĸvik edilmesi gibi stratejiler kritik ºnem taĸēmaktadēr. 

Farklē bºlgelerde konuĸulan leh­eler, g¿nl¿k konuĸmalar, edebi 

eserler ve dijital metinler gibi ­eĸitli kaynaklardan veri toplamak, 

daha geniĸ ve ­eĸitli veri k¿meleri oluĸturabilir (Madaan ve ark., 

2020). Y¿ksek kaynaklē T¿rk dillerinden d¿ĸ¿k kaynaklē dillere bilgi 

transferi, DDĶ performansēnē iyileĸtirebilir (Ranathunga ve ark., 

2023). Otomatik etiketleme ve doĵal dil anlama tekniklerinin 

geliĸtirilmesi, metin analizlerinin daha doĵru yapēlmasēnē 

saĵlayabilir (Magueresse ve ark., 2020). Konuĸma iĸleme ve tanēma 

sistemleri, d¿ĸ¿k kaynaklē dillerin dijital asistanlar, ­aĵrē merkezi 

uygulamalarē ve dil ºĵrenme ara­larēnda kullanēlmasēnē 

kolaylaĸtērabilir. A­ēk kaynak projelerinin desteklenmesi ve topluluk 

katkēlarēnēn teĸvik edilmesi, dil modelleri ve analiz ara­larēnēn 

geliĸtirilmesini hēzlandērabilir (Ranathunga ve ark., 2023). 



 

--86-- 

 

Fonetik Benzerlikler 

T¿rk dilleri arasēnda fonetik benzerlikler bulunmaktadēr 

(Kornfilt, 2018), bu da kelime kºkleri ve eklerin benzer olmasēna yol 

a­maktadēr. Ancak, bu benzerlikler homograf (yazēlēĸē aynē fakat 

anlamlarē farklē olan kelimeler) varlēĵē nedeniyle bazen zorluklara 

sebep olabilir. ¥rneĵin, T¿rk­ede "y¿z" kelimesi hem "y¿zmek" 

hem de "y¿z (insan y¿z¿)" anlamēna gelebilir. Bu t¿r homograflar, 

dil modellerinin baĵlamē doĵru bir ĸekilde analiz etmesini zorlaĸtērēr. 

Fonetik benzerlikler, T¿rk dilleri arasēndaki yakēn iliĸkiyi de 

gºsterir. ¥rneĵin, Azerbaycanca "ev" kelimesi (ev) ile T¿rk­edeki 

"ev" kelimesi aynē anlama gelir. Benzer ĸekilde, Uygurca "kitap" 

kelimesi (kitap), T¿rk­edeki "kitap" ile aynēdēr. Bu t¿r benzerlikler, 

dil modellerinin bu diller arasēnda ge­iĸ yapmasēnē kolaylaĸtērabilir, 

ancak yanlēĸ yorumlama riskini de beraberinde getirir. 

Fonetik benzerliklerin yanē sēra, T¿rk dillerinin ortak kelime 

yapēlarē da dikkate alēnmalēdēr. ¥rneĵin, Kazak­adaki "mektep" 

(okul), Kērgēzca "mektep" ve ¥zbek­e "maktab" kelimeleri aynē 

kºkten t¿retilmiĸ olup aynē anlama gelmektedir. Bu t¿r benzerlikler, 

dil modellerinin bu diller arasēnda doĵru baĵlantēlar kurmasēnē 

kolaylaĸtērabilir, ancak aynē zamanda yanlēĸ yorumlama riskini de 

artērabilir. 

Alfabe ve Karakter Sorunlarē 

T¿rk dillerinde farklē alfabelerin ve ASCII standartlarēna 

uymayan ºzel karakterlerin kullanēlmasē, DDĶ ara­larēnēn 

geliĸtirilmesinde zorluklar yaratmaktadēr. ¥rneĵin, Uygurca Arap 

alfabesini kullanērken, Tatarca Kiril alfabesini kullanmaktadēr. Bu 

durum, dil verilerinin standardizasyonunu ve analizini zorlaĸtērēr. 
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Ayrēca, ASCII standartlarēna uymayan bazē ºzel karakterler, bu 

karakterlerin doĵru iĸlenmesini zorlaĸtērmaktadēr. 

Alfabe ve karakter sorunlarē, dil modellerinin doĵruluĵunu ve 

performansēnē olumsuz yºnde etkilemektedir. ¥rneĵin, Uygurca 

metinlerin doĵru analizi, Arap alfabesi karakterlerinin doĵru bir 

ĸekilde tanēmlanmasēnē ve iĸlenmesini gerektirir. Benzer ĸekilde, 

Tatarca metinlerin doĵru analiz edilmesi i­in Kiril alfabesi 

karakterlerinin doĵru bir ĸekilde tanēmlanmasē ve iĸlenmesi 

gerekmektedir. Bu alfabe ve karakter sorunlarē, dil modellerinin 

geliĸtirilmesini ve uygulanmasēnē zorlaĸtērmaktadēr. 

¢ok Dillilik ve Kod Deĵiĸtirme 

T¿rk dillerinde ­ok dillilik ve kod deĵiĸtirme (aynē konuĸmada 

birden fazla dili kullanma) yaygēn olarak gºr¿lmektedir. Bu durum, 

ºzellikle konuĸma tanēma ve ­eviri sistemlerinde ek zorluklar 

yaratmaktadēr (Mirzakhalov ve ark., 2021). ¥rneĵin, bir 

Azerbaycanlē konuĸmacē aynē c¿mlede hem Azerice hem de Rus­a 

kelimeler kullanabilir. Bu t¿r kod deĵiĸtirme durumlarē, dil 

modellerinin anlamlarēn baĵlamēnē doĵru bir ĸekilde analiz etmesini 

zorlaĸtērarak yanlēĸ yorumlamalara yol a­maktadēr. 

Kod deĵiĸtirme, dil modellerinin karmaĸēklēĵēnē artērmakta ve 

DDĶ uygulamalarēnēn doĵruluĵunu olumsuz etkilemektedir. 

¥rneĵin, aynē c¿mlede Azerice ve Rus­a kelimelerin kullanēlmasē, 

dil modellerinin bu kelimeler arasēndaki baĵlamē doĵru anlamasēnē 

zorlaĸtērmaktadēr. Bu durum, ­eviri sistemlerinin ve konuĸma tanēma 

sistemlerinin doĵruluĵunu ve performansēnē olumsuz yºnde 

etkilemektedir. 
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DDĶ ¢alēĸmalarē Ķ­in ¢ēkarēmlar 

T¿rk dillerindeki zorluklar, DDĶ ­alēĸmalarēnda ­eĸitli 

yºntemler ve yaklaĸēmlar kullanēlarak aĸēlabilir. Morfolojik analiz, 

kelime kºklerinin ve eklerin doĵru bir ĸekilde tanēmlanmasēnē saĵlar 

ve dil modellerinin doĵruluĵunu artērēr. Ayrēca, ­ok dilli modeller, 

T¿rk dilleri arasēndaki benzerliklerden yararlanarak performansē 

artērabilir. 

Gelecekte, d¿ĸ¿k kaynaklē T¿rk dilleri i­in daha fazla veri 

toplanmasē ve paylaĸēlmasē, DDĶ ­alēĸmalarēnēn baĸarēsēnē 

artēracaktēr. Ayrēca, T¿rk dillerinin morfolojik zenginliĵini gºz 

ºn¿nde bulundurarak morfolojik analiz ve anlamsal belirsizliĵi 

giderme yºntemlerinin geliĸtirilmesi, daha geliĸmiĸ DDĶ 

uygulamalarēnēn geliĸtirilmesine olanak tanēyacaktēr. 

Gelecek Yºnelimler ve ¥neriler 

T¿rk dillerinde yapēlacak DDĶ ­alēĸmalarēna yºnelik gelecek 

yºnelimler ve ºneriler ĸunlarē i­ermektedir: 

¶ Veri Toplama ve Paylaĸma: D¿ĸ¿k kaynaklē T¿rk 

dilleri i­in veri toplama ve paylaĸēmēnēn artērēlmasē, 

DDĶ ­alēĸmalarēnēn baĸarēsēnē artēracaktēr. 

¶ ¢ok Dilli Modellerin Geliĸtirilmesi: T¿rk dilleri 

arasēndaki benzerliklerden yararlanarak ­ok dilli DDĶ 

modellerinin geliĸtirilmesi, d¿ĸ¿k kaynaklē dillerin 

performansēnē iyileĸtirebilir. 

¶ Morfolojik Analiz ve Anlamsal Belirsizliĵi 

Giderme: T¿rk dillerinin morfolojik zenginliĵini gºz 

ºn¿nde bulundurarak, geliĸmiĸ morfolojik analiz ve 
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anlamsal belirsizliĵi giderme yºntemleri 

geliĸtirilmelidir. 

¶ Kod Deĵiĸtirme ve ¢ok Dillilik: Kod deĵiĸtirme ve 

­ok dillilik ¿zerine daha fazla araĸtērma yapēlmalē ve 

bu olgulara yºnelik DDĶ ara­larē geliĸtirilmelidir.   

Ek Araĸtērma Alanlarē ve Geliĸtirme ¥nerileri 

T¿rk dilleri ¿zerine yapēlan doĵal dil iĸleme (DDĶ) 

­alēĸmalarēnēn baĸarēsē, yeterli ve ­eĸitli dil verilerinin 

kullanēlmasēna b¿y¿k ºl­¿de baĵlēdēr. Bu nedenle, veri toplama 

s¿re­lerinde daha fazla ­eĸitlilik saĵlanmasē gerekmektedir. Farklē 

bºlgelerde konuĸulan leh­eler, g¿nl¿k dil, edebi eserler ve dijital 

metinler, dil modellerinin eĵitilmesinde ºnemli kaynaklar olarak 

kullanēlabilir. Bunun yanē sēra, sosyal medya gºnderileri gibi 

kullanēcē tarafēndan ¿retilen i­erikler, dil modellerinin daha geniĸ ve 

­eĸitli veri setleri ile beslenmesine katkē saĵlayarak DDĶ 

­alēĸmalarēnē zenginleĸtirebilir (Madaan ve ark., 2020). Veri 

­eĸitliliĵi, bu ­alēĸmalarēn kapsamēnē geniĸletirken, d¿ĸ¿k kaynaklē 

T¿rk dillerine yºnelik yapēlan ­alēĸmalarda da kritik bir rol 

oynamaktadēr. 

T¿rk dilleri arasēnda belirli benzerlikler olmasēna raĵmen, bazē 

dillerin d¿ĸ¿k kaynaklē olmasē, bu diller i­in veri yetersizliĵi 

sorununu beraberinde getirmektedir. Bu durum, transfer ºĵrenimi 

tekniklerinin kullanēmēnē zorunlu kēlmaktadēr. Y¿ksek kaynaklē 

T¿rk dillerinden elde edilen bilgi, d¿ĸ¿k kaynaklē dillere aktarēlabilir 

ve bºylece DDĶ performansē ºnemli ºl­¿de artērēlabilir. ¥rneĵin, 

T¿rk­e ve Azerbaycan T¿rk­esi arasēndaki benzerlikler, ¥zbek­e 

veya Kērgēzca gibi daha az veri bulunan dillere yºnelik ­alēĸmalarda 
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fayda saĵlayabilir. Bu sayede, T¿rk dilleri arasēndaki 

benzerliklerden yararlanarak, DDĶ ­alēĸmalarēnda daha iyi sonu­lar 

elde edilebilir. 

Bu s¿re­te, veri ­eĸitliliĵinin yanē sēra, T¿rk dilleri ¿zerine 

yapēlan DDĶ ­alēĸmalarēnda otomatik etiketleme ve doĵal dil anlama 

tekniklerinin geliĸtirilmesi de b¿y¿k ºnem taĸēmaktadēr. Bu 

teknikler, dil modellerinin metinleri daha doĵru bir ĸekilde analiz 

etmesine olanak tanēr. Makine ºĵrenimi ve derin ºĵrenme 

algoritmalarēnēn etkin bir ĸekilde kullanēlmasē, kelime ºbeklerinin ve 

c¿mle yapēlarēn daha iyi anlaĸēlmasēnē saĵlayarak DDĶ s¿re­lerini 

iyileĸtirebilir (Magueresse ve ark., 2020). ¥zellikle bu t¿r 

teknolojiler, d¿ĸ¿k kaynaklē dillerde karĸēlaĸēlan zorluklarēn 

¿stesinden gelmede ºnemli bir rol oynamaktadēr. 

Dil verilerinin doĵru bir ĸekilde iĸlenmesi sadece metinlerle 

sēnērlē kalmamalēdēr. T¿rk dilleri ¿zerine yapēlan DDĶ ­alēĸmalarēnda 

konuĸma iĸleme ve konuĸma tanēma sistemleri de kritik bir ºneme 

sahiptir. Bu sistemler, ses tanēma teknolojilerinin geliĸtirilmesini 

desteklerken, T¿rk dillerinin dijital asistanlar, ­aĵrē merkezi 

uygulamalarē ve dil ºĵrenme ara­larē gibi alanlarda kullanēmēnē da 

kolaylaĸtērmaktadēr. Farklē leh­eleri ve aksanlarē tanēyabilen 

konuĸma tanēma sistemlerinin geliĸtirilmesi, bu teknolojilerin 

kullanēmēnē daha da yaygēnlaĸtēracaktēr. 

T¿rk dilleri arasēndaki fonetik ve morfolojik benzerlikler 

dikkate alēndēĵēnda, ­ok dilli modellerin ve dil ­iftlerinin 

geliĸtirilmesi de b¿y¿k bir ºnem taĸēmaktadēr. Bu modeller, diller 

arasēndaki benzerliklerden yararlanarak daha etkili dil iĸleme 

algoritmalarē oluĸturur. ¥zellikle T¿rk­e-Azerbaycan T¿rk­esi veya 
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T¿rk­e-¥zbek­e gibi dil ­iftleri kullanēlarak, dil modellerinin 

doĵruluĵu artērēlabilir. Bºylece, dil iĸleme s¿re­lerinde daha verimli 

ve baĸarēlē sonu­lar elde edilmesi m¿mk¿n olacaktēr. 

A­ēk kaynak ara­lar ve topluluk katkēlarē da bu ­alēĸmalarēn 

baĸarēsēnda b¿y¿k rol oynamaktadēr. T¿rk dilleri i­in geliĸtirilen a­ēk 

kaynak projelerinin desteklenmesi ve topluluk katkēlarēnēn teĸvik 

edilmesi, dil modellerinin ve analiz ara­larēnēn geliĸtirilme s¿recini 

hēzlandēracaktēr. Bu s¿re­, araĸtērmacēlar ve geliĸtiriciler arasēnda iĸ 

birliĵini artērarak T¿rk dillerinin dijitalleĸme s¿recine katkēda 

bulunacak ve daha fazla veri kaynaĵēna eriĸim saĵlayacaktēr. 

Son olarak, T¿rk dilleri ¿zerine yapēlan DDĶ ­alēĸmalarēnēn 

uzun vadeli baĸarēsē, bu alandaki eĵitim ve farkēndalēĵēn 

artērēlmasēna baĵlēdēr. ¦niversitelerde ve araĸtērma kurumlarēnda 

DDĶ eĵitiminin geniĸletilmesi, bu alanda uzmanlaĸmēĸ 

araĸtērmacēlarēn ve geliĸtiricilerin yetiĸmesini saĵlayacaktēr. Ayrēca, 

T¿rk dillerinin dijitalleĸme s¿reci hakkēnda farkēndalēk yaratmak, bu 

dillerin korunmasēna ve geliĸimine katkēda bulunacak ve dil 

teknolojilerinin daha etkin bir ĸekilde kullanēlmasēna olanak 

tanēyacaktēr. 

T¿rk dilleri, doĵal dil iĸleme (DDĶ) alanēnda b¿y¿k bir 

potansiyele sahiptir; ancak bu potansiyelin tam anlamēyla 

ger­ekleĸmesi, karĸēlaĸēlan zorluklarēn aĸēlmasē ve ºnerilen 

­ºz¿mlerin hayata ge­irilmesi ile m¿mk¿n olacaktēr. Bu makalede 

tartēĸēlan zorluklar ve ­ºz¿m ºnerileri, T¿rk dilleri ¿zerine yapēlan 

DDĶ ­alēĸmalarēnēn daha iyi anlaĸēlmasēna ve bu alanda daha etkili 

­ºz¿mler geliĸtirilmesine katkēda bulunmayē ama­lamaktadēr. 
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Sonu­ ve Tartēĸma 

T¿rk dilleri, doĵal dil iĸleme (DDĶ) alanēnda b¿y¿k bir 

potansiyele sahip olmakla birlikte, ­eĸitli zorluklar da sunmaktadēr. 

Bu makale, T¿rk dilleri ¿zerine yapēlan DDĶ ­alēĸmalarēndaki 

zorluklarē, bu dillerin ortak ºzelliklerini ve y¿r¿t¿len ­alēĸmalardan 

ºrnekleri ele almaktadēr. T¿rk dillerinin eklemeli yapēsē, morfolojik 

zenginliĵi ve geniĸ coĵrafi yayēlēmē, dilbilimsel araĸtērmalar ve DDĶ 

­alēĸmalarē i­in ºnemli fērsatlar sunarken, aynē zamanda ­eĸitli 

zorluklarē da beraberinde getirmektedir. Morfolojik zenginlik, 

kelime kºkleri ve eklerin doĵru bir ĸekilde tanēmlanmasēnē 

gerektirirken, d¿ĸ¿k kaynaklē dillerin varlēĵē, yeterli veri ve kaynak 

saĵlanmasēnē engelleyen ºnemli bir bariyer oluĸturmaktadēr. Ayrēca, 

farklē alfabe ve karakterlerin kullanēmē, dil verilerinin 

standardizasyonunu ve analizini zorlaĸtērērken, ­ok dillilik ve kod 

deĵiĸtirme gibi dilsel olgular, dil modellerinin karmaĸēklēĵēnē 

artērmaktadēr. 

Bu zorluklarēn ¿stesinden gelmek i­in, T¿rk dilleri ¿zerine 

yapēlan DDĶ ­alēĸmalarēnda geliĸmiĸ morfolojik analiz yºntemleri ve 

­ok dilli modeller kullanēlmalēdēr. Morfolojik analiz, kelime kºkleri 

ve eklerin doĵru bir ĸekilde tanēmlanmasēnē saĵlarken, ­ok dilli 

modeller, T¿rk dilleri arasēndaki benzerliklerden yararlanarak 

performansē iyileĸtirebilir. Bu ­alēĸmalarēn yanē sēra, T¿rk dillerinde 

­ok dillilik ve kod deĵiĸtirme olgularēnēn incelenmesi de b¿y¿k 

ºnem taĸēmaktadēr. Kod deĵiĸtirme ve ­ok dillilik, ºzellikle 

konuĸma tanēma ve ­eviri sistemlerinde ek zorluklar yaratmakta ve 

dil modellerinin anlamlarēn baĵlamēnē doĵru bir ĸekilde analiz 

etmesini zorlaĸtērmaktadēr. Bu nedenle, bu alanlardaki gelecekteki 
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araĸtērmalar, T¿rk dillerinin DDĶ alanēndaki kullanēmēnē daha da 

geliĸtirecek ve geniĸletecektir. 

Gelecekte, T¿rk dilleri ¿zerine yapēlan DDĶ ­alēĸmalarēnēn 

daha da geliĸmesi beklenmektedir. D¿ĸ¿k kaynaklē T¿rk dilleri i­in 

daha fazla veri toplanmasē ve paylaĸēlmasē, DDĶ ­alēĸmalarēnēn 

baĸarēsēnē artēracaktēr. ¥zellikle Kērgēzca, ¢uvaĸ­a ve Saha (Yakut) 

gibi dillere yºnelik dil verilerinin artērēlmasē ve bu verilerin 

paylaĸēlmasē, dil modellerinin doĵruluĵunu ve genel performansēnē 

iyileĸtirecektir. Ayrēca, T¿rk dillerinin morfolojik zenginliĵi gºz 

ºn¿nde bulundurularak morfolojik analiz ve anlamsal belirsizliĵi 

giderme yºntemlerinin geliĸtirilmesi, daha ileri DDĶ 

uygulamalarēnēn hayata ge­irilmesini saĵlayacaktēr. 

Sonu­ olarak, T¿rk dilleri doĵal dil iĸleme alanēnda ºnemli bir 

potansiyele sahip olmakla birlikte, bu potansiyelin 

ger­ekleĸtirilmesi, ­eĸitli zorluklarēn aĸēlmasēna baĵlēdēr. Bu 

makalede tartēĸēlan zorluklar ve ­ºz¿m ºnerileri, T¿rk dilleri ¿zerine 

yapēlan DDĶ ­alēĸmalarēnēn daha iyi anlaĸēlmasēnē saĵlamakta ve bu 

alanda daha etkili ­ºz¿mler geliĸtirilmesine katkēda bulunmayē 

ama­lamaktadēr. Gelecekte yapēlacak ­alēĸmalar, T¿rk dillerinin 

DDĶ alanēndaki kullanēmēnē daha da geniĸletecek ve bu dillerin 

dilbilimsel araĸtērmalar ve DDĶ uygulamalarēndaki yerini 

saĵlamlaĸtēracaktēr. 
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B¥L¦M V 

 

 

Farksal Geliĸim (DE) Algoritmasē 

 

 

Uĵur TALAķ 

 

Giriĸ 

Sezgisel optimizasyon algoritmalarē genellikle doĵadan 

esinlenilen yºntemlerle bir fonksiyonun minimum yada maksimum 

deĵerini, belirlenen bir aralēkta sistematik bir ĸekilde bulmaya 

­alēĸēr(¥zsaĵlam & ¢unkaĸ, 2008). Matematiksel olarak fonksiyon 

ĸeklinde ifade edebildiĵimiz her problem sezgisel optimizasyon 

algoritmalarē ile optimize edilebilir. ¥zellikle doĵrusal olmayan ve 

yerel minimumlar i­eren problemlerde klasik matematiksel 

yaklaĸēmlar ­ºz¿m uzayēnē taramasē gerektiĵinden ­ºz¿me ulaĸmak 

y¿ksek maliyetli olmaktadēr. Sezgisel yaklaĸēmlar ise kēsa s¿rede 

t¿m ­ºz¿m uzayēnē taramadan optimum ­ºz¿me yakēn ­ºz¿mler 

bulabilirler(Kokash, 2005).  

Farksal Geliĸim (Differential Evulation - DE) 1997 yēlēnda 

Rainer storm ve Kenneth Price tarafēndan geliĸtirilmiĸtir(Storn & 
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Price, 1997). Temel olarak genetik algoritmalardaki evrimsel 

prensiplere dayansa da kendine ºzg¿ bir yapēsē vardēr. Genetik 

algoritmadan farklē olarak mutasyon, ­aprazlama ve se­ilim 

sēralamasēyla mekanizmalarē ­alēĸtērēr. Genetik algoritmalarda ise 

se­ilim, ­aprazlama ve mutasyon sēralamasēyla mekanizmalar 

­alēĸtērēlmaktadēr. DE algoritmasē pop¿lasyon tabanlē bir 

algoritmadēr. Pop¿lasyon tabanlē algoritmalar paralel iĸlem yapmaya 

uygun bir alt yapēlarē bulunmakta ve ­eĸitliliĵi y¿ksek olduĵundan 

farklē tipteki problemlerde etkili ­ºz¿mler bulabilirler(Beheshti & 

Shamsuddin, 2013). Bu sebeple bir ­ok farklē ­alēĸma ve g¿nl¿k 

hayat probleminde DE algoritmasē kullanēlmēĸtēr. 

Y. YAķAR ve B. DURMUķ yaptēklarē ñFarksal Geliĸim 

Algoritmasē Ķle Karma Yem Maliyet Optimizasyonuò isimli 

­alēĸmalarēnda Tavĸan b¿y¿tme yemi i­in d¿ĸ¿k maliyetli uygun 

yem karēĸēmlarēnēn ¿retilmesi s¿re­lerini optimize etmiĸlerdir. 

Optimize iĸlemi i­in Par­acēk S¿r¿ Optimizasyonu (PSO), Ger­ek 

Kodlu Genetik Algoritma (RGA) ve Lineer Programlama (LP) ile 

Farksal Geliĸim algoritmalarēnēn sonu­larēnē kēyaslamēĸlardēr. 

Yapēlan ­alēĸmaya gºre en baĸarēlē sonucu DE algoritmasē vermiĸtir.  

(Yaĸar & Durmuĸ, 2014) 

Ķ.DEVELĶ ve E.N.YAZLIK yaptēklarē bir ­alēĸmada ­oklu 

antenlere sahip olan ¢ok Giriĸli ¢ok ¢ēkēĸlē sistemler ¿zerinde 

ergodik kapasiteyi optimize eden optimum anten konfig¿rasyonunu 

i­in optimizasyon iĸlemi ger­ekleĸtirmiĸlerdir. Optimizasyon 

s¿recinde Farksal Geliĸim optimizasyon algoritmasēndan 

yararlanmēĸlardēr. ¢alēĸmada denedikleri klasik ayrēntēlē araĸtērma 

metotlarē ya da tekrarlē denemeli metotlara kēyasla, FG algoritmasē 
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­ºz¿m s¿resi ve problemin ­ºz¿le bilirliĵi a­ēsēndan ­ok daha etkili 

olduĵunu sºylemiĸlerdir.(Yazlēk & Develi, 2009) 

Yapēlan bir ­alēĸmada Farksal Geliĸim Algoritmasē 

kullanēlarak kēsmi iletim dizisi yºntemiyle dikgen frekans bºlmeli 

­oĵullama sistemlerinde tepe g¿c¿/ortalama g¿­ oranēnēn 

d¿ĸ¿r¿lmesi ¿zerine ­alēĸēlmēĸtēr. Geleneksel kēsmi iletim dizisi 

tekniĵi karmaĸēk hesaplama gerektirdiĵinden sezgisel bir yaklaĸēm 

kullanēlmēĸtēr. ¥nerilen yºntem geleneksel yºntemle, par­acēk s¿r¿ 

optimizasyonuyla ve genetik algoritmalarla birlikte kēyaslanmēĸtēr. 

Karĸēlaĸtērma sonucunda en iyi sonucu farksal geliĸim optimizasyon 

algoritmasēnēn verdiĵi ifade edilmiĸtir. (Bozkurt & Taĸpēnar, 2014) 

DE algoritmasē farklē problemlerin ­ºz¿m¿ i­in literat¿rde 

yaygēn kullanēlan algoritmalardan biridir(Plagianakos Ark., 2008). 

¥zellikle kolay uygulanabilirliĵi ve az parametre i­ermesi, basit 

matematiksel alt yapēsē sayesinde ­ok sayēda ­alēĸmada 

kullanēlmēĸtēr. Yazēlēmsal olarak kodlamasē da olduk­a basit olan bu 

algoritma bir sonraki bºl¿mde ­alēĸma adēmlarē ve matematiksel 

modeli incelenip, devam eden bºl¿mde  Ὢὼ  ὼ ώ  ºrnek 

problemi python dili ile kodlamasē yapēlēp her bir iterasyondaki elde 

edilen ºl­¿mler verilmiĸ hem de grafik ¿zerinde global optimuma 

yakēnsamasē incelenmiĸtir. (Desale Ark., 2015)ķekil, grafik, 

diagram vb. gibi ­izim ya da veri g¿ncelleme isteyen unsurlar JPEG 

olarak eklenmelidir.  

Farksal Geliĸim Optimizasyon Algoritmasē (DE) 

DE algoritmasē Rainer storm ve Kenneth Price tarafēndan 1997 

yēlēnda ortaya atēlmēĸtēr.(Storn & Price, 1997) 27 yēl ºnce geliĸtirilen 

bu algoritma bir ­ok m¿hendislik probleminde ve algoritmalarē 
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kēyaslamak i­in kullanēlan benchmark problemlerinde 

kullanēlmēĸtēr(Sepesy Mauļec & Brest, 2019). Genel olarak genetik 

algoritmalardaki evrimsel prensiplere dayan bu algoritma mutasyon, 

­aprazlama ve se­ilim mekanizmalarēnē kendine ºzg¿ bir yºntemle 

uygular(Opara & Arabas, 2019). Bu mekanizmalarda kullanēlan 

parametre ve matematiksel yºntemin sadeliĵi kullanēĸlēlēĵēnē 

arttērmaktadēr. Ayrēca kararlē bir algoritma olmasē ­ok tercih 

edilmesini saĵlamaktadēr. Algoritmanēn akēĸ diyagramē aĸaĵēdaki 

ķekil 1ôde verilmiĸtir. 

 

ķekil 2: DE akēĸ diyagramē 

ķekil 1ôde sunulan diyagramēnda DEônin ­alēĸma 

mekanizmalarē sērasēyla akēĸ olarak verilmiĸtir. Ķlk olarak baĸlangē­ 
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parametreleri belirlenip baĸlangē­ pop¿lasyonu rastgele oluĸturulur. 

Sonrasēnda pop¿lasyonu oluĸturan her bir birey i­in mutasyon 

­aprazlama ve se­ilim iĸlemleri ger­ekleĸtirilir. Mutasyon iĸleminde 

fark vektºr¿ hesaplanēr, ­aprazlamada baĸlangē­ta belirlenen 

­aprazlama oranē (Crossover Rate - CR) olasēlēĵēyla ­aprazlama 

yapēlēr ve son olarak se­ilimde baĸlangē­taki birey ile ­aprazlama 

sonucunda oluĸan aday bireylerin fitness deĵerleri karĸēlaĸtērēlēr. Bu 

iĸlem durma kriterine kadar iteratif bir ĸekilde tekrarlanēr ve durma 

kriterine ulaĸēldēĵēnda algoritma durdurulur. Bu ­alēĸma akēĸē 

aĸaĵēda adēmlar halinde detaylē olarak verilmiĸtir. 

1. Adēm: Baĸlangē­ parametrelerinin belirlenmesi 

DE algoritmasē uygulanērken pop¿lasyon boyutu (NP), 

¢aprazlama oranē (Crossover Rate - Cr), ve Faktºr (F) deĵerleri 

belirlenir. Cr ve F parametreleri 0 ile 1 aralēĵēnda belirlenir. Bu  

deĵerlerin ne olmasē gerektiĵi probleme ºzg¿ farklē deĵerler 

denenerek belirlenebilir. 

2. Adēm: Pop¿lasyonun oluĸturulmasē 

Baĸlangē­ta belirlenen NP deĵerine gºre rastgele bireyler 

¿retilir. Rastgele bireyler ¿retilirken ­ºz¿m k¿mesi i­in belirlenen 

kēsētlara uygun ĸekilde belirlenir.  

3. Adēm: Mutasyon 

Pop¿lasyondaki her birey i­in, pop¿lasyondan rastgele se­ilen 

¿­ bireyi kullanarak bir fark vektºr¿ hesaplanēr. Fark vektºr¿ 

form¿l¿ aĸaĵēdaki Eĸitlik 1ôde verilmiĸtir. 
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                                   ὠ ὢ Ὂᶻ ὢ ὢ                    (1) 

ὠ :  Fark Vektºr¿, 

Ὂ :  Faktºr, 

ὢ ȟὢ ȟὢ : Pop¿lasyondan rastgele se­ilen ¿­ birey 

Eĸitlik 1ôde sunulan matematiksel form¿l pop¿lasyondaki her 

bir birey i­in uygulanērken eĵer pop¿lasyon birden fazla boyutlu ise 

her bir boyut i­inde ayrē ayrē hesaplanmaktadēr. 

4. Adēm: ¢aprazlama 

¢aprazlama iĸlemi aday ­ºz¿m ve mevcut ­ºz¿m¿n belirli bir 

rastgelelik oranēyla harmanlamasē iĸlemidir. ¢aprazlama iĸleminin 

hangi oranla yapēlacaĵē birinci adēmda belirlenen Crôye baĵēmlēdēr. 

Cr parametresi [0,1] aralēĵēnda deĵer alērken 1ô e yakēn se­ilmesi 

­aprazlanma olasēlēĵēnē arttērērken 0ôa yakēn se­ilmesi ise 

­aprazlama olasēlēĵēnē azaltmaktadēr. ¢aprazlama iĸlemi aĸaĵēdaki 

Eĸitlik 2ôde kurala gºre yapēlmaktadēr. 

                         Ὗȟ  
ὠȟ   ὉøὩὶ ὶὥὲὨπȟρ ὅὶ

ὢȟ
                  (2) 

ὠȟ : aday ­ºz¿m¿ temsil eder 

ὢȟ : mevcut ­ºz¿m¿ temsil eder 

Cr : ­aprazlama oranēnē temsil eder 

Eĸitlik 2ôde verilen kurala gºre algoritma ­alēĸma anēnda 

rastgele bir sayē ¿retir ve bu sayēnēn Crôden k¿­¿k olma yada b¿y¿k 

olma durumuna gºre aday ­ºz¿m ile mevcut ­ºz¿m¿ harmanlar. Bu 

iĸlem ­ok boyutlu problemlerde her bir boyut i­in ayrē ayrē yapēlēr. 

5.Adēm:  Se­ilim 
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Se­ilim adēmēnda aday birey ile mevcut bireyden hangisinin 

pop¿lasyona devam edeceĵine karar verilir. Her iki bireyinde fitness 

deĵerleri karĸēlaĸtērēlēr problemin ­ºz¿m¿ i­in daha uygun olan 

­ºz¿me sahip birey pop¿lasyonda dahil edilir ve se­ilim iĸlemi 

tamamlanēr.  

6.Adēm: Durdurma kontrol¿ 

Durdurma belirli bir iterasyon yada kabul edilen seviyede 

uygun bir ­ºz¿m ile kontrol edilebilir. Algoritma uygulayēcē 

tarafēndan problem i­in belirlenen durdurma kriteri saĵlanmēĸsa 

uygulama durdurulur, saĵlanmamēĸsa 3. Adēma tekrar dºn¿lerek 

yapēlan iĸlemler tekrar edilir. 

DE algoritmasēnēn yukarēda 6 adēmda iĸlem detaylarē 

verilmiĸtir. DEônin ­alēĸma adēmlarē algoritmasē aĸaĵēdaki 

Algoritma 1 óde sunulmuĸtur.  
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Algoritma 1:  Farksal Geliĸim Optimizasyon Algoritmasē 

Baĸla: 

    1. Pop¿lasyonu baĸlat: 

    2. Her birey i­in fitness deĵerlerini hesapla.     

    3. En iyi bireyi se­ (fitness deĵeri en d¿ĸ¿k olan) 

    4. Ķterasyon baĸlat: (Durma kriterine kadar devam ettir.) 

        4.1. Her birey i­in: 

            a. Mutasyon: 

                - Rastgele ¿­ farklē birey se­ : ὢ ȟὢ ȟὢ  

                - Yeni birey (mutant) oluĸtur:     ὠ ὢ Ὂᶻ ὢ ὢ  

            b. ¢aprazlama: 

                - Mevcut birey (ὢȟ) ile mutant (ὠȟ) arasēnda ­aprazlama yap. 

  Ὗȟ  
ὠȟ   ὉøὩὶ ὶὥὲὨπȟρ ὅὶ

ὢȟ
                      

            c. Se­im: 

                - ¢aprazlama sonucunda oluĸan bireyin fitness deĵeri ὪὟȟ  ile mevcut 

bireyin fitness Ὢὢȟ  deĵeri karĸēlaĸtērēlēr. Uygun olan pop¿lasyona dahil edilir. 

        6. En iyi ­ºz¿m¿ g¿ncelle 

    7. Algoritma tamamlandēĵēnda, en iyi ­ºz¿m¿ ve ilgili fitness deĵerini dºnd¿r. 

Bitiĸ  

DE basit matematiksel iĸlemleri sayesinde ve sade algoritmasē 

ile kolay uygulanabilir bir algoritmadēr. ¢alēĸmanēn devam eden 

bºl¿mlerinde  Ὢὼ  ὼ ώ  ºrneĵi ¿zerinde python kodu ve 

uygulamada elde edilen sonu­lar grafik ¿zerinde sunulmuĸtur.  
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¥rnek 1 : DE  █●  ● ◐ ¥rneĵi 

 Ὢὼ  ὼ ώ  fonksiyonunun minimum deĵerini bulmak 

i­in python dili ile DE algoritmasē yazēlmēĸ ve her iterasyon 

sonundaki sonu­lar ve pop¿lasyonun grafik ¿zerindeki son durumu 

incelenmiĸtir. Problemi oluĸturan  Ὢὼ  ὼ ώ  fonksiyonunun 

grafiĵi aĸaĵēdaki ķekil 2ôde verilmiĸtir. 

 

ķekil 3:   Ὢὼ  ὼ ώgrafiĵi 

 Algoritmanēn baĸlangē­ parametreleri;   

Np = 5  Ὂ πȟψ        ὅὶ πȟχ  

Olarak belirlenmiĸtir. 

 

 



 

--107-- 

 

Python kodu:  

import  numpy as  np 

import  matplotlib.pyplot as  plt  

from  mpl_toolkits.mplot3d import  Axes3D 

 

# Parametreler  

pop_size = 5       # Pop¿lasyon boyutu 

dimensions = 2      

mutation_factor = 0.8  

crossover_rate = 0.7  

iterations = 10    # Ķterasyon sayēsē 

 

# Hedef fonksiyon f(x, y) = x^2 + y^2  

def  objective_function ( x):  

    return  x[ 0] ** 2 + x[ 1] ** 2 

 

# Baĸlangē­ pop¿lasyonu oluĸtur (2D) 

population = np.random.uniform( - 5.12 , 5.12 , (pop_size, dimensions))  

 

# Her iterasyonda iĸlemleri ekrana yazdēr ve grafiĵi ­izdir 

for  i in  range (iterations):  

    print ( f" \ nIteration {i + 1}" )  

    new_population = np.copy(population)  

    print ( f"Populasyon: {new_population}" )  

    print ( " \ n" )  

 

    # Bireyleri iĸleyin 

    for  j in  range (pop_size):  

        # ¦­ rastgele farklē birey se­ 

        indices = np.random.choice(pop_size, 3, replace= False )  

        while  j in  indices:  

            indices = np.random.choice(pop_size, 3, replace= False )  

        print ("Ķĸlem yapēlan birey ", population[j])  

        a, b, c = population[indices]  

        mutant = a + mutation_factor * (b -  c)  

        print ("Rastgele se­ilen 3 birey : xr1", a, " xr2" , b, "  

xr3" , c )  

        # Mutasyon ve ­aprazlama 

        print ("Fark Vektºr¿ : ", mutant)  

 

        trial = np.copy(population[j])  

 

        for  d in  range (dimensions):  

          rn = np.random.rand()  

          print ("Rastgele Sayē : ", rn, "  Cr : " , crossover_rate)  

          if  rn < crossover_rate:  

            trial[d] = mutant[d]  

 

        ui = trial  

        print ( "ui : " , ui)  

 

        # Deĵerlendirme 
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        if  objective_function(trial) < 

objective_function(population[j]):  

            new_population[j] = trial  

 

        # Hesaplamalarē yazdēr 

        print ( f"Birey {j + 1}: Xi = {population[j]}, ui = {trial}, 

"  

              f" xi Fitness= 

{objective_function(population[j]): .4 f},"  

              f" ui Fitness = {objective_function(trial): .4 f}" )  

        print ( " \ n\ n" )  

 

    # Pop¿lasyonu g¿ncelle 

    population = new_population  

 

    # Grafik ­izimi i­in hazērlēk 

    x_values = np.linspace( - 5.12 , 5.12 , 100)  

    y_values = np.linspace( - 5.12 , 5.12 , 100)  

    X, Y = np.meshgrid(x_values, y_values)  

    Z = X ** 2 + Y ** 2  # f(x, y) = x^2 + y^2  

 

    # Grafik ­izimi 

    fig = plt.figure(figsize=( 18, 6))  

 

    # 3D Surface plot  

    ax1 = fig.add_subplot( 131 , projection= '3d' )  

    ax1.plot_surface(X, Y, Z, cmap= 'viridis' , edgecolor= 'none' , 

alpha= 0.7 )  

    ax1.scatter(population[:, 0], population[:, 1], 

[objective_function(ind) for  ind in  population], color= 'red' )  

    ax1.set_title( f'3D (Ķterasyon :  {i + 1})' )  

    ax1.set_xlabel( 'X' )  

    ax1.set_ylabel( 'Y' )  

    ax1.set_zlabel( 'Fitness' )  

 

    # Contour plot  

    ax2 = fig.add_subplot( 132)  

    contour = ax2.contourf(X, Y, Z, levels= 50, cmap= 'viridis' )  

    fig.colorbar(contour, ax=ax2)  

    ax2.scatter(population[:, 0], population[:, 1], color= 'red' , 

label= 'Birey' )  

    ax2.set_title( f'Tepeden Gºr¿n¿m (Ķterasyon {i + 1})' )  

    ax2.set_xlabel( 'X' )  

    ax2.set_ylabel( 'Y' )  

    ax2.legend()  

 

    # 2D Scatter plot of population on the function f(x, y) = x^2 + 

y^2  

    ax3 = fig.add_subplot( 133)  

    z_values = [objective_function([x, y]) for  x, y in  population]  

    ax3.plot(x_values, [objective_function([x, 0]) for  x in  

x_values], label= 'Objective Function (1D Slice)' , color= 'orange' )  

    ax3.scatter(population[:, 0], z_values, color= 'blue' , 

label= 'Birey' )  
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    ax3.set_title( f'Kesiti alēnmēĸ grafik (Ķterasyon {i + 1})' )  

    ax3.set_xlabel( 'X' )  

    ax3.set_ylabel( 'Fitness' )  

    ax3.legend()  

    ax3.grid( True )  

 

    plt.show()  

 

# Sonu­ 

best_individual = min (population, key=objective_function)  

print ( " \ n En iyi ­ºz¿m:", best_individual)  

print ( "En iyi fitness:" , objective_function(best_individual))  

DE  █●  ● ◐ ºrneĵi sonu­larēnēn iteratif olarak 

incelenmesi: 

 Algoritmanēn  Ὢὼ  ὼ ώ  problemi i­in sonu­larē bu 

bºl¿mde verilmiĸtir. Sonu­lar verilirken 1. iterasyondaki t¿m 

hesaplama ­ēktēlarē verilmiĸtir ve tekrar eden iterasyonlarda sadece 

pop¿lasyondaki bireyler ve bireylerin grafikler ¿zerindeki 

pozisyonlarē verilmiĸtir. Grafikler ¿zerinden incelendiĵinde 

pop¿lasyonun optimizasyon s¿reci adēm adēm izlenilebilmektedir. 

1. Ķterasyon 

Pop¿lasyon: 

Tablo 3: Birinci iterasyondaki pop¿lasyon 

 X Y 

1 -2.471862    -4.30521851 

2 1.6693909    -3.34790286 

3 0.98881984   -3.97888436 

4 4.16981518    4.46110603 

5 -3.58451359  -0.15652833 

 

1.Birey:  ὢ = [-2.471862   -4.30521851] 

  

Mutasyon iĸlemi :  

Rastgele se­ilen bireyler :  ὢ [ 1.6693909   -3.34790286]  

            ὢ [-3.58451359  -0.15652833]  

                                           ὢ [4.16981518   4.46110603] 

 



 

--110-- 

 

Hesaplanan Fark vektºr¿  V= [-4.53407212 -7.04201035] 

¢aprazlama :   

 X boyutu i­in  rastgele sayē:  0.95    Cr :  0.7 

 X boyutu i­in  rastgele sayē:  0.97    Cr :  0.7 

    Aday Birey Ὗȟ [-2.471862   -4.30521851] 

Se­ilim :  

 █╧░ȟ▒ =24.6450 * Se­ilmiĸtir. 

 ὪὟȟ   =24.6450 

 

2.Birey:  ὢ =  [ 1.6693909  -3.34790286] 

 

Mutasyon iĸlemi :  

Rastgele se­ilen bireyler :  ὢ [4.16981518 4.46110603]   

            ὢ [-2.471862   -4.30521851]   

                                           ὢ [ 0.98881984 -3.97888436] 

 

Hesaplanan Fark vektºr¿  V= [1.40126971 4.20003871] 

¢aprazlama :   

 X boyutu i­in  rastgele sayē:  0.44    Cr :  0.7 

 X boyutu i­in  rastgele sayē:  0.18    Cr :  0.7 

    Aday Birey Ὗȟ [1.40126971 4.20003871] 

Se­ilim :  

 █╧░ȟ▒ =13.9953 * Se­ilmiĸtir. 

 ὪὟȟ   =19.6039 

 

3.Birey:  ὢ =  [ 0.98881984 -3.97888436] 

 

Mutasyon iĸlemi :  

Rastgele se­ilen bireyler :  ὢ [ 1.6693909  -3.34790286]    

            ὢ [-3.58451359 -0.15652833]    

            ὢ [-2.471862   -4.30521851] 

 

Hesaplanan Fark vektºr¿  V= [ 0.77926962 -0.02895072] 

¢aprazlama :   

 X boyutu i­in  rastgele sayē:  0.19    Cr :  0.7 

 X boyutu i­in  rastgele sayē:  0.77    Cr :  0.7 

    Aday Birey Ὗȟ  [ 0.77926962 -3.97888436] 

Se­ilim :   
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 Ὢὢȟ  =16.8093  

 █╤░ȟ▒  =16.4388 * Se­ilmiĸtir. 

 

4.Birey:  ὢ =  [4.16981518 4.46110603] 

 

Mutasyon iĸlemi :  

Rastgele se­ilen bireyler :  ὢ [-2.471862   -4.30521851] 

            ὢ [-2.471862   -4.30521851]     

           ὢ  [ 1.6693909  -3.34790286] 

 

Hesaplanan Fark vektºr¿  V= [-6.89751591 -0.92238085] 

¢aprazlama :   

 X boyutu i­in  rastgele sayē:  0.53    Cr :  0.7 

 X boyutu i­in  rastgele sayē:  0.26    Cr :  0.7 

    Aday Birey Ὗȟ  [-6.89751591 -0.92238085] 

Se­ilim :   

 █╧░ȟ▒ =37.2888 * Se­ilmiĸtir. 

 ὪὟȟ   =48.4265  

 

5.Birey:  ὢ =  [-3.58451359 -0.15652833] 

 

Mutasyon iĸlemi :  

Rastgele se­ilen bireyler :  ὢ [ 1.6693909  -3.34790286]    

            ὢ [-3.58451359 -0.15652833]     

            ὢ [-2.471862   -4.30521851] 

 

Hesaplanan Fark vektºr¿  V= [ 0.77926962 -0.02895072] 

¢aprazlama :   

 X boyutu i­in  rastgele sayē:  0.19    Cr :  0.7 

 X boyutu i­in  rastgele sayē:  0.77    Cr :  0.7 

    Aday Birey Ὗȟ  [ 0.77926962 -3.97888436] 

Se­ilim :   

 Ὢὢȟ  =16.8093  

 █╤░ȟ▒  =16.4388 * Se­ilmiĸtir. 
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ķekil 4: Birinci iterasyon sonunda pop¿lasyonun grafik ¿zerinde 

gºsterimi 

2. Ķterasyon 

Tablo 4: Ķkinci iterasyondaki pop¿lasyon 

 X Y 

1 -2.471862    -4.30521851 

2 1.6693909    -3.34790286 

3 0.77926962 -3.97888436 

4 4.16981518    4.46110603 

5 -3.58451359  -0.15652833 

 

ķekil 5: Ķkinci terasyon sonunda pop¿lasyonun grafik ¿zerinde 

gºsterimi 
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3. Ķterasyon 

Tablo 5: ¦­¿nc¿ iterasyondaki pop¿lasyon 

 X Y 

1 -1.82163567   -0.29001804 

2 1.6693909    -3.34790286 

3 0.77926962 -3.97888436 

4 4.16981518    4.46110603 

5 0.24057445 -0.15652833 

 

 

ķekil 6: ¦­¿nc¿ iterasyon sonunda pop¿lasyonun grafik ¿zerinde 

gºsterimi 

4. Ķterasyon 

Tablo 6: Dºrd¿nc¿ iterasyondaki pop¿lasyon 

 X Y 

1 -1.82163567   -0.29001804 

2 1.6693909    -3.34790286 

3 0.77926962 -3.97888436 

4 4.16981518    2.26308158 

5 0.24057445 -0.15652833 
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ķekil 7: Dºrd¿nc¿ iterasyon sonunda pop¿lasyonun grafik ¿zerinde 

gºsterimi 

5. Ķterasyon 

Tablo 7: Berĸinci iterasyondaki pop¿lasyon 

 X Y 

1 -1.82163567   -0.29001804 

2 1.6693909    -3.34790286 

3 0.77926962 -3.97888436 

4 4.16981518    2.26308158 

5 0.24057445 -0.15652833 

 
ķekil 8:  Beĸinci iterasyon sonunda pop¿lasyonun grafik ¿zerinde 

gºsterimi 

 

 

 



 

--115-- 

 

6. Ķterasyon 

Tablo 8: Altēncē iterasyondaki pop¿lasyon 

 X Y 

1 -1.82163567   -0.29001804 

2 1.6693909    -3.34790286 

3 2.52004709   2.15628981 

4 4.16981518    2.26308158 

5 0.24057445 -0.15652833 

 

 
ķekil 9: Altēncē iterasyon sonunda pop¿lasyonun grafik ¿zerinde 

gºsterimi 

7. Ķterasyon 

Tablo 9: Yedinci iterasyondaki pop¿lasyon 

 X Y 

1 -1.82163567   -0.29001804 

2 1.6693909    -3.34790286 

3 2.52004709   2.15628981 

4 4.16981518    2.26308158 

5 0.24057445 -0.15652833 
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ķekil 10: Yedinci iterasyon sonunda pop¿lasyonun grafik ¿zerinde 

gºsterimi 

8. Ķterasyon 

Tablo 10: Sekizinci iterasyondaki pop¿lasyon 

 X Y 

1 -1.82163567   -0.29001804 

2 1.6693909    0.22060188 

3 2.52004709   2.15628981 

4 4.16981518   -2.14027256  

5 0.24057445 -0.15652833 

 
ķekil 11: Sekizinci iterasyon sonunda pop¿lasyonun grafik ¿zerinde 

gºsterimi 
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9. Ķterasyon 

Tablo 11: Dokuzuncu iterasyondaki pop¿lasyon 

 X Y 

1 -1.82163567   -0.29001804 

2 1.6693909    0.22060188 

3 2.52004709   2.15628981 

4 4.16981518   -2.14027256  

5 0.24057445 -0.15652833 

 
ķekil 12: Dokuzuncu iterasyon sonunda pop¿lasyonun grafik 

¿zerinde gºsterimi 

10. Ķterasyon 

Tablo 12: Onuncu iterasyondaki pop¿lasyon 

 X Y 

1 -1.82163567   -0.29001804 

2 1.6693909    0.22060188 

3 0.17870375 -2.17871759 

4 4.16981518   -2.14027256  

5 0.24057445 -0.15652833 
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ķekil 13: Onuncu iterasyon sonunda pop¿lasyonun grafik ¿zerinde 

gºsterimi 

 En iyi ­ºz¿m: [0.24057445  -0.15652833] 

 En iyi fitness:  0.08237718408 

 ¥rnek 10. Ķterasyonda durma kriterine ulaĸtēĵēndan 

sonlanmēĸtēr. 10. Ķterasyon sonunda en uygun ­ºz¿m [0.24057445  -

0.15652833] olarak bulunmuĸtur.  

 Bu ­alēĸmada DE algoritmasēnēn genel yapēsē incelenmiĸtir. 

¢alēĸma adēmlarē ­ēkartēlarak matematiksel altyapēsē, akēĸ diyagramē 

verilmiĸ ve literat¿rdeki ­alēĸmalardan bahsedilmiĸtir. Son olarak   

 Ὢὼ  ὼ ώ   ºrneĵi ¿zerinden DE algoritmasēnēn 

optimizasyon s¿reci grafikler ¿zerinden sunulmuĸtur. Birinci ve 

ikinci iterasyonda hesaplama adēmlarē verilen algoritma 3 

iterasyondan itibaren pop¿lasyonun g¿ncel durumu ve grafik 

¿zerinde pop¿lasyondaki bireylerin yerleri iĸaretlenmiĸtir. Bu 

sayede algoritmanēn iteratif bir ĸekilde nasēl sonuca gittiĵi 

gºzlemlenmiĸtir.  
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B¥L¦M VI 

 

 

Derin ¥ĵrenme Teknikleri ve Uygulamalarē 

 

 

Alper Talha KARADENĶZ1 

 

1. G r ĸ 

G¿n¿m¿zde der n ºĵrenme, yapay zeka ve mak ne ºĵren m  

devr m n tel ĵ nde b r teknoloj  hal ne gelm ĸt r. ¢ok katmanlē s n r 

aĵlarēnēn saĵladēĵē y¿ksek doĵruluk ve esnekl k, b¿y¿k ver  

k¿meler n n ĸlenmes  ve karmaĸēk problemler n ­ºz¿lmes  g b  

konularda bu yºntemler  daha da pop¿ler hale get rm ĸt r (LeCun ve 

ark., 2015). Der n ºĵrenmen n en ºneml  ºzell ĵ , ham ver lerdek  

karmaĸēk desenler  ve l ĸk ler  otomat k olarak ºĵrenme yeteneĵ d r. 

Bu yetenek sayes nde der n ºĵrenme yºntemler , gºr¿nt¿ ĸleme, 

doĵal d l ĸleme, saĵlēk, f nans, otomot v ve tarēm g b  b r­ok 

sektºrde yaygēn olarak kullanēlmaktadēr. Der n ºĵrenmen n temel , 

­ok katmanlē yapay s n r aĵlarēnēn ºĵrenme model ne ve soyutlama 

f kr ne dayanmaktadēr. Teknoloj n n gel ĸmes , c hazlarēn donanēm 

kapas tes  ve ĸlem g¿c¿n¿n artmasē le b rl kte, der n ºĵrenme 

yºntemler  ­ok ­eĸ tl  uygulamalar ve farklē sektºrlerde yer 

 
1 Dr. ¥Ķr. ¦yesi Samsun ¦niversitesi, M¿hendsilik ve DoĶa Bilimleri Fak¿ltesi, YazĔlĔm 
M¿hendisliĶi Bºl¿m¿ 
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almaktadēr (Schm dhuber, 2015). ¥zell kle graf k ĸleme b r mler  

(GPU) ve daĵētēk hesaplama tekn kler  g b  modern donanēm 

­ºz¿mler , der n ºĵrenme algor tmalarēnēn daha ver ml  b r ĸek lde 

eĵ t lmes ne ve daha y¿ksek doĵruluk oranlarēyla sonu­lar elde 

ed lmes ne olanak tanēmaktadēr (Buckner, 2019). 

Der n ºĵrenme teknoloj ler n n gel ĸmes  farklē s n r aĵē 

m mar ler n n ortaya ­ēkmasēna yol a­maktadēr. Evr ĸ msel S n r 

Aĵlarē (CNN), Tekrarlayan S n r Aĵlarē (RNN), Generat ve 

Adversar al Networks (GAN) ve V s on Transformer (V T) g b  

m mar ler, farklē ver  t¿rler  ve farklē uygulamalar ­ n gel ĸt r len 

m mar lerd r. Bu m mar ler n her b r , bel rl  gºrevlerde y¿ksek 

performans saĵlayarak, farklē alanlardak  zorluklarēn ¿stes nden 

gel nmes ne yardēmcē olmak ­ n gel ĸt r lm ĸt r. ¥rneĵ n, CNN'ler 

gºr¿nt¿ ĸleme ve sēnēflandērma uygulamalarēnda pop¿ler hale 

gelm ĸt r. RNN'ler sēralē ver ler n ĸlenmes , GAN'ler ver  oluĸturma 

ve artērma ĸlemler , V T b¿y¿k ver  k¿meler  ¿zer nde paralel ĸlem 

yapēlmasē konularēnda ºne ­ēkmaktadēr (Goodfellow, 2016). Bu 

­eĸ tl l k, der n ºĵrenme teknoloj s n n farklē alanlarda ve 

sektºrlerde baĸarēlē b r ĸek lde kullanēlmasēnē saĵlamaktadēr. 

1.1. Der n ºĵrenmen n tar hsel gel ĸ m 

Der n ºĵrenmen n temeller , yapay s n r aĵlarēnēn lk ortaya 

­ēktēĵē 1980'lere dayanmaktadēr. S n r aĵlarēnēn katman sayēsēnēn 

artmasēyla b rl kte der n ºĵrenme kavramē ortaya ­ēkmēĸ ve ºzell kle 

b¿y¿k ver  setler n n anal z ed lmes ne olanak tanēmēĸtēr 

(Schm dhuber, 2015). Gel ĸen teknoloj yle b rl kte, ver  ĸleme 

kapas tes  ve hesaplama g¿c¿ndek  artēĸ, der n ºĵrenme 

teknoloj ler n n kullanēmēnē daha gen ĸ alanlara yaymēĸ ve daha 

y¿ksek doĵruluk oranlarēyla sonu­lanan modeller n gel ĸt r lmes ne 

katkēda bulunmuĸtur (Buckner, 2019). 

1.2. Der n ºĵrenmen n tanēmē 

Der n ºĵrenme, ­ok katmanlē yapay s n r aĵlarē aracēlēĵēyla 

ham ver lerden anlamlē ºzell kler ­ēkarmaya odaklanan b r mak ne 

ºĵrenmes  yºntem d r. Her katmanda ger­ekleĸt r len ºĵrenme 
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s¿rec , ver ler n daha soyut tems ller n  oluĸturmakta ve karmaĸēk 

yapēlarē anlamaya olanak tanēmaktadēr. Bu ºzell k, der n ºĵrenme 

algor tmalarēnēn gºr¿nt¿, met n, ses ve d ĵer y¿ksek boyutlu ver  

t¿rler nde b¿y¿k baĸarē elde etmes n  saĵlamaktadēr (Goodfellow, 

2016). 

2. L terat¿r ncelemes 

L terat¿r, farklē der n ºĵrenme m mar ler , opt m zasyon 

tekn kler  ve m mar ler n uygulama alanlarēndak  gel ĸ m n  

kapsamlē b r ĸek lde ele almaktadēr. Bu bºl¿mde, mevcut 

­alēĸmalarēn genel b r deĵerlend r lmes  yapēlmaktadēr. 

Evr ĸ msel S n r Aĵlarē (CNN), Tekrarlayan S n r Aĵlarē 

(RNN), Generat ve Adversar al Networks (GAN) ve V s on 

Transformer (V T) g b  pop¿ler m mar ler, farklē uygulama 

alanlarēnda sēklēkla kullanēlmaktadēr. Bu m mar ler n farklē 

alanlardak  ­eĸ tl  uygulama ºrnekler , der n ºĵrenmen n esnekl ĵ n  

ve baĸarēsēnē gºzler ºn¿ne sermekted r. Mevcut l terat¿re dayanarak, 

bu m mar ler n b r­ok farklē uygulama alanēnda nasēl kullanēldēĵēnē 

gºsteren uygulama ºrnekler  aĸaĵēda sunulmaktadēr. 

CNN'ler, ºzell kle gºr¿nt¿ ĸleme ve sēnēflandērma 

konularēnda yaygēn olarak kullanēlmaktadēr. Karaden z ve 

arkadaĸlarē tarafēndan yapēlan ­alēĸmada, artēk blok tabanlē CNN 

model , cev z yapraklarēndan elde ed len gºr¿nt¿ler n 

sēnēflandērēlmasēnda kullanēlmēĸ ve y¿ksek doĵruluk saĵlamēĸtēr. Bu 

­alēĸma, CNN' n tarēm alanēnda etk l  b r ĸek lde uygulanab leceĵ n  

gºstermekted r όYŀǊŀŘŜƴƛȊΣ .ŀǒŀǊŀƴϧ 4ŜƭƛƪΦΣ нлноύ 

CNN' n saĵlēk alanēndak  uygulamalarē da d kkat 

­ekmekted r. Baĸaran tarafēndan y¿r¿t¿len b r ­alēĸmada, bey n 

t¿mºr¿ teĸh s  ­ n CNN ºzell kler  ve opt m zasyon algor tmalarē 

kullanēlmēĸtēr. ¢alēĸmada, met n tabanlē ºzell k ­ēkarma 

algor tmalarēnēn CNN le b rleĸt r lmes  sonucunda, teĸh s 

doĵruluĵunun ºneml  ºl­¿de artērēldēĵē gºr¿lm¿ĸt¿r (Baĸaran, 

2022).CNN' n saĵlēk alanēnda tēbb  gºr¿nt¿ler n sēnēflandērēlmasēnda 

yaygēn olarak kullanēldēĵē b r baĸka ºrnek de, c lt kanser  
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sēnēflandērmasē ¿zer ne yapēlan ­alēĸmalardēr. Bu ­alēĸmalarda, 

gºr¿nt¿ sēnēflandērma gºrev nde CNN tabanlē modeller n baĸarēlē 

sonu­lar verd ĵ  gºster lm ĸt r (Esteva ve ark., 2019). 

CNN' n end¿str yel uygulamalara entegrasyonu da olduk­a 

yaygēndēr. Kal te kontrol s¿re­ler nde, ¿ret m hatlarēndak  

gºr¿nt¿ler n anal z ed lmes  ve nesneler n tanēnmasē ­ n CNN 

tabanlē modeller kullanēlmaktadēr. Bu sayede, ¿ret m s¿re­ler n n 

otomat kleĸtr lmes  ve hatalē ¿r¿nler n tesp t ed lmes  m¿mk¿n 

olmaktadēr (Zeebaree ve ark., 2020). 

RNN ve LSTM g b  modeller, sēralē ver ler n ĸlenmes nde ve 

zaman ser ler yle lg l  gºrevlerde yaygēn olarak kullanēlmaktadēr. 

¥zell kle doĵal d l ĸleme (NLP) alanēnda, d l model  oluĸturma ve 

met n sēnēflandērma g b  gºrevlerde RNN ve LSTM'n n etk nl ĵ 

d kkat ­ekmekted r. Lore ve arkadaĸlarē tarafēndan yapēlan b r 

­alēĸmada, RNN'n n d l modelleme ve konuĸma tanēma g b  

alanlarda baĸarēlē sonu­lar verd ĵ  gºster lm ĸt r (Lore ve ark., 2016) 

RNN ve LSTM, saĵlēk alanēnda da ºneml  uygulama 

alanlarēna sah pt r. ¥rneĵ n, hastane ver ler  ¿zer nde yapēlan b r 

­alēĸmada, hastalarēn yaĸam s¿res  tahm nler  ve yoĵun bakēm 

¿n tes ndek  durumu g b  zaman ser ler  ver ler ne dayanan 

tahm nlerde LSTM tabanlē modeller baĸarēlē sonu­lar elde etm ĸt r 

(Rajkomar ve ark., 2018).Ayrēca, RNN tabanlē modeller, kalp r tm  

ve EKG s nyaller  g b  b yomed kal ver ler n anal z  ­ n de yaygēn 

olarak kullanēlmaktadēr. Bu t¿r ver ler n sēnēflandērēlmasē ve 

anormall kler n tesp t ed lmes nde y¿ksek doĵruluk saĵlamaktadēr 

(Kansal ve ark., 2023). 

GAN modeller , ver  oluĸturma, ver  artērma ve st l transfer  

g b  gºrevlerde yen  olanaklar sunan modellerd r. Goodfellow ve 

arkadaĸlarēnēn yaptēĵē ­alēĸma, GAN'ler n ºzell kle ver  sentez  ve 

gºr¿nt¿ oluĸturma gºrevler nde baĸarēlē olduĵunu ortaya 

koymaktadēr(Goodfellow, 2016). GAN'ler, tēp alanēnda da ºneml  

uygulamalara sah pt r; ºrneĵ n, d¿ĸ¿k ­ºz¿n¿rl¿kl¿ tēbb  

gºr¿nt¿ler n y¿ksek ­ºz¿n¿rl¿kl¿ hale get r lmes  ­ n GAN tabanlē 

yaklaĸēmlar kullanēlmēĸtēr. Bu t¿r b r uygulama, daha net ve doĵru 
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teĸh sler n yapēlmasēna olanak saĵlamaktadēr (Uzunova ve ark., 

2020) 

Ayrēca, GAN'ler n ver  artērma amacēyla kullanēldēĵē 

­alēĸmalarda, eĵ t m ver  set n n ­eĸ tl l ĵ  artērēlarak model n 

genelleme yeteneĵ  gel ĸt r lmekted r. ¥zell kle sēnērlē ver  setler  le 

­alēĸēlan tēbb  alanlarda, GAN'ler n ¿rett ĵ  sahte ver ler sayes nde 

model performansē artērēlab lmekted r (Fr d-Adar ve ark., 

2018).Bunun dēĸēnda, GAN'ler, sanat ve eĵlence sektºr¿nde de 

kullanēlmaktadēr. ¥rneĵ n, st l transfer  ve sahte sanat eserler n n 

anlaĸēlmasēnda etk l  ­ºz¿mler sunmaktadēr (Zhang ve ark., 2019). 

V T, gºr¿nt¿ ĸleme ­ n Transformer tabanlē b r yaklaĸēm 

sunmakta ve ºzell kle b¿y¿k ver  k¿meler nde y¿ksek performans 

serg lemekted r. Karaden zô n melanoma c lt kanser  gºr¿nt¿ler  

¿zer nden yapēlan sēnēflandērēlma ­alēĸmasēnda, V T'n n transfer 

ºĵrenme le b rleĸt r ld ĵ nde etk l  sonu­lar verd ĵ  gºster lm ĸt r 

(Karaden z, 2024.). Bu t¿r yaklaĸēmlar, V T'n n tēbb  gºr¿nt¿leme 

g b  kr t k alanlarda uygulanab l rl ĵ n  kanētlamaktadēr. 

V T, aynē zamanda end¿str yel gºr¿nt¿ ĸleme gºrevler nde 

de kullanēlmēĸtēr. ¥zell kle ¿ret m hatlarēnda kal te kontrol ­ n 

kullanēlan V T tabanlē modeller, ¿r¿nler n sēnēflandērēlmasē ve hata 

tesp t  g b  gºrevlerde yaygēn olarak uygulanmaktadēr (Chen ve ark., 

2021)Eĵ t m ver s  b¿y¿k olduĵunda ve ­eĸ tl l ĵ  fazla olduĵunda, 

V T'n n y¿ksek doĵruluk oranlarēyla sonu­lar verd ĵ  gºr¿lmekted r. 

Der n ºĵrenme m mar ler , ºzell kle tēbb  tanē modeller  

gel ĸt rme konusunda olduk­a baĸarēlē sonu­lar vermekted r. Cºmert 

ve arkadaĸlarē tarafēndan yapēlan ­alēĸmada, COVID-19 

enfeks yonunun tesp t ed lmes nde der n ºzell kler n Bayes 

opt m zasyonu le brl kte kullanēldēĵē ve bu sayede teĸh s 

doĵruluĵunun artērēldēĵē b ld r lm ĸt r (Comert ve ark., 2020).Benzer 

b r ĸek lde, bey n t¿mºr¿ teĸh s  ­ n yapēlan ­alēĸmalarda, farklē 

ºzell k ­ēkarma algor tmalarēnēn se­ lmes  ve CNN' n opt m zasyon 

algor tmalarē le b rl kte kullanēlmasē, tanē modeller n n doĵruluĵunu 

artērmakta ºneml  b r rol oynamaktadēr (Baĸaran, 2022). 
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Tēbb  teĸh slerde ayrēca V T ve CNN g b  farklē m mar ler n 

komb nasyonlarē da kullanēlmaktadēr. Bu t¿r h br t modeller, ­eĸ tl  

gºr¿nt¿leme tekn kler nden elde ed len ver ler n anal z ed lmes  ve 

daha doĵru tanēlarēn konulmasē ­ n yaygēn olarak uygulanmaktadēr. 

¥rneĵ n, manyet k rezonans gºr¿nt¿leme (MRI) ve b lg sayarlē 

tomograf  (CT) ver ler n n sēnēflandērēlmasē ve anormall kler n 

tesp t nde y¿ksek doĵruluk elde etmekted r (Kr shnapr ya ve ark, 

2023). 

Gradyan n ĸ , Adam, RMSprop ve Nesterov Momentumu 

g b  opt m zasyon yºntemler , der n ºĵrenme modeller n n 

eĵ t m nde yaygēn olarak kullanēlmaktadēr. Bu tekn kler, ºĵrenme 

hēzēnē uyarlayarak model n daha hēzlē ve doĵru b r ĸek lde 

eĵ t lmes ne yardēmcē olmaktadēr (K ngma, 2014). 

Der n ºĵrenmen n uygulama alanlarē, gºr¿nt¿ ĸleme, doĵal 

d l ĸleme, saĵlēk, f nans, otomot v, tarēm ve enerj  g b  b r­ok 

sektºr¿ kapsamaktadēr. Her alan ­ n farklē m mar ler n ve 

tekn kler n kullanēldēĵē gºr¿lmekted r (Yang ve ark., 2019) 

3. Der n ºĵrenme m mar ler 

Der n ºĵrenmen n baĸarēsē, kullanēlan farklē s n r aĵē 

m mar ler ne dayanmaktadēr. Bu bºl¿mde, yaygēn olarak kullanēlan 

CNN, RNN, GAN ve V T m mar ler  ele alēnmaktadēr. 

3.1. Evr ĸ msel s n r aĵlarē (CNN) 

Evr ĸ msel S n r Aĵlarē (CNN), ºzell kle gºr¿nt¿ ĸleme ve 

sēnēflandērma g b  b lg sayarla gºrme (computer v s on) alanlarēnda 

yaygēn olarak kullanēlan g¿­l¿ b r der n ºĵrenme m mar s d r. 

CNN' n baĸarēsēnēn temel nde, ver lerdek  yerel ºzell kler n etk n b r 

ĸek lde ºĵren lmes n  saĵlayan evr ĸ m katmanlarē yer almaktadēr. 

Bu m mar , gºr¿nt¿lerdek  nesneler n kenar, kºĸe ve doku g b  temel 

ºzell kler n  ºĵrenmek ­ n f ltreler kullanarak, daha y¿ksek 

soyutlama d¿zey nde tems l ed len ºzell kler  ­ēkarmaktadēr 

(Zeebaree ve ark., 2020).Bu s¿re­, aĵērlēklarēn opt m ze ed lmes  ve 

kayēp fonks yonlarēnēn m n m ze ed lmes  yoluyla ger­ekleĸmekte 

ve bu da model n doĵruluĵunu arttērmaktadēr. 
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CNN' n yapēsēnda ¿­ ana b leĸen bulunmaktadēr. Bu 

b leĸenler evr ĸ m katmanlarē, havuzlama (pool ng) katmanlarē ve 

tam baĵlantēlē (fully connected) katmanlardēr. Evr ĸ m katmanlarē, 

g r ĸ gºr¿nt¿s¿ ¿zer nde kayan f ltreler (kernels) aracēlēĵēyla bel rl  

ºzell kler  algēlayarak yerel baĵlantēlar oluĸturmaktadēr. Bu f ltreler, 

bel rl  b r boyutta (ºrneĵ n 3x3 veya 5x5) tanēmlanmakta ve kayan 

pencere (sl d ng w ndow) yºntem  le gºr¿nt¿ ¿zer nde hareket 

ederek, gºr¿nt¿n¿n farklē bºl¿mler nden ºzell kler ­ēkarmaktadēr. 

Evr ĸ m ĸlem , form¿l olarak aĸaĵēda k  ĸek lde gºster lm ĸt r. 

Ὢὼȟώ   

ϽȢ

ὍὭȟὮȢὑὼ Ὥȟώ Ὦ 

Bu form¿lde ὍὭȟὮ  g r ĸ gºr¿nt¿s¿ndek  p ksel deĵer n , ὑ 
se f ltrey  fade etmekted r. Toplam ĸlem sonucunda oluĸan yen  

matr s, ºzell k har tasē (feature map) olarak adlandērēlmaktadēr. 

Havuzlama katmanlarē, evr ĸ m katmanlarē tarafēndan oluĸturulan bu 

ºzell k har talarēnēn boyutunu k¿­¿ltmek ve hesaplama mal yet n  

azaltmak amacēyla kullanēlmaktadēr. Bu katmanlar, genell kle 

maks mum havuzlama (max pool ng) veya ortalama havuzlama 

(average pool ng) yºntemler yle ­alēĸēr. ¥rneĵ n, maks mum 

havuzlama 2x2ôl k b r pencere ¿zer nde ­alēĸarak, her bºlgedek  en 

y¿ksek deĵer  se­mekte ve bu ĸek lde ºzell k har tasēnēn boyutunu 

k¿­¿ltmekted r. 

Tam baĵlantēlē katmanlar se aĵēn son aĸamasēnda yer 

almakta ve sēnēflandērma gºrev n  ger­ekleĸt rmekted r. Bu 

katmanlar, daha ºncek  katmanlarda ºĵren len ºzell kler n b r araya 

get r lerek, bel rl  sēnēflara ayrēlmasēnē saĵlamaktadēr. Bu aĸamada, 

kayēp fonks yonu (loss funct on) olarak genell kle ­apraz entrop  

(cross-entropy) veya kare hatalar (mean squared error) g b  

yºntemler kullanēlmakta ve model n ­ēktē deĵerler  le ger­ek 

et ketler arasēndak  fark m n m ze ed lmekted r (Goodfellow, 2016). 

Aĸaĵēdak  denklem, ­apraz entrop  kayēp fonks yonunun nasēl 

hesaplandēĵēnē gºstermekted r: 
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ὒ ώὭ ÌÏÇ ĻὭ

Ȣ

 

Burada ώὭȟ  ger­ek et ketler  ve ĻὭ  model n tahm n ett ĵ  

olasēlēklarē fade etmekted r. Bu form¿l, tahm n ed len ve ger­ek 

et ketler arasēndak  farkē ºl­mekte ve bu farkēn m n m ze ed lmes  

model n doĵruluĵunu arttērmaktadēr. 

CNN genel m mar s  ĸek l 1ôde gºster lm ĸt r (Karaden z ve 

ark., 2023).  

 

ķekil 1. CNN genel yapēsē. 

Sonu­ olarak, CNN'ler, evr ĸ m ve havuzlama katmanlarēnēn 

saĵladēĵē avantajlar sayes nde, ºzell kle gºr¿nt¿ ĸleme ve 

sēnēflandērma g b  gºrevlerde y¿ksek doĵrulukla ­alēĸab len der n 

ºĵrenme m mar ler  arasēnda yer almaktadēr. ¥zell kle b¿y¿k ver  

k¿meleryle eĵ t ld ĵ nde ve uygun opt m zasyon tekn kler  

kullanēldēĵēnda, bu aĵlar nesne tanēma, tēbb  gºr¿nt¿ anal z  ve 

end¿str yel kal te kontrol g b  b r­ok alanda etk l  sonu­lar 

vermekted r (Bhatt ve ark., 2021).  

3.2. Tekrarlayan s n r aĵlarē (RNN) ve LSTM 

Tekrarlayan S n r Aĵlarē (RNN), ºzell kle sēralē ver ler n 

ĸlenmes  ve zaman ser ler ne dayalē uygulamalarda kullanēlan g¿­l¿ 

b r der n ºĵrenme m mar s d r. RNN'ler, ge­m ĸ zaman 

adēmlarēndak  b lg y  hatērlayarak, bu b lg y  sonrak  adēmlarēn 
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tahm n nde kullanma yeteneĵ ne sah pt r. Bu ºzell k, d l modelleme, 

konuĸma tanēma, zaman ser s  tahm n  ve b yomed kal s nyal ĸleme 

g b  alanlarda ºneml  b r avantaj saĵlamaktadēr (Lore ve ark., 

2016).Ancak, RNN'ler n uzun s¿rel  baĵēmlēlēklarē ºĵrenme 

konusunda bazē zorluklarē bulunmaktadēr. Bu sorun, ºzell kle 

gradyanlarēn ­ok k¿­¿k veya ­ok b¿y¿k deĵerlere ulaĸmasēyla lg l  

olan gradyan kaybolma (van sh ng grad ent) ve patlama (explod ng 

grad ent) problemler  olarak b l nmekted r (Hochre ter, 1997). RNN 

temel m mar s  ĸek l 2ôde gºster lm ĸt r (Sherst nsky, 2020). 

 

ķek l 2. RNN genel m mar s . 

LSTM'ler, uzun s¿rel  baĵēmlēlēklarē daha etk l  b r ĸek lde 

ºĵrenmek amacēyla gel ĸt r len b r RNN t¿r¿d¿r. LSTM h¿creler , 

standart RNN'ler n aks ne, b r "h¿cre durumu" (cell state) ve ­eĸ tl  

kapēlar (gates) kullanarak b lg y  hatērlama veya unutma 

mekan zmasēna sah pt r. Bu kapēlar arasēnda unutma kapēsē (forget 

gate), g r ĸ kapēsē ( nput gate) ve ­ēkēĸ kapēsē (output gate) 

bulunmaktadēr. Bu yapēlar, h¿cre durumunun g¿ncellenmes  ve 

saklanacak b lg n n bel rlenmes  ­ n b rl kte ­alēĸmaktadēr 

(Hochre ter, 1997). Son yēllarda, Transformer tabanlē modeller, 

ºzell kle doĵal d l ĸleme ve konuĸma tanēma g b  gºrevlerde RNN 
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ve LSTM'lere kēyasla daha y¿ksek performans elde etmekted r. 

Transformer'lar, paralel ĸlem yapma yetenekler  ve d kkat 

mekan zmasē (attent on mechan sm) sayes nde uzun d z ler  daha 

ver ml  b r ĸek lde ĸleyeb lmekted r. Transformer modeller , 

ºzell kle konuĸma uygulamalarēnda RNN tabanlē yaklaĸēmlar le 

karĸēlaĸtērēldēĵēnda daha d¿ĸ¿k hata oranlarē saĵlamaktadēr (Vaswan  

ve ark., 2017). Bununla b rl kte, RNN ve LSTM tabanlē modeller n, 

ºzell kle zaman ser ler  ve b yomed kal s nyal ĸleme g b  bel rl  

gºrevlerde hala ºneml  avantajlarē bulunmaktadēr. RNN ve LSTM 

tabanlē modeller, b yomed kal ver  anal z , doĵal d l ĸleme, 

konuĸma tanēma ve zaman ser s  tahm n  g b  b r­ok alanda yaygēn 

olarak kullanēlmaktadēr. LSTM h¿creler n n uzun vadel  

baĵēmlēlēklarē ºĵrenme kapas tes , ºzell kle d l modelleme ve 

b yomed kal s nyal ĸleme g b  alanlarda ºneml  b r avantaj 

sunmaktadēr (L pton, 2015).¥rneĵ n, LSTM tabanlē modeller, kalp 

r tm  anal z , EKG s nyal  sēnēflandērma ve fonem tanēma g b  tēbb  

uygulamalarda y¿ksek doĵruluk oranlarēyla ºne ­ēkmaktadēr (Wang 

ve ark., 2019). 

Sonu­ olarak, RNN ve LSTM aĵlarē, sēralē ver ler n 

ĸlenmes nde kr t k ºneme sah p olmakla b rl kte, yen  m mar  ve 

opt m zasyon tekn kler n n entegrasyonu le daha gen ĸ b r 

uygulama alanēna h tap etmekted r. Bu aĵlar, farklē m mar ler n 

avantajlarēnē b r araya get ren h br t yaklaĸēmlar ve Transformer g b  

yen l k­  yºntemlerle b rl kte kullanēlmaya devam etmekted r. 

3.3. ¦ret c  karĸēt aĵlar (GAN) 

¦ret c  Karĸēt Aĵlar (Generat ve Adversar al Networks - 

GAN), der n ºĵrenme alanēnda ºneml  b r yen l k olarak, ver  ¿retme 

ve ºĵrenme s¿re­ler n  y leĸt ren b r yaklaĸēm sunmaktadēr. 

GAN'ler n temel nde, jeneratºr (generator) ve ayrēmcē 

(d scr m nator) olmak ¿zere k  farklē s n r aĵē yer almaktadēr. Bu 

aĵlar karĸēlēklē b r rekabet ­ nde ­alēĸmaktadēr; jeneratºr sahte ver  

¿ret rken, ayrēmcē bu ver ler n ger­ek m  sahte m  olduĵunu ayērt 

etmeye ­alēĸēr. Bu rekabet­  s¿re­, jeneratºr¿n daha ger­ek­  ver ler 

¿retmek ­ n s¿rekl  olarak kend s n  gel ĸt rmes n  saĵlamaktadēr. 
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GAN'ler n bu rekabet­  yapēsē, ver  oluĸturma, st l transfer , gºr¿nt¿ 

y leĸt rme ve daha b r­ok alanda baĸarēlē sonu­lar elde ed lmes ne 

olanak tanēmaktadēr (Goodfellow, 2016). 

GAN'ler, jeneratºr ve ayrēmcē s ml   k  ana b leĸenden 

oluĸmaktadēr. Jeneratºr, rastgele b r g rd  vektºr¿nden baĸlayarak 

sahte ver  ¿retmekte ve bu sahte ver ler, ger­ek ver yle benzer 

ºzell klere sah p olacak ĸek lde jeneratºr tarafēndan ºĵren lmektedr. 

Ayrēmcē se, sahte ver ler  ger­ek ver  le karĸēlaĸtērarak bunlarēn 

ger­ek olup olmadēĵēnē bel rlemeye ­alēĸmaktadēr. Eĵ t m s¿rec nde 

bu k  aĵ, karĸēlēklē olarak y leĸmekted r. Jeneratºr daha ger­ek­  

sahte ver ler ¿retmey  ºĵren rken, ayrēmcē da bu sahte ver ler  ayērt 

etmeye ­alēĸmaktadēr. GAN'ler n eĵ t m s¿rec , oyun teor s  

perspekt f nde b r m n maks problem olarak ele alēnab l r; yan  

jeneratºr, ayrēmcēyē kandērmak ­ n ­alēĸērken, ayrēmcē se en doĵru 

sēnēflandērmayē yapmak ­ n eĵ t lmektedr (Goodfellow, 2016). 

GAN'ler, ­eĸ tl  uygulama alanlarēnda yaygēn olarak 

kullanēlmaktadēr. Bu uygulamalar arasēnda gºr¿nt¿ oluĸturma, st l 

transfer , ver  artērma, gºr¿nt¿ y leĸt rme ve s¿per ­ºz¿n¿rl¿k g b  

gºrevler yer almaktadēr. ¥rneĵ n, st l transfer nde, b r gºr¿nt¿dek 

st l n baĸka b r gºr¿nt¿ye uygulanmasē m¿mk¿nd¿r ve bu, sanat 

eserler n n d j tal olarak dºn¿ĸt¿r¿lmes  veya fotoĵraflara ­eĸ tl  st l 

efektler n n eklenmes  g b  alanlarda kullanēlmaktadēr (Isola ve ark., 

2017). 

GAN'ler n farklē varyantlarē da mevcuttur ve bunlar, ­eĸ tl  

uygulama ht ya­larēna yºnel k olarak gel ĸt r lm ĸt r: 

¶ Koĸullu GAN (cGAN): Bu t¿r GAN'ler, 

jeneratºr ve ayrēmcēyē bel rl  b r koĸul veya et ket ver lerek 

eĵ tmekted r, bu da bel rl  t¿rde ver ler n ¿ret lmes n  

saĵlamaktadēr (M rza, 2014). 

¶ Der n Konvol¿syonlu GAN (DCGAN): Bu 

model, jeneratºr ve ayrēmcēnēn der n konvol¿syonel 

katmanlar kullanarak daha karmaĸēk yapēlar ºĵrenmes ne 

olanak tanēmaktadēr (Radford, 2015). 
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¶ CycleGAN: Ķk  farklē ver  k¿mes  arasēnda 

dºn¿ĸ¿m yapab len bu model, gºr¿nt¿ler n st l deĵ ĸ m  g b  

gºrevlerde olduk­a baĸarēlē sonu­lar verm ĸt r.. ¥rneĵ n, b r 

yaz manzarasēnē kēĸ manzarasēna dºn¿ĸt¿rmek veya s yah-

beyaz b r fotoĵrafē renklend rmek ­n kullanēlab lmekted r 

(Zhu ve ark., 2017). 

GAN'ler n avantajlarē dēĸēnda bazē kēsētlamalarēda mevcuttur. 

Eĵ t m s¿rec ndek  denges zl k, jeneratºr ve ayrēmcēnēn eĸzamanlē 

olarak ºĵrenememes ne neden olab lmekted r. Bu durumda 

jeneratºr, aĸērē baĸarēlē olduĵunda ayrēmcēnēn yaptēĵē sēnēflandērma 

anlamsēz hale gelmekte veya tam ters , ayrēmcē ­ok g¿­l¿ olduĵunda 

jeneratºr y  b r ĸek lde ºĵrenememekted r (Goodfellow, 2016). 

Bu t¿r kēsētlarē aĸmak ­ n ­eĸ tl  ­ºz¿mler gel ĸt r lm ĸt r: 

¶ Wasserste n GAN (WGAN): Geleneksel 

GAN'lerdek  denges zl k sorununu, farklē b r mesafe ºl­¿t¿ 

kullanarak daha kararlē b r eĵ t m s¿rec  saĵlayan b r 

yºntemle ­ºzmey  ama­lamaktadēr (Arjovsky ve ark., 2017) 

¶ Ge­ c  ¥ĵrenme Oranē (Adapt ve Learn ng 

Rate): Eĵ t m s¿rec nde hem jeneratºr hem de ayrēmcē ­ n 

d nam k ºĵrenme oranlarē kullanarak, denges zl kler n ºn¿ne 

ge­eb lmekted r (Gulrajan  ve ark., 2017).  

Sonu­ olarak, GAN'ler, yaratēcē ve ger­ek­  ver  ¿retme 

yeteneĵ  le b¿y¿k b r potans yele sah pt r ve b r­ok yen l k­  

uygulama sunmaktadēr. Jeneratºr ve ayrēmcē arasēndak  rekabet­  

yapē, ºzell kle ver  oluĸturma ve dºn¿ĸ¿m g b  alanlarda d kkate 

deĵer ­ºz¿mler ¿retmekted r. GAN m mar s n n genel yapēsē ĸek l 

3ôte gºster lm ĸt r (L ttle ve ark., 2021). 
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ķekil 3. GAN mimarisi. 

3.4. V s on transformer (V T) 

V s on Transformer (V T), son yēllarda b lg sayarla gºrme 

alanēnda ºneml  baĸarēlar elde etm ĸ gºr¿nt¿ ĸleme ­ n Transformer 

tabanlē b r yaklaĸēm sunan, pop¿ler b r der n ºĵrenme model d r. 

Geleneksel olarak, gºr¿nt¿ ĸleme gºrevler nde yaygēn olarak 

kullanēlan Evr ĸ msel S n r Aĵlarē'ndan (CNN) farklē olarak, V T, 

tamamen Transformer tabanlē b r yaklaĸēm ben mser ve bu sayede 

y¿ksek paralell k kapas tes  sunar. V T'n n temel ­alēĸma prens b , 

gºr¿nt¿ler  k¿­¿k par­alara (patch) ayērarak, her b r par­ayē 

d¿zleĸt r p, b r d z ye dºn¿ĸt¿rmek ve bu par­alarēn karĸēlēklē 

l ĸk ler n  ºĵrenmekt r (Karaden z, 2024). 

V T'n n yapēsēnda, lk olarak g r ĸ gºr¿nt¿s¿ sab t boyutlu 

k¿­¿k par­alara bºl¿nmekted r (ºrneĵ n, 16x16 veya 32x32 

p ksell k par­alar). Her b r par­a, d¿zleĸt r lerek b r l neer katman 

aracēlēĵēyla sab t boyutlu b r vektºre dºn¿ĸt¿r¿lmekted r. Bu 

vektºrler, daha sonra poz syon b lg s  eklenerek (pos t on 

embedd ng) model n g r ĸ ne sunulmaktadēr. Poz syon b lg s , 

par­alar arasēndak  konumsal l ĸk ler  korumak ­ n kullanēlmakta 
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ve bu sayede gºr¿nt¿dek  mek©nsal d¿zen n ºĵren lmes ne yardēmcē 

olmaktadēr (Dosov tsk y, 2020). 

V T'n n m mar s n n temel , ­oklu d kkat mekan zmasēna 

(mult-head attent on mechan sm) dayanan Transformer 

bloklarēndan oluĸmaktadēr. Bu bloklar, gºr¿nt¿ par­alarē arasēndak  

l ĸk ler  ºĵrenmek ­ n d kkat mekan zmasēnē kullanmaktadēr. 

Paralel ĸlem yapab lme yeteneĵ  sayes nde b¿y¿k ver  k¿meler nde 

y¿ksek performans gºstermekted r. Bu yapē, her b r gºr¿nt¿ 

par­asēnēn d ĵer par­alarla olan l ĸk s n  ºĵrenmek ­ n kullanarak, 

gºr¿nt¿n¿n genel anlamēnē kavrayab lmekted r. 

V T'n n temel avantajlarēndan b r , paralel ĸlem yapab lme 

yeteneĵ  sayes nde b¿y¿k ver  k¿meler  ¿zer nde daha ver ml  b r 

ĸek lde ­alēĸab lmes d r. Geleneksel CNN tabanlē yºntemler, evr ĸ m 

katmanlarē le yerel ºzell kler  ºĵren rken, V T, t¿m gºr¿nt¿ 

¿zer nde d kkat mekan zmasēnē kullanarak daha gen ĸ kapsamlē 

l ĸk ler  ºĵreneb lmekted r. CNN'ler yerel ºr¿nt¿ler  tanēmakta 

¿st¿n olsalar da, V T'n n gen ĸ kapsamlē ºĵrenme yeteneĵ , 

gºr¿nt¿dek  daha karmaĸēk desenler n daha y  anlaĸēlmasēnē 

saĵlamaktadēr (Khan ve ark., 2022). 

V T'n n y¿ksek performans gºstermes  ­ n b¿y¿k m ktarda 

ver ye ht ya­ vardēr. CNN tabanlē modeller, n speten daha az ver  le 

etk l  sonu­lar elde edeb l rmekted r. V T ºnceden eĵ t lm ĸ b¿y¿k 

ver  k¿meler nden transfer ºĵrenme tekn kler  uygulayarak, daha 

k¿­¿k ver  setler nde de etk l  sonu­lar elde edeb lmekted r (Touvron 

ve ark., 2021). 

V T, gºr¿nt¿ sēnēflandērma, nesne algēlama, gºr¿nt¿ 

segmentasyonu ve tēbb  gºr¿nt¿ anal z  g b  b r­ok b lg sayarla 

gºrme uygulamasēnda etk l  sonu­lar elde etm ĸt r. ¥rneĵ n, V T'n n 

c lt kanser  tesp t  g b  tēbb  gºr¿nt¿leme gºrevler nde y¿ksek 

doĵruluk saĵladēĵē gºster lm ĸt r (Karaden z, 2024).Bu t¿r 

uygulamalarda V T, gºr¿nt¿dek  karmaĸēk desenler  ve ºzell kler  

tanēyarak doĵru teĸh s yapēlmasēna olanak tanēmaktadēr. 
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V T ayrēca met n tabanlē ver ler le b rl kte gºr¿nt¿ ver ler n  

b rleĸt rerek ­oklu modell  ºĵrenme (mult modal learn ng) 

gºrevler nde kullanēlab lmekted r. ¥rneĵ n, gºr¿nt¿ ve met n 

ver ler n  b rl kte anal z eden ­alēĸmada, V T'n n kullanēmē, gºrsel 

soru yanētlama (v sual quest on answer ng) ve gºr¿nt¿ a­ēklamasē 

oluĸturma ( mage capt on ng) g b  gºrevlerde baĸarē saĵlamaktadēr 

(Ma er ve ark., 2021). 

V T'n n baĸarēsēnēn ardēndan, ­eĸ tl  V T varyantlarē ve 

y leĸt r lm ĸ V T modeller  gel ĸt r lm ĸt r. Bu modeller, V T'n n 

temel prens pler n  kullanarak daha karmaĸēk gºrevlerde daha y  

performans elde etmey  ama­lamaktadēr. 

¶ De T (Data-eff c ent Image Transformer): 

V T'n n ver  gereks n m n  azaltmak ­ n tasarlanmēĸ b r 

varyanttēr. De T, b lg  aktarēmē ve ver  artērma tekn kler n  

kullanarak daha az ver  le etk l  sonu­lar elde etmekted r 

(Touvron ve ark., 2021). 

¶ Sw n Transformer: Yerel ve k¿resel d kkat 

mekan zmalarēnē b rleĸt rerek, daha k¿­¿k ver  setler nde 

doĵruluĵu gel ĸt rmekted r (L u ve ark., 2021). 

¶ Hybr d V T: Hem CNN hem de V T'n n 

avantajlarēnē b rleĸt r r. Bu m mar , evr ĸ msel katmanlarē 

kullanarak d¿ĸ¿k sev yel  ºzell kler  ­ēkarērken, V T bloklarē 

le daha y¿ksek sev yel  l ĸk ler  ºĵrenmekted r (Abramo ve 

ark., 2021) 

Transfer ºĵrenme, ver  artērma tekn kler  ve d¿ĸ¿k kaynaklē 

ortamlarda daha ver ml  modeller gel ĸt r lmes  g b  alanlarda 

­alēĸmalar devam etmekted r (Dosov tsk y, 2020) 

Sonu­ olarak, V s on Transformer (V T), gºr¿nt¿ ĸleme ve 

b lg sayarla gºrme alanlarēnda ºneml  b r yen l k sunan b r der n 

ºĵrenme m mar s  olarak ºne ­ēkmaktadēr. Transformer tabanlē 

yapēsē sayes nde b¿y¿k ver  k¿meler nde y¿ksek performans 

gºsteren V T, gelecektek  gºrsel ver  ĸleme teknoloj ler nde de 

ºneml  b r rol oynamaya devam edecekt r. 
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V T temel m mar s  ĸek l 4ôte gºster lm ĸt r (B  ve ark., 

2022). 

 

ķek l 4. V T m mar s . 

4. Eĵ t m s¿re­ler  ve aĸērē ºĵrenmey  ºnleme tekn kler 

Der n ºĵrenme modeller n n etk nl ĵ , eĵ t m s¿re­ler n n 

doĵru b r ĸek lde uygulanmasē ve aĸērē ºĵrenmen n ºnlenmes yle 

saĵlanmaktadēr. 

4.1. Opt m zasyon tekn kler 

¶ Gradyan Ķn ĸ  (Grad ent Descent): Model n 

hatasēnē azaltmak ­ n kullanēlan temel b r algor tmadēr. 

¶ Adam: Gradyan n ĸ n n uyarlanab l r b r 

vers yonu olup, d nam k ºĵrenme oranē saĵlamaktadēr. 

¶ RMSprop: ¥ĵrenme hēzēnē adapte eder ve 

konveks olmayan kayēp fonks yonlarēnda y  sonu­lar 

vermekted r. 

¶ Nesterov Momentumu: Gradyan yºn¿n¿n 

gelecektek  tahm n n  kullanarak eĵ t m s¿rec n  

hēzlandērmaktadēr (Bartlett ve ark., 2021). 
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4.2. Aĸērē ºĵrenmen n ºnlenmes 

¶ Dropout: Eĵ t m sērasēnda bazē nºronlarēn 

rastgele kapatēlmasē aĸērē uyumu ºnlemekted r .(Sr vastava 

ve ark., 2014) 

¶ D¿zenleme (Regular zat on): L1 ve L2 

d¿zenleme yºntemler , model n aĸērē karmaĸēk hale 

gelmes n  engellemekted r (L  ve ark., 2023). 

5. Der n ºĵrenmen n uygulama alanlarē 

Der n ºĵrenme, gen ĸ uygulama alanē sayes nde farklē 

sektºrlerde ºneml  dºn¿ĸ¿mler yaratmēĸtēr. ¢eĸ tl  ver  t¿rler yle 

­alēĸab lme ve karmaĸēk l ĸk ler  ºĵrenme yeteneĵ , bu teknoloj y  

b r­ok alanda vazge­ lmez hale get rm ĸt r. Bu bºl¿mde, der n 

ºĵrenmen n ºneml  uygulama alanlarē ayrēntēlē olarak ele 

alēnmaktadēr. 

5.1. Gºr¿nt¿ Ķĸleme 

Gºr¿nt¿ ĸleme, der n ºĵrenmen n en yaygēn kullanēldēĵē 

alanlardan b r d r. Der n ºĵrenme algor tmalarē, nesne tanēma, 

gºr¿nt¿ sēnēflandērma ve segmentasyon g b  gºrevlerde olduk­a 

y¿ksek doĵruluk oranlarē sunmaktadēr. Evr ĸ msel S n r Aĵlarē 

(CNN) g b  mmar ler, tēbb  gºr¿nt¿lerde hastalēk teĸh s , g¿venl k 

kameralarē le anormal olaylarēn tesp t  ve otonom ara­larda ­evre 

algēlama g b  ­eĸ tl  gºr¿nt¿ ĸleme uygulamalarēnda ºneml  

baĸarēlar elde etm ĸt r. Bu teknoloj n n tēbb  gºr¿nt¿lerde, ºzell kle 

kanser teĸh s  g b  karmaĸēk ve kr t k gºrevlerde kullanēmē, 

hastalēklarēn daha erken ve daha doĵru b r ĸek lde tesp t ed lmes , 

gºr¿nt¿lerden sēnēflandērma yapēlmasē saĵlamaktadēr (Esteva ve 

ark., 2019).YŀǊŀŘŜƴƛȊΣ 4Ŝƭƛƪ ϧ .ŀǒŀǊŀƴΦΣ нлноύΦ 

 End¿str yel kal te kontrol uygulamalarēnda da der n ºĵrenme 

tabanlē gºr¿nt¿ ĸleme ­ºz¿mler  yaygēn olarak kullanēlmaktadēr. 

¦ret m hatlarēnda ¿r¿nler n gºrsel anal z , hatalē veya kusurlu 

¿r¿nler n otomat k olarak tesp t ed lmes  ve ¿ret m s¿re­ler n n 

opt m ze ed lmes  bu ­ºz¿mler sayes nde m¿mk¿n olmaktadēr. 
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Ayrēca, yapay zeka destekl  gºr¿nt¿ ĸleme tekn kler  le tarēm 

sektºr¿nde b tk  hastalēklarēnēn erken tesp t ed lmes  ve tarēm 

araz ler n n zlenmes  g b  gºrevler de baĸarēyla 

ger­ekleĸt r lmekted r (Zeebaree ve ark., 2020). 

5.2. Doĵal D l Ķĸleme (NLP) 

 Doĵal d l ĸleme (NLP), d l modeller  oluĸturma, met n 

sēnēflandērma, duygu anal z  ve mak ne ­ev r s  g b  gºrevlerde der n 

ºĵrenmen n yaygēn olarak kullanēldēĵē b r d ĵer ºneml  alandēr. 

¥zell kle, Transformer tabanlē modeller ve RNN/LSTM g b  sēralē 

ver lerle ­alēĸan aĵlar, nsan d l n n karmaĸēk yapēsēnē anlamada ve 

ĸleme gºrevler nde y¿ksek performans gºstermekted r. D l 

modeller  oluĸturma, met n tabanlē b lg  ­ēkarma ve d yalog 

s stemler  g b  uygulamalarda, der n ºĵrenme tabanlē NLP ­ºz¿mler  

geleneksel yºntemlere kēyasla daha doĵru ve doĵal sonu­lar 

¿retmekted r (Yang ve ark., 2019) 

 Ayrēca, der n ºĵrenme tabanlē NLP tekn kler , saĵlēk 

alanēnda elektron k saĵlēk kayētlarēnēn anal z , tēbb  met n 

madenc l ĵ  ve kl n k dok¿mantasyonun otomat kleĸt r lmes  g b  

gºrevlerde de kullanēlmaktadēr. Bu t¿r uygulamalar, b¿y¿k m ktarda 

met n vers n n ĸlenmes  ve anal z ed lmes  gereken durumlarda, 

doktorlarēn ve araĸtērmacēlarēn ĸ y¿k¿n¿ ºneml  ºl­¿de azaltab l r 

ve daha ver ml  saĵlēk h zmet  sunulmasēnē saĵlayab l r όCŜǊǊŀǊƛ ϧ 
9ǎǳƭƛΣ нлмфύΦ 

5.3. Saĵlēk ve Tēp 

 Saĵlēk ve tēp alanēnda der n ºĵrenme, b yomed kal 

s nyaller n ĸlenmes , genet k ver  anal z , tēbb  gºr¿nt¿ler n 

otomat k anal z  ve hastalēk teĸh s  g b  ­eĸ tl  gºrevlerde 

kullanēlmaktadēr. ¥rneĵ n, radyoloj k gºr¿nt¿lerde kanserl  

h¿creler n tesp t , b yomed kal s nyallerde anormal kalp r tm  

anal zler  ve genet k ver  setler nde hastalēk r skler n n tahm n 

ed lmes  g b  alanlarda der n ºĵrenme tekn kler  y¿ksek doĵruluk 

oranlarē sunmaktadēr (Esteva ve ark., 2019). Bu t¿r uygulamalar, 
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saĵlēk h zmetler n n daha k ĸ selleĸt r lm ĸ ve hēzlē b r ĸek lde 

sunulmasēnē m¿mk¿n kēlmaktadēr. 

 Ayrēca, la­ keĸf  s¿re­ler nde de der n ºĵrenme algor tmalarē 

ºneml  rol oynamaktadēr. K myasal b leĸ kler n b yoloj k akt v tes n  

tahm n etme, potans yel la­ adaylarēnē deĵerlend rme ve kl n k 

deney sonu­larēnē anal z etme g b  gºrevlerde kullanēlan der n 

ºĵrenme tabanlē modeller, yen  la­larēn keĸfed lme s¿res n  

kēsaltab l r ve araĸtērma mal yetler n  azaltab lmekted r όaƛǧŀƭ ϧ 
IŀǎƛƧŀΣ нлнлύ. 

5.4. F nans ve Ekonom 

 F nans ve ekonom  alanēnda der n ºĵrenme, borsa, kred  r sk 

anal z , dolandērēcēlēk tesp t  ve m¿ĸter  davranēĸlarēnēn anal z  g b  

­eĸ tl  gºrevlerde yaygēn olarak kullanēlmaktadēr. Bu teknoloj n n 

kullanēmē, f nansal ĸlemlerdek  karmaĸēk l ĸk ler  ve ºr¿nt¿ler  

tanēmlamayē kolaylaĸtērarak daha doĵru tahm nler yapēlmasēnē 

saĵlar. Der n ºĵrenme tabanlē modeller, ºzell kle borsa 

tahm nler nde b¿y¿k ver  setler  ¿zer nde ­alēĸarak gelecektek  

p yasa hareketler n  tahm n etmekte ve bu sayede yatērēmcēlara 

avantaj saĵlamaktadēr (Heaton ve ark., 2017). Kred  r sk anal z nde 

se, m¿ĸter ler n ge­m ĸ kred  b lg ler  ve d ĵer demograf k 

ver ler ne dayanarak kred  baĸvurularēnēn onaylanma olasēlēĵēnē 

hesaplayan der n ºĵrenme algor tmalarē kullanēlmaktadēr. Ayrēca, 

dolandērēcēlēk tesp t  uygulamalarēnda, anormal ĸlemler  ve 

dolandērēcēlēk faal yetler n  bel rlemek ­ n der n ºĵrenme tabanlē 

anomal  algēlama yºntemler  terc h ed lmekted r. Bu uygulamalar, 

f nansal g¿venl ĵ  artērarak kurumlarēn kayēplarēnē m n m ze 

etmekted r. 

5.5. Oyun Gel ĸt rme ve Yapay Zeka 

 Oyun gel ĸt rme alanēnda, yapay zeka karakterler n n daha 

doĵal ve nsana benzer davranēĸlar serg lemes  ­ n der n ºĵrenme 

algor tmalarēndan yararlanēlmaktadēr. Der n takv yel  ºĵrenme (deep 

re nforcement learn ng), stratej  oyunlarēnda yapay zeka 

oyuncularēnēn nsan oyuncularla rekabet edeb lecek sev yede 
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ºĵrenmes n  saĵlamaktadēr ό½Φ /ƘŜƴ ϧ IǳŀƴƎΣ нлмтύ. Bu yºntem, 

karmaĸēk oyun ortamlarēnda d nam k ve adapt f davranēĸlar 

serg leyen karakterler gel ĸt rmek ­ n kullanēlab l r. 

 Ayrēca, oyunlardak  graf k ve gºr¿nt¿ y leĸt rme 

ĸlemler nde de der n ºĵrenme kullanēlmaktadēr. ¥rneĵ n, oyun 

graf kler n  ger­ek­  hale get ren s¿per ­ºz¿n¿rl¿k (super-

resolut on) ve st l transfer  g b  gºr¿nt¿ ĸleme tekn kler  le oyun 

deney m  artērēlab l r. Der n ºĵrenme algor tmalarēnēn oyun 

gel ĸt rmede kullanēlmasēnēn en b¿y¿k avantajē, oyunlarēn daha 

s¿r¿kley c  ve ger­ek­  b r hale get r lmes d r. 

5.6. Otomot v ve Otonom Ara­lar 

 Otomot v sektºr¿ ve otonom ara­ teknoloj ler , der n 

ºĵrenmen n ºneml  uygulama alanlarēndan b r d r. Otonom ara­lar, 

­evresel algēlama, nesne tesp t  ve rota planlamasē ­ n der n 

ºĵrenme tekn kler n  kullanmaktadēr. ¥zell kle, otonom s¿r¿ĸ 

s stemler nde kullanēlan CNN ve V T tabanlē gºr¿nt¿ ĸleme 

algor tmalarē, ara­larēn traf ktek  nesneler  tanēmasēnē ve g¿venl  b r 

ĸek lde yºnlend r lmes n  saĵlar (Gr gorescu ve ark., 2020). 

 Ayrēca, s¿r¿c¿ yardēm s stemler  (ADAS) g b  

uygulamalarda da der n ºĵrenme tekn kler  yaygēn olarak 

kullanēlmaktadēr. Bu s stemler, ĸer t tak p, ­arpēĸma ºnces  uyarē ve 

kºr nokta tesp t  g b  gºrevler  yer ne get rerek s¿r¿ĸ g¿venl ĵ n  

arttērmaktadēr. Der n ºĵrenme tabanlē algēlama ve karar alma 

s stemler , otonom ara­ teknoloj s n n daha g¿venl  ve etk n b r 

ĸek lde gel ĸt r lmes ne katkē saĵlamaktadēr. 

5.7. Tarēm ve Gēda Teknoloj s 

 Tarēm alanēnda der n ºĵrenme, ¿r¿n hastalēklarēnēn teĸh s , 

ver ml l k artērma, mahsul tahm n  ve zararlē tesp t  g b  ­eĸ tl  

gºrevlerde yaygēn olarak kullanēlmaktadēr (Karaden z et al., 2024). 

¥zell kle, b tk  hastalēklarēnēn erken tesp t  ­ n kullanēlan der n 

ºĵrenme tabanlē gºr¿nt¿ ĸleme tekn kler , ­ ft­ lere mahsuller n  

koruma ve ¿r¿n kaybēnē ºnleme konusunda yardēmcē olmaktadēr 

όYŀƳƛƭŀǊƛǎ ǾŜ tǊŜƴŀŦŜǘŀπ.ƻƭŘǵΣ нлмуύΦ 
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 Gēda teknoloj s nde se der n ºĵrenme, gēda kal tes n  

deĵerlend rme, paketleme hatlarēndak  kal te kontrol s¿re­ler  ve 

gēda ĸleme s¿re­ler n n opt m ze ed lmes  g b  alanlarda 

kullanēlmaktadēr. Bu tekn kler, ¿ret m s¿rec nde hatalē ¿r¿nler n 

tesp t ed lmes n  ve gēda g¿venl ĵ n n artērēlmasēnē saĵlar. Tarēm ve 

gēda sektºr¿ndek  bu uygulamalar, ver ml l ĵ  artērērken mal yetler n 

d¿ĸ¿r¿lmes ne katkēda bulunmaktadēr. 

5.8. Enerj  ve Ķkl m B l mler 

 Der n ºĵrenme uygulamalarē, enerj  ve kl m b l mler  

alanēnda, enerj  ¿ret m  ve t¿ket m n  opt m ze etmek, hava durumu 

tahm nler n  gel ĸt rmek ve kl m deĵ ĸ kl ĵ  anal zler  yapmak ­ n 

kullanēlmaktadēr. ¥rneĵ n, enerj  taleb n  tahm n etme ve 

yen leneb l r enerj  kaynaklarēnēn ver ml l ĵ n  artērma g b  

gºrevlerde der n ºĵrenme tabanlē modeller y¿ksek doĵruluk oranlarē 

sunmaktadēr (Re chste n ve ark., 2019). 

 Ķkl m b l mler  alanēnda se, atmosfer k ver ler n anal z , 

den z sev yeler ndek  deĵ ĸ kl kler n tahm n  ve kl m modeller n n 

y leĸt r lmes  g b  gºrevlerde der n ºĵrenme tekn kler nden 

yararlanēlmaktadēr. Bu uygulamalar, ­evresel sorunlara yºnel k daha 

doĵru ve hēzlē ­ºz¿mler sunarak, s¿rd¿r¿leb l rl k ve doĵal 

kaynaklarēn yºnet m  konularēnda ºneml  katkēlar saĵlamaktadēr. 

6. Tartēĸma 

Der n ºĵrenme, ­ok katmanlē yapēlar sayes nde b¿y¿k ve 

karmaĸēk ver  k¿meler nden anlamlē ºzell kler ­ēkarmada baĸarēlēdēr. 

¥zell kle gºr¿nt¿ ĸleme ve doĵal d l ĸleme g b  alanlarda 

geleneksel yºntemlere kēyasla daha y¿ksek doĵruluk saĵlamaktadēr 

(LeCun ve ark., 2015). 

Der n ºĵrenmen n en ºneml  sēnērlamalarē arasēnda y¿ksek 

hesaplama mal yetler , b¿y¿k ver  gereks n m  ve a­ēklanab l rl k 

sorunlarē bulunmaktadēr. Bu sēnērlamalar, ºzell kle ver  sēnērlē 

ortamlarda veya hesaplama kaynaklarēnēn sēnērlē olduĵu durumlarda 

ºneml  zorluklar ­ēkarab l r (Schm dhuber, 2015). 
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Federat f ºĵrenme, a­ēklanab l r yapay zeka ve kuantum 

hesaplama g b  alanlarda yapēlan araĸtērmalar, der n ºĵrenmen n 

sēnērlamalarēnē aĸmak ­ n umut vadetmekted r. Ayrēca, daha az ver  

le eĵ t m saĵlayan tekn kler n gel ĸt r lmes  ve model n ĸeffaflēĵēnē 

artēran ­ºz¿mler de ºneml  araĸtērma alanlarēdēr όDŀǊƎ ϧ 
wŀƳŀƪǊƛǎƘƴŀƴΣ нлнлύΦ 

Tablo 1. Der n ºĵrenme m mar ler  karĸēlaĸtērma tablosu. 

M ma

r 

Avantajl

ar 

Dezavantaj

lar 

Uygula

ma Alanlarē 

CNN 

(Evr ĸ msel 

S n r Aĵlarē) 

Gºr¿nt¿ ĸleme 

ve 

sēnēflandērmada 

y¿ksek doĵruluk 

saĵlar. 

Uzun sēralē ver lerle 

baĸa ­ēkmakta 

zorlanēr. 

Gºr¿nt¿ tanēma, 

tēbb  gºr¿nt¿ 

anal z , nesne 

tanēma. 

RNN 

(Tekrarlayan 

S n r Aĵlarē) 

Sēralē ver lerle 

­alēĸma yeteneĵ  

ve uzun 

baĵēmlēlēklarē 

ºĵreneb lme. 

Uzun s¿rel  

baĵēmlēlēklarda 

gradyan kaybolma 

sorunlarē 

yaĸanab l r. 

Doĵal d l 

ĸleme, ses 

tanēma, d l 

model  

oluĸturma. 

GAN 

(Generat ve 

Adversar al 

Networks) 

Ger­ek­  ver  

¿ret m  ve ver  

artērmada 

etk l d r. 

Eĵ t m s¿rec  

hassastēr ve 

denges z olab l r 

(jeneratºr ve 

ayrēmcē 

denges zl ĵ ). 

Gºr¿nt¿ 

oluĸturma, st l 

transfer , ver  

sentez . 

V T (V s on 

Transformer) 

Paralel 

ĸlemleme 

yeteneĵ  

sayes nde b¿y¿k 

ver  k¿meler nde 

y  performans 

gºster r. 

Hesaplama 

gereks n m  

y¿ksekt r ve daha 

fazla ver  gerekt r r. 

Gºr¿nt¿ ĸleme, 

doĵal d l ĸleme, 

tēbb  gºr¿nt¿ 

sēnēflandērmasē. 
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7. Sonu­ 

Der n ºĵrenme, yapay zekanēn en hēzlē gel ĸen ve gen ĸ 

uygulama alanēna sah p teknoloj ler nden b r  olarak kabul 

ed lmekted r. Bu alan, ­ok katmanlē s n r aĵlarēnēn karmaĸēk ver ler  

ĸleme ve anlamlandērma yeteneĵ  sayes nde gºr¿nt¿ ĸleme, doĵal 

d l ĸleme, saĵlēk, f nans, otomot v, tarēm ve enerj  g b  b r­ok 

sektºrde ºneml  baĸarēlara mza atmēĸtēr  (LeCun ve ark., 2015). 

Der n ºĵrenmen n bu gen ĸ uygulama yelpazes , ­eĸ tl  ver  t¿rler  

ve problem alanlarē ­ n opt m ze ed lm ĸ farklē m mar ler n, yan  

CNN, RNN, GAN ve V T g b  yapēlarēnēn kullanēlmasēyla m¿mk¿n 

olmuĸtur. Bu m mar ler n her b r , kend  avantajlarē ve sēnērlamalarē 

le bel rl  gºrevlerde y¿ksek performans saĵlamaktadēr. 

Bu gel ĸmeler n yanē sēra, der n ºĵrenmen n sēnērlamalarē ve 

karĸēlaĸēlan zorluklar da d kkate alēnmalēdēr. Bu sēnērlamalar 

arasēnda en yaygēn olanlarē y¿ksek hesaplama mal yetler , b¿y¿k 

ver  gereks n m  ve model n ­ ĸley ĸ n n a­ēklanab l rl ĵ  le lgl  

sorunlardēr (Schm dhuber, 2015). Der n ºĵrenme modeller n n 

genell kle b¿y¿k ºl­ekl  ver  k¿meler  ¿zer nde daha y¿ksek 

doĵruluk saĵladēĵē gºr¿lse de, k¿­¿k ver  setler yle etk l  sonu­lar 

elde etmek zordur. Bu durum, ºzell kle saĵlēk ve b yomed kal g b  

ver  sēnērlē alanlarda c dd  b r engel oluĸturab l r. Ayrēca, model n 

a­ēklanab l rl k sorunlarē, ºzell kle kr t k kararlarēn ver ld ĵ  tēp ve 

g¿venl k g b  alanlarda ºneml  b r end ĸe kaynaĵēdēr. 

Bu zorluklarēn ¿stes nden gelmek ­ n, der n ºĵrenme 

araĸtērmalarē federat f ºĵrenme, a­ēklanab l r yapay zeka 

(Expla nable AI) ve kuantum hesaplama g b  yen  yaklaĸēmlara 

yºnelmekted r. Federat f ºĵrenme, kullanēcē ver ler n  korurken 

merkez  olmayan b r ĸek lde model eĵ t m  saĵlamaktadēr. ¥zell kle 

saĵlēk ve f nans g b  hassas ver  gerekt ren alanlarda ºneml  b r 

gel ĸme olarak deĵerlend r lmekted r (Yang ve ark., 2019). 

A­ēklanab l r yapay zeka se, modeller n karar mekan zmalarēnē daha 

anlaĸēlēr hale get rmey  ama­lamakta ve bu sayede kr t k alanlarda 

g¿ven l r yapay zeka uygulamalarēnēn gel ĸt r lmes ne olanak 

tanēmaktadēr. 
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Der n ºĵrenmen n daha fazla ben msenmes  ve daha gen ĸ 

­apta uygulanab lmes  ­ n, mevcut sēnērlamalarēn ¿stes nden 

gelmek amacēyla yen  yºntemler ve tekn kler gel ĸt r lmel d r. Bu 

­er­evede, h br t modeller n kullanēmē, yan  CNN ve V T g b  farklē 

m marler n b r arada kullanēlmasē, farklē ver  t¿rler n n ĸlenmes  ve 

daha karmaĸēk problemler n ­ºz¿lmes  ­ n etk l  b r yaklaĸēm olarak 

ºne ­ēkmaktadēr (Khan ve ark., 2022). Aynē ĸek lde, ver  artērma 

tekn kler  ve transfer ºĵrenme g b  yºntemler, daha k¿­¿k ver  

setler nde de y¿ksek performans elde ed lmes n  saĵlamak ­ n 

kullanēlab lmekted r. 

Sonu­ olarak, der n ºĵrenme alanēndak  gel ĸmeler, hem 

akadem k hem de end¿str yel uygulamalarda b¿y¿k b r etk  le 

devam etmekted r. Bu teknoloj , ­eĸ tl  ver  t¿rler n  ĸleyeb lme ve 

karmaĸēk sorunlarē ­ºzme kab l yet  sayes nde b r­ok sektºrde baĸarē 

le kullanēlmaya devam etmekted r. Gelecekte, der n ºĵrenmen n 

daha g¿venl , daha hēzlē ve daha er ĸ leb l r ­ºz¿mler sunmasē 

beklenmekted r. Bu lerlemeler, nsan yaĸamēnē daha ver ml  hale 

get ren yapay zeka ­ºz¿mler  sunarak, b r­ok farklē alanda 

kullanēlma potans yel ne sah pt r. 
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B¥L¦M VI I  

 

 

G¿ncel metasezgisel optimizasyon algoritmalarēnēn 

CEC2020 test fonksiyonlarē ile deĵerlendirilmesi 

 

 

Rabia UYAR1 

 

Giriĸ 

Son yēllarda, doĵadan esinlenen algoritmalar, karmaĸēk 

optimizasyon problemlerinin ­ºz¿m¿ i­in etkin bir alternatif olarak 

ºne ­ēkmaktadēr (Dumlu & Yavuz, t.y.; Sadollah vd., 2015).  Bu 

algoritmalar, doĵadaki canlēlarēn arama, avlanma, ­iftleĸme ve 

hayatta kalma stratejilerinden ilham alēnarak geliĸtirilmiĸtir 

(Yagmur vd., 2024). Par­acēk s¿r¿ optimizasyonu (PSO), karēnca 

koloni optimizasyonu (ACO) ve yapay arē kolonisi (ABC) gibi 

algoritmalar bu yaklaĸēmēn ºnde gelen ºrneklerindendir (Alatas, 

2019; Altay, 2022). Bu baĵlamda, son dºnemde geliĸtirilen Dwarf 

Mongoose optimizasyon algoritmasē (DMO) ve Nutcracker 

 
1  ArĹ Gºr., K¿tahya DumlupĔnar ¦niversitesi, M¿hendislik Fak¿ltesi, Bilgisayar M¿hendisliĶi Bºl¿m¿, 
K¿tahya/T¦RKķYE, Orcid: 0000-0002-6565-0560, rabia.uyar@dpu.edu.tr 
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optimizasyon (NOA) algoritmalarē, performanslarēyla dikkat 

­ekmektedir (Abdel-Basset vd., 2023; Agushaka vd., 2022). 

DMO, c¿ce firavun faresinin topluluk i­indeki avlanma ve 

sosyal etkileĸim davranēĸlarēnē taklit ederek ­alēĸan bir optimizasyon 

algoritmasēdēr. Firavun farelerinin avē takip etme, gruplarēnēn 

hareketlerini koordine etme ve bireylerin kolektif zek©sēnē kullanma 

yetenekleri, algoritmanēn temel iĸleyiĸini oluĸturmaktadēr. Bu 

yaklaĸēm, arama uzayēnē daha etkin bir ĸekilde taramak ve k¿resel 

­ºz¿m¿ daha hēzlē bulmak i­in kullanēlēr (Gunawan & Kristian, 

2023; ¥zen Kavas vd., 2023; Yavuz, 2022a). NOA ise, fēndēkkēran 

kuĸlarēnēn besin dºng¿s¿ ve besin zincirindeki bireylerin 

etkileĸimlerinden ilham alarak geliĸtirilmiĸ bir algoritmadēr. NOA, 

bireylerin besin kaynaklarēnē tespit etme, beslenme ve enerji 

transferi s¿re­lerini modelleyerek optimizasyon i­in yeni bir bakēĸ 

a­ēsē sunmaktadēr. Bu algoritma, arama uzayēnēn hem yerel hem de 

k¿resel ­ºz¿mlerini daha verimli bir ĸekilde araĸtērabilmek i­in 

besin arama stratejilerini sim¿le etmektedir. Her iki algoritmanēn 

ºzelliklerini ºne ­ēkaran ­alēĸmalar incelendiĵinde, bu 

algoritmalarēn belirli t¿rdeki optimizasyon problemlerinde 

diĵerlerinden daha ºne ­ēktēĵē gºr¿lmektedir (Yavuz, 2022b). DMO 

ve NOA, doĵadan esinlenen diĵer optimizasyon algoritmalarē ile 

karĸēlaĸtērēldēĵēnda, daha d¿ĸ¿k hesaplama maliyetleri ve daha iyi 

k¿resel arama kapasitesi sunmaktadēr (Arslan vd., 2024; Dºrterler 

vd., 2024). Ancak bu algoritmalarēn performanslarēnēn sistematik bir 

ĸekilde karĸēlaĸtērēlmasē gerekmektedir (Aydemē→R, 2022; Dursun & 

Serttaĸ, 2024). 

Performans deĵerlendirmesi i­in CEC 2020 ºl­¿t 

fonksiyonlarē ºnemli bir rol oynamaktadēr (Bai vd., 2023; Eroz & 
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Tanyildizi, 2018; Houssein vd., 2023). CEC (Congress on 

Evolutionary Computation) tarafēndan belirlenen bu ºl­¿t 

fonksiyonlarē, optimizasyon algoritmalarēnēn etkinliĵini 

deĵerlendirmek i­in yaygēn olarak kullanēlmaktadēr. Bu 

fonksiyonlar, karmaĸēk ­ok boyutlu uzaylarda ­ok sayēda yerel 

­ºz¿m¿n bulunduĵu zorlu arama problemlerini temsil etmektedir. 

Bu nedenle, CEC 2020 test fonksiyonlarē, DMO ve NOA gibi yeni 

algoritmalarēn g¿c¿n¿ ºl­mek i­in standart bir kēyaslama platformu 

sunmaktadēr. 

¢alēĸmanēn amacē, DMO ve NOA algoritmalarēnēn CEC 2020 

ºl­¿t fonksiyonlarē ¿zerindeki performanslarēnēn 

karĸēlaĸtērēlmasēdēr. Bu kapsamda, her iki algoritmanēn standart 

sapma ve ortalama deĵerleri incelenecek ve baĸarēmlarē 

karĸēlaĸtērēlacaktēr. 

MATERYAL VE METHOD  

1. Nutcracker optimizasyon algoritmasē (NOA) 

Nutcracker optimizasyon algoritmasē, doĵadan esinlenen bir 

meta-sezgisel optimizasyon algoritmasēdēr. Bu algoritma, 

fēndēkkēran kuĸlarēnēn doĵadaki yiyecek arama ve depolama 

davranēĸlarēnē taklit ederek geliĸtirilmiĸtir. Bu kuĸlarēn doĵal 

davranēĸlarē, optimizasyon problemlerinde ­ºz¿mleri arama ve 

bulma s¿recine uyarlanmēĸtēr. ¥zellikle k¿resel optimizasyon 

problemlerinde, arama alanēndaki en iyi ­ºz¿mleri keĸfetmek i­in 

hem keĸif (exploration) hem de sºm¿r¿ (exploitation) aĸamalarēna 

odaklanmaktadēr. 

NOA algoritmasēnēn baĸarēsēnē belirleyen en ºnemli 

unsurlardan biri, keĸif ve sºm¿r¿ dengesini etkili bir ĸekilde 
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kurabilmesidir. Algoritma, ­ºz¿m arama s¿recini iki temel aĸamada 

ger­ekleĸtirir. Keĸif aĸamasēnda, arama alanēnēn daha az bilinen 

bºl¿mleri araĸtērēlarak potansiyel iyi ­ºz¿mlerin tespiti saĵlanēr. Bu 

aĸama, ­ºz¿m uzayēnēn geniĸ bir kēsmēnē kapsayarak ­eĸitliliĵi 

artērmayē hedefler. Ardēndan gelen sºm¿r¿ aĸamasēnda ise, ºnceden 

keĸfedilen iyi ­ºz¿mler ¿zerinde yoĵunlaĸēlēr. Bu aĸamada, daha iyi 

­ºz¿mlere ulaĸmak i­in mevcut ­ºz¿mlerin ­evresi ayrēntēlē bir 

ĸekilde incelenir. Bu iki aĸama arasēndaki dengenin iyi kurulmasē, 

algoritmanēn genel performansē a­ēsēndan kritik bir rol 

oynamaktadēr. 

Bununla birlikte, NOA algoritmasē, diĵer bir­ok doĵadan 

esinlenen algoritmada olduĵu gibi, yerel optima sēkēĸmasē sorunuyla 

karĸēlaĸabilmektedir. ¥zellikle karmaĸēk ve ­ok modlu optimizasyon 

problemlerinde, algoritma en iyi ­ºz¿m¿ bulamadan, arama 

alanēndaki yerel bir optimum noktaya saplanēp kalabilir. Bu durum, 

hem keĸif hem de sºm¿r¿ aĸamalarēnēn etkinliĵini doĵrudan etkiler. 

Yerel optima sēkēĸmasēnē ºnlemek i­in literat¿rde ­eĸitli stratejiler 

geliĸtirilmiĸ olup, bu stratejiler genellikle keĸif kapasitesini 

artērmaya yºnelik iyileĸtirmeleri i­ermektedir (Bai vd., 2023; 

Balochian & Baloochian, 2019; Eroz & Tanyildizi, 2018; Li vd., 

2020). Aĸaĵēda yer alan ĸekil 1ôde Fēndēkkēran optimizasyon 

algoritmasēnēn akēĸ diyagramē sunulmaktadēr. 
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ķekil 1 NOAônēn akēĸ diyagramē 

ķekil 1ôde sunulan akēĸ diyagramē incelendiĵinde, 

algoritmanēn girdi parametreleri ile baĸladēĵē ve en iyi ­ºz¿m 

bulunduĵunda ise sonlandēĵē gºr¿lmektedir. 

1.1.Nutcracker optimizasyon algoritmasēnēn sºzde kodu 

Tablo 1ôde Fēndēkkēran optimizasyon algoritmasēnēn 

baĸlangēcē i­in gerekli olan girdi parametreleri ve a­ēklamalarē 

sunulmaktadēr. 

Tablo 1. NOAônēn baĸlangē­ girdi parametreleri 

Girdi Parametreleri  A­ēklama 

N Pop¿lasyon boyutu 

L Deĵiĸkenlerin alt sēnērlarē 

U Deĵiĸkenlerin ¿st sēnērlarē 

t=0 Mevcut iterasyon sayēsē 

Tmax Maksimum iterasyon sayēsē 

Burada tablo 1ôde sunulan N parametresi, algoritmanēn ­ºz¿m 

arama s¿recinde kullanēlacak olan pop¿lasyon boyutunu ifade 

"ÁĥÌÁÎÇąë
ɆGirdi 

parametreleri ile 
algoritma 
ÂÁĥÌÁÔąÌąÒȢ

KąËÔą
¶Bulunan en 
ÉÙÉ ëĘÚİÍ ÉÌÅ 

algoritma 
bitirilir.
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ederek ­ºz¿m adaylarēnēn sayēsēnē belirlemektedir. L ve U 

parametreleri, sērasēyla deĵiĸkenlerin alt ve ¿st sēnērlarēnē 

tanēmlayarak arama uzayēnēn kapsamēnē sēnērlandērēr. t=0 ifadesi, 

algoritmanēn baĸlangē­ anēndaki mevcut iterasyon sayēsēnē temsil 

etmektedir. Tmax parametresi ise algoritmanēn sonlandērēlacaĵē 

maksimum iterasyon sayēsēnē belirleyerek dºng¿n¿n durma 

koĸulunu ortaya koymaktadēr. 

ķekil 2ôde Fēndēkkēran optimizasyon algoritmasēnēn sºzde kodu 

sunulmaktadēr. 

1. N adet fēndēkkēran/­ºz¿m rastgele olarak oluĸturulur. (Denklem 
1 ile) 

2. Her ­ºz¿m¿n uygunluk deĵeri hesaplanēr ve pop¿lasyondaki en 
iyi birey belirlenir. 

3. t=1 olarak ayarlanēr. 

4. Doĵru olduĵu s¿rece;  t<Tmax 

V Rastgele ů ve ů1 (0 ile 1 arasēnda) sayēlarē ¿retilir. 

V Eĵer ů<ů1: 

Ą (Yiyecek toplama ve depolama stratejisi uygulanēr) 

Ą ū rastgele bir sayē olarak 0 ile 1 arasēnda belirlenir. 

Ą Her  i =1: N: 

ü Her j =1: d 

× Eĵer ◖>Pa: 

Á Keĸif Aĸamasē 1 uygulanēr. 

Á X i
t+1 deĵeri Denklem (2 ve 3) kullanēlarak g¿ncellenir.  

× Aksi takdirde: 

Á Sºm¿r¿ aĸamasē 1 uygulanēr. 

Á X i
t+1 Denklem (4 ve 5) kullanēlarak g¿ncellenir. 

ü SON 

Ą t , t = t+1 olarak g¿ncellenir. 

V SON 

V Aksi takdirde: 

Ą (Cache-Arama ve Kurtarma Stratejisi uygulanēr) 

Ą RP matrisi denklemler (6,7 ve 8) ile oluĸturulur. 

Ą Rastgele bir ◖ sayēsē (0 ile 1 arasēnda) ¿retilir. 

Ą Her  i =1: N: 
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ü Eĵer ◖>Pa: 

Á Keĸif Aĸamasē 2 uygulanēr. 

Á X i
t+1 Denklemler (9,10 ve 11) ile g¿ncellenir. 

ü Aksi takdirde: 

Á Sºm¿r¿ Aĸamasē 2 uygulanēr. 

Á X i
t+1 Denklem (12,13 ve 14) ile g¿ncellenir. 

Ą t=t+1 olarak g¿ncellenir. 

V SON 

5. SON 

6. En iyi ­ºz¿m¿ dºnd¿r. 

ķekil 2.  NOA algoritmasēnēn sºzde kodu 

NOAônēn sºzde kodu incelendiĵinde, algoritma N adet 

rastgele ­ºz¿m oluĸturulmasēyla baĸlamaktadēr ve her ­ºz¿m¿n 

uygunluk deĵeri hesaplanarak pop¿lasyonun en iyi bireyi 

belirlenmektedir. Ķterasyon sayēsē t=1 olarak ayarlandēktan sonra, t < 

Tmax koĸulu saĵlandēĵē s¿rece algoritma ­alēĸmaktadēr. Ķlk olarak, 

rastgele ů ve ů1 deĵerleri ¿retilir ve ů < ů1 koĸuluna gºre strateji 

se­imi yapēlmaktadēr. Eĵer bu koĸul saĵlanērsa, Yiyecek Toplama ve 

Depolama Stratejisi uygulanēr; burada Keĸif Aĸamasē 1 veya Sºm¿r¿ 

Aĸamasē 1 se­ilmekte ve ­ºz¿m, ilgili denklemler kullanēlarak 

g¿ncellenmektedir. Aksi durumda, Cache-Arama ve Kurtarma 

Stratejisi uygulanmaktadēr; bu aĸamada Keĸif Aĸamasē 2 veya 

Sºm¿r¿ Aĸamasē 2 se­ilmekte ve ­ºz¿m yine ilgili denklemlerle 

g¿ncellenmektedir. Her iterasyon sonunda t deĵeri g¿ncellenir. 

Dºng¿ tamamlandēĵēnda algoritma, en iyi ­ºz¿m¿ dºnd¿rerek 

sonlanmaktadēr. Bu yapē, keĸif ve sºm¿r¿ stratejilerini dengeleyerek 

optimizasyon s¿recini ger­ekleĸtiren sistematik bir ­er­eve 

sunmaktadēr. 



 

--160-- 

 

1.2.Nutcracker optimizasyon algoritmasēnda kullanēlan 

denklemler 

Bu bºl¿mde, fēndēkkēran optimizasyon algoritmasēnēn t¿m 

aĸamalarēnda kullanēlan denklemler ve parametrelerin a­ēklamalarē 

sunulmaktadēr. 

¶ ὢᴆdȟ: i'inci ­ºz¿m¿n j'inci deĵiĸkeninin t iterasyonundaki 

deĵeridir. 

¶ Ὗᴆ: j'inci deĵiĸkenin ¿st sēnērēdēr. 

¶ ὒᴆ: j'inci deĵiĸkenin alt sēnērēdēr. 

¶ RM: Rastgele bir ­arpan veya faktºr, genellikle 

optimizasyonu yºnlendiren bir parametredir. 

¶ †ȟ†ȟ†ȟ†ȟ†ȟ†: Belirli ge­iĸ ĸartlarēnē belirleyen 
rastgele sayēlardēr. Bu parametreler genellikle keĸif ve 

sºm¿r¿ aĸamalarē arasēnda ge­iĸi kontrol etmektedir. 

¶ ɔ, ɛ, Ŭ, ɚ: Adaptasyon parametreleri olup, ­ºz¿m¿n nasēl 
g¿ncelleneceĵini belirleyen ­arpanlardēr. Genellikle 

­ºz¿m¿n deĵiĸim hēzēnē veya yºn¿n¿ ayarlamak i­in 

kullanēlmaktadēr. 

¶ ὶȟὶ: Rastgele sayēlar olup, genellikle ­ºz¿m¿n 

rastgelelikĵini veya ­eĸitliliĵini arttērmak i­in 

kullanēlmaktadēr. 

¶ ◖: Yine bir rastgele sayē olup, beslenme stratejilerinin 
uygulanmasēnda kullanēlmaktadēr. 

¶ ὢᴆ : t iterasyonundaki en iyi ­ºz¿m¿n deĵeridir. 

¶ RP: Cache veya bellek tabanlē stratejinin kullanēldēĵē 
durumlarda, ge­miĸ ­ºz¿mleri i­eren matrisi temsil 

etmektedir. Bu matris, ­ºz¿m arama s¿recinde ºnceki 

­ºz¿mlerle iliĸki kurmayē saĵlamaktadēr. 

¶ Ὢὢᴆ : i'inci ­ºz¿m¿n t iterasyonundaki uygunluk 

deĵeri, yani ­ºz¿m¿n kalitesini deĵerlendiren 

fonksiyondur. 
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¶ ὢȟὢ : A ve B noktalarēndaki ­ºz¿m deĵerleri, 

genellikle farklē pop¿lasyon ¿yelerinin ­ºz¿m 

deĵerlerini temsil etmektedir. 

1. ὢᴆdȟ Ὗᴆ ὒᴆȢὙὓᴆ ὒᴆ     ὄόὶὥὨὥȠ  ὰ ρȟςȟȣȟὔȟ     Ὦ

ρȟςȟȣȟὈ) 

 

2. 

ừ
Ử
Ừ

Ử
ứ

ὢȟ                                                                                     ὭὪ † †

ὢ ȟ ‎Ȣὢ ὢ ‘ȢὶȢὟ ὒ             ὭὪ ὸ
Ȣ
ȟ

                                                                                            ὃὯίὭ ὸὥὯὨὭὶὨὩȟ

ὢȟ ‘Ȣὢ ὢ ‘Ȣὶ ‏ ὶȢὟ ὒ  ȟὃὯίὭ ὸὥὯὨὭὶὨὩ

 

 

3. ὢᴆ
ὢᴆ ȟ      ὭὪὢᴆ Ὢὢᴆ

ὢᴆȟ               ὃὯίὭ ὸὥὯὨὭὶὨὩ
 

 

4. ὢᴆ

ὢᴆ ‘Ȣὢᴆ ὢᴆȢȿ‗ȿ ὶȢὢ ὢ      ὭὪ † †

ὢᴆ ‘Ȣὢ ὢ                                           ὭὪ † †

ὢᴆ Ȣὰ                                                          ὃὯίὭ ὸὥὯὨὭὶὨὩ

 

 

5. ὢᴆ
ὢᴆ ȟ         ὭὪὢᴆ Ὢὢᴆ

ὢᴆȟ                  ὃὯίὭ ὸὥὯὨὭὶὨὩ
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6. Ὑὖί 

ụ
Ụ
Ụ
Ụ
Ụ
Ụ
ợὙὖ
ᴆ
ȟ Ὑὖᴆȟ
ể

Ὑὖᴆȟ

ể

Ὑὖᴆȟ
ể

Ὑὖᴆȟ
ể

ể

Ὑὖᴆȟ
ểỨ
ủ
ủ
ủ
ủ
ủ
Ủ

 

 

7. Ὑὖᴆȟ  

ὢᴆ ‌ȢÃÏÓ—Ȣ ὢᴆ ὢᴆ ‌ȢὙὖȟ   ὭὪ — “Ⱦς

ὢᴆ ‌ȢÃÏÓ—Ȣ ὢᴆ ὢᴆ ȟὃὯίὭ ὸὥὯὨὭὶὨὩ
 

 

8. Ὑὖᴆȟ  

ὢᴆ ‌ȢÃÏÓ—Ȣ Ὗᴆ ὒᴆ Ȣ† ὒᴆ  ‌ȢὙὖȢὟᴆȟ   ὭὪ — “Ⱦς

ὢᴆ ‌ȢÃÏÓ—Ȣ Ὗᴆ ὒᴆȢ† ὒᴆȢὟᴆȟὃὯίὭ ὸὥὯὨὭὶὨὩ
 

 

9. ὢȟ
ὢȟȟ                                                                                        ὭὪ † †

ὢȟ ὶȢὢ Ȣ ὢȟ ὶȢὙὖᴆȟ ὢȟȟ    ὃὯίὭ ὸὥὯὨὭὶὨὩ
 

 

10. ὢȟ
ὢȟȟ                                                                                        ὭὪ † †

ὢȟ ὶȢὢ Ȣ ὢȟ ὶȢὙὖᴆȟ ὢȟȟ    ὃὯίὭ ὸὥὯὨὭὶὨὩ
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11. ὢᴆ
ὢᴆ ȟ      ὭὪὢᴆ Ὢὢᴆ

ὢᴆȟ               ὃὯίὭ ὸὥὯὨὭὶὨὩ
 

 

12. ὢᴆ
ὢᴆȟ   ὭὪ Ὢὢᴆ ὭὪ Ὑὖᴆȟ 

Ὑὖᴆȟ ȟ                  ὃὯίὭ ὸὥὯὨὭὶὨὩ
 

 

13. ὢᴆ
ὢᴆȟ   ὭὪ Ὢὢᴆ ὭὪ Ὑὖᴆȟ 

Ὑὖᴆȟ ȟ                  ὃὯίὭ ὸὥὯὨὭὶὨὩ
 

 

14. ὢᴆ
ὢᴆ ȟ      ὭὪὢᴆ Ὢὢᴆ

ὢᴆȟ                     ὃὯίὭ ὸὥὯὨὭὶὨὩ
 

2. Dwarf Mongoose optimizasyon algoritmasē (DMO) 

DMO, k¿resel optimizasyon problemlerinin ­ºz¿m¿ne 

yºnelik olarak, c¿ce firavun farelerinin avlanma ve sosyal etkileĸim 

davranēĸlarēnē modelleyen ve bu davranēĸlarē algoritmik olarak 

ger­ekleyen bir yaklaĸēmdēr. C¿ce firavun faresi optimizasyon 

algoritmasē, doĵadaki c¿ce firavun faresi s¿r¿s¿n¿n avlanma 

davranēĸlarēndan esinlenerek geliĸtirilmiĸ yenilik­i bir optimizasyon 

yºntemidir. Algoritmanēn ilk adēmēnda, baĸlangē­ aĸamasē yer alēr. 

Bu aĸamada, c¿ce firavun faresi s¿r¿s¿n¿n bireyleri, arama uzayēna 
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rastgele bir ĸekilde yerleĸtirilir. Her bir birey, olasē ­ºz¿mleri temsil 

eden bir konuma sahiptir.  

Algoritmanēn temel aĸamalarēndan biri, keĸif ve saldērē 

s¿recidir. Bu aĸamada fareler, avēn yerini tespit ettik­e konumlarēnē 

g¿ncellemektedirler. Daha iyi ­ºz¿mler (yani daha avantajlē avlar) 

keĸfedildiĵinde, t¿m s¿r¿ bu ­ºz¿me doĵru yºnelir. Bu, bireysel 

keĸif aĸamasēndan kolektif bir harekete ge­iĸi simgelemektedir. 

Kºĸeye sēkēĸtērma aĸamasēnda ise, fareler, avē yakalamak i­in 

bireysel pozisyonlarēnē optimize eder. Bu s¿re­, arama uzayēnē 

daraltarak daha iyi ­ºz¿mlere ulaĸmayē saĵlamaktadēr (Faramarzi 

vd., 2020). Daraltma iĸlemi, aramanēn yerel bir bºlgeye 

odaklanmasēnē saĵlamakta ve sºm¿r¿ aĸamasēnē g¿­lendirmektedir. 

Bir diĵer ºnemli aĸama ise sosyal iletiĸim s¿recidir. Fareler, 

s¿r¿deki diĵer bireylerin konumlarēnē gºz ºn¿nde bulundurarak 

konumlarēnē g¿nceller. Bu ise, bireysel keĸif ile kolektif arama 

dengesini kurarak s¿r¿n¿n genel performansēnē artērmaktadēr. Her 

bir birey, s¿r¿n¿n diĵer ¿yelerinin bilgilerini dikkate alarak hareket 

etmektedir. Bu etkileĸim, algoritmanēn keĸif ve sºm¿r¿ dengesini 

kurmasēnda ºnemli bir rol oynamaktadēr (Yavuz vd., 2024). T¿m bu 

aĸamalar, dºng¿sel bir s¿re­ olarak belirli bir durdurma kriteri 

karĸēlanana kadar devam etmektedir. Durdurma kriteri genellikle 

maksimum iterasyon sayēsē veya en iyi ­ºz¿mde bir deĵiĸiklik 

olmamasē gibi bir ºl­¿te dayanmaktadēr. Bu dºng¿ boyunca, s¿r¿ 

¿yeleri hem bireysel hem de kolektif arama s¿re­lerini etkili bir 

ĸekilde yºneterek, global optimum ­ºz¿me ulaĸmaya ­alēĸmaktadēr 

(Mirjalili & Lewis, 2016). 
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ķekil 3 DMOônēn akēĸ diyagramē 

2.1. Dwarf Mongoose optimizasyon algoritmasēnēn sºzde kodu 

Tablo 2ôde C¿ce firavun faresi optimizasyon algoritmasēnēn 

baĸlangēcē i­in gerekli olan girdi parametreleri ve a­ēklamalarē 

sunulmaktadēr. 

Tablo 2. DMOônēn baĸlangē­ girdi parametreleri 

Girdi Parametreleri  A­ēklama 

peep Beslenme davranēĸē 

n Arama ajanlarē 

bs Bakēcē sayēsē 

L 
Bakēcē deĵiĸim 

parametresi 

C Zaman sayacēnē 

"ÁĥÌÁÎÇąë
ɆGirdi 

parametreleri 
ile algoritma 
ÂÁĥÌÁÔąÌąÒȢ

$ĘÎÇİ
ɆHer iterasyon 
ÉëÉÎ ɉiter=1 : 
max_iter)

KąËÔą
¶Bulunan en 
ÉÙÉ ëĘÚİÍ ÉÌÅ 

algoritma 
bitirilir.
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Burada tablo 2ôde sunulan DMO algoritmasēnēn baĸlangē­ 

girdi parametreleri, algoritmanēn performansēnē doĵrudan etkileyen 

temel bileĸenlerdir. Peep parametresi, c¿ce firavun farelerinin 

beslenme davranēĸēnē modelleyerek, arama ajanlarēnēn keĸif 

(exploration) ve sºm¿r¿ (exploitation) dengesi ¿zerinde etkili 

olmaktadēr. n parametresi, optimizasyon s¿recine katēlan arama 

ajanlarēnēn (fare bireylerinin) sayēsēnē belirler ve bu sayēnēn 

artērēlmasē, ­ºz¿m uzayēnēn daha geniĸ bir bºl¿m¿n¿n 

keĸfedilmesini saĵlamaktadēr. bs parametresi, doĵadaki bakēcē 

(caretaker) bireylerin rol¿n¿ yansētarak, bilgi paylaĸēmē ve gºrev 

daĵēlēmēnē kontrol etmektedir. L parametresi, ajanlar arasēndaki 

gºrev deĵiĸimini ifade eder ve gºrev deĵiĸiklikleri ile algoritmanēn 

­eĸitliliĵini artērarak yerel minimumlara sēkēĸmayē ºnlemektedir. 

Son olarak, C parametresi, algoritmanēn ­alēĸmasē sērasēnda ge­en 

s¿reyi veya iterasyon sayēsēnē takip eden bir saya­ olarak gºrev yapar 

ve genellikle durdurma kriteri olarak kullanmaktadēr. Bu 

parametreler birlikte, DMO algoritmasēnēn keĸif-sºm¿r¿ dengesi, 

gºrev deĵiĸimi ve hesaplama maliyetleri a­ēsēndan etkin bir ĸekilde 

­alēĸmasēnē saĵlamaktadēr. 

ķekil 4ôte C¿ce firavun faresi optimizasyon algoritmasēnēn 

sºzde kodu sunulmaktadēr. 

1. Denkleme gºre Ŭ'yē hesapla (Denlklem 15 ile). 

2. Yeni bir yiyecek pozisyonu adayē ¿ret. 

3. Burada ◖, rastgele bir sayē olarak alēnēr. 

4. X i+1 i­in yeni uygunluk deĵerini deĵerlendir (Denklem 16 

ile). 

5. Uyku tepesi deĵerlerini hesapla (Denklem 17 ile).  

6. T¿m uyku tepelerinin ortalamasēnē hesapla (Denklem 18 
ile). 
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7. Hareket vektºr¿n¿ hesapla (Denklem 19 ile)  

8. Eĵer C Ó L, bakēcē deĵiĸimini uygula ve bakēcēlarēn 
pozisyonlarēnē baĸlat. 

9. Uygunluk deĵerlerini hesapla. 

10. Eĵer fit i Ò Ŭ, izci farenin sonraki pozisyonunu sim¿le et 

(Denklem 20 ile). 

11. ķimdiye kadar bulunan en iyi ­ºz¿m¿ g¿ncelle. 

Son Dºng¿ 

12. En iyi ­ºz¿m¿ dºnd¿r. 

ķekil 4.  DMO algoritmasēnēn sºzde kodu 

DMOônun sºzde kodu incelendiĵinde, c¿ce firavun farelerinin 

avlanma ve sosyal etkileĸim davranēĸlarēnē modelleyen bir s¿re­ 

olarak tasarlanmaktadēr. Ķlk adēmda, Ŭ parametresi Denklem 15'e 

gºre hesaplanēr ve bu parametre, uygunluk eĸiĵi olarak gºrev 

yapmaktadēr. Ardēndan, rastgele bir sayē olan ◖ kullanēlarak yeni bir 

yiyecek pozisyonu adayē ¿retilmektedir. ¦­¿nc¿ adēmda, bu yeni 

pozisyonun uygunluk deĵeri Denklem 16'ya gºre 

deĵerlendirilmektedir. Devamēnda, ajanlarēn uyku tepesine (sleep 

mound) iliĸkin deĵerleri Denklem 17 ile hesaplanmakta ve t¿m uyku 

tepelerinin ortalamasē Denklem 18 ile bulunmaktadēr. Bu ortalama, 

bir sonraki adēmda hareket vektºr¿n¿n belirlenmesinde 

kullanēlmaktadēr (Denklem 19). Eĵer C Ó L koĸulu saĵlanērsa, bakēcē 

deĵiĸimi ger­ekleĸmekte ve bakēcēlarēn pozisyonlarē yeniden 

baĸlatēlarak uygunluk deĵerleri hesaplanmaktadēr. Bu aĸamada, 

uygunluk deĵerleri Ŭôdan k¿­¿k olan ajanlar i­in izci farelerin 

sonraki pozisyonlarē Denklem 20ôye gºre sim¿le edilmektedir. T¿m 

bu s¿re­ boyunca, ĸimdiye kadar elde edilen en iyi ­ºz¿m 
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g¿ncellenir. Son dºng¿ tamamlandēĵēnda, algoritma en iyi ­ºz¿m¿ 

dºnd¿rerek s¿reci sonlandērēlmaktadēr. Bu adēmlarēn her biri, arama 

s¿recinin keĸif (exploration) ve sºm¿r¿ (exploitation) dengesini 

saĵlamak, gºrev deĵiĸimi ile ­eĸitliliĵi artērmak ve k¿resel 

optimuma ulaĸmayē kolaylaĸtērmak amacēyla tasarlanmēĸtēr. 

2.2. Dwarf Mongoose optimizasyon algoritmasēnda kullanēlan 

denklemler 
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3.CEC 2020 ¥l­¿t setinde kullanēlan fonksiyonlar ve ºzellikleri 

CEC 2020 test fonksiyonlarē, optimizasyon algoritmalarēnēn 

performansēnē deĵerlendirmek ve karĸēlaĸtērmak i­in geniĸ ºl­ekte 

kullanēlan standartlaĸtērēlmēĸ bir test setidir. Bu fonksiyonlar, farklē 
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yapēlar ve zorluk derecelerine sahip problemler i­ererek, 

algoritmalarēn hem keĸif (exploration) hem de sºm¿r¿ (exploitation) 

yeteneklerini test etmeyi ama­lamaktadēr. Fonksiyonlar genellikle 

dºrt ana kategoriye ayrēlēr: Unimodal fonksiyonlar, multimodal 

fonksiyonlar, hibrit fonksiyonlar ve kompozisyon fonksiyonlarē. 

Aĸaĵēda, CEC 2020 test fonksiyonlarēnēn kategorileri ve ºzellikleri 

detaylandērēlmaktadēr. 

3.1. Unimodal fonksiyonlar 

Unimodal fonksiyonlar, yalnēzca bir k¿resel minimuma sahip 

olan fonksiyonlardēr. Bu t¿r fonksiyonlar, algoritmalarēn k¿resel bir 

optimuma hēzlē bir ĸekilde ulaĸma yeteneĵini deĵerlendirmek i­in 

tasarlanmēĸtēr. 

¶ Shifted and Rotated Bent Cigar Fonksiyonu (F1): Bu 

fonksiyon, optimizasyon problemlerinde basit yapēlarēn 

modellenmesini saĵlamaktadēr. ¢ºz¿m uzayēnda tek yºnl¿ 

bir eĵim gºstererek algoritmalarēn doĵrusal olmayan 

problemlerdeki baĸarēmēnē test etmek i­in kullanēlmaktadēr. 

Optimal Deĵer (Fi): 100 

3.2. Multimodal fonksiyonlar 

Multimodal fonksiyonlar, birden fazla yerel minimum 

i­ermesiyle karakterize edilmektedir. Bu fonksiyonlar, 

algoritmalarēn yerel minimumlardan ka­ma ve k¿resel optimumu 

bulma yeteneklerini ºl­mek i­in kullanēlmaktadēr.  

¶ Shifted and Rotated Schwefel Fonksiyonu (F2): Bu 

fonksiyon, ­ok sayēda yerel minimum i­erir ve algoritmalarēn 

keĸif yeteneĵini deĵerlendirmektedir. Optimal Deĵer (Fi): 

1100 
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¶ Shifted and Rotated Lunacek bi-Rastrigin Fonksiyonu (F3): 

Ķki ­ekim merkezi ile karmaĸēk bir yapē sunmaktadēr ve 

algoritmalarēn farklē alanlarē keĸfetmesini gerektirmektedir. 

Optimal Deĵer (Fi): 700 

¶ Expanded Rosenbrockôs Plus Griewangkôs Fonksiyonu (F4): 
Ķki farklē matematiksel fonksiyonun birleĸimi olan bu yapē, 

algoritmalarēn zorlu eĵim yapēlarēnda nasēl performans 

gºsterdiĵini test etmektedir. Optimal Deĵer (Fi): 1900 

3.3. Hibrit fonksiyonlar  

Hibrit fonksiyonlar, birden fazla temel fonksiyonun 

birleĸiminden oluĸmaktadēr ve algoritmalarēn karmaĸēk problem 

yapēlarēna nasēl adapte olabildiĵini deĵerlendirir. 

¶ Hibrit Fonksiyon 1 (N = 3) (F5): ¦­ farklē alt fonksiyonun 
birleĸiminden oluĸmaktadēr ve orta d¿zeyde karmaĸēklēk 

sunar. Optimal Deĵer (Fi): 1700 

¶ Hibrit Fonksiyon 2 (N = 4) (F6): Dºrt farklē alt fonksiyon 
i­eren bu yapē, daha karmaĸēk bir optimizasyon problemidir. 

Optimal Deĵer (Fi): 1600 

¶ Hibrit Fonksiyon 3 (N = 5) (F7): Beĸ alt fonksiyondan oluĸan 
bu fonksiyon, y¿ksek karmaĸēklēk i­ermektedir. Optimal 

Deĵer (Fi): 2100 

3.4. Kompozisyon fonksiyonlarē 

Kompozisyon fonksiyonlarē, farklē fonksiyonlarēn aĵērlēklē bir 

birleĸiminden oluĸmaktadēr ve y¿ksek boyutlu optimizasyon 

problemlerinde algoritmalarēn performansēnē test etmek i­in 

kullanēlēr. 
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¶ Kompozisyon Fonksiyon 1 (N = 3) (F8): ¦­ alt fonksiyonun 
birleĸiminden oluĸur ve ­ok boyutlu keĸif gerektirmektedir. 

Optimal Deĵer (Fi): 2200 

¶ Kompozisyon Fonksiyon 2 (N = 4) (F9): Dºrt alt fonksiyonu 
birleĸtirerek daha zorlu bir yapē sunmaktadēr. Optimal Deĵer 

(Fi): 2400 

¶ Kompozisyon Fonksiyon 3 (N = 5) (10): Beĸ alt fonksiyonun 
birleĸimiyle, en karmaĸēk optimizasyon problemlerinden 

birini temsil etmektedir. Optimal Deĵer (Fi): 2500 

CEC 2020 test fonksiyonlarē, optimizasyon algoritmalarēnē 

­eĸitli zorluk seviyelerinde ve farklē problem t¿rlerinde test etmek 

i­in etkili bir ara­tēr. Bu fonksiyonlar, hem teorik hem de pratik 

optimizasyon ­alēĸmalarēnda ºnemli bir referans noktasē 

oluĸturmaktadēr. Bu ­alēĸma, C¿ce Firavun Faresi Optimizasyon 

(DMO) ve Nutcracker Optimizasyon Algoritmasē (NOA) 

performanslarēnēn karĸēlaĸtērēlmasēnda, bu test fonksiyonlarēndan 

faydalanmayē ama­lamaktadēr. 

CEC 2020 test fonksiyonlarēnēn ºzetine iliĸkin bilgiler Tablo 

3'te sunulmaktadēr. 
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Tablo 3. CEC 2020 ºl­¿t setindeki fonksiyonlar. 

Fonksiyon 

No 
Fonksiyonlar 

Fi (Optimal 

Global 

Deĵer) 

F1 

Unimodal fonksiyon 

Shifted and Rotated 

Bent Cigar fonksiyonu 

100 

F2 

 

F3 

 

F4 

Multimodal 

fonksiyon 

Shifted and Rotated 

Schwefelôs 

Fonksiyonu 

Shifted and Rotated 

Lunacek bi-Rastrigin 

fonksiyonu 

Expanded 

Rosenbrockôs plus 

Griewangkôs 

fonksiyonu 

1100 

 

700 

 

1900 

 

F5 

F6 

F7 

Hibrit fonksiyonlar  

Hibrit fonksiyon 1 (N 

= 3) 

Hibrit fonksiyon 2 (N 

= 4) 

Hibrit fonksiyon 3 (N 

= 5) 

 

1700 

1600 

2100 

 

F8 

F9 

F10 

Composition 

fonksiyonlar 

Composition 

fonksiyon 1 (N = 3) 

Composition 

fonksiyon 2 (N = 4) 

Composition 

fonksiyon 3 (N = 5) 

 

2200 

2400 

2500 
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BULGULAR VE SONU¢ 

NOA ve DMO algoritmalarēnēn CEC 2020 test fonksiyonlarē 

(F1-F10) ¿zerindeki karĸēlaĸtērmalē performans sonu­larē tablo 4ôte 

sunulmaktadēr.  

Tablo 4.  Algoritmalarēn CEC 2020 karĸēlaĸtērma sonu­larē. 

No  
Algoritmalar  

NOA DMO 

F1 

Ortalam

a 
2.0290 6.2123 

Std. 

Sapma 
2.7619 8.9624 

F2 

Ortalam

a 
44.9742 4.2764 

Std. 

Sapma 
24.2988 2.5000 

F3 

Ortalam

a 
600.0001 2.1896 

Std. 

Sapma 
4.3985 2.1223 

F4 

Ortalam

a 
828.6505 

321.218

3 

Std. 

Sapma 
6.7927 

339.148

2 

F5 

Ortalam

a 
900.4002 

228.347

6 

Std. 

Sapma 
1.2794 

220.828

9 

F6 
Ortalam

a 

1812.244

4 

293.475

5 
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Std. 

Sapma 
11.8444 

246.947

9 

F7 

Ortalam

a 

2020.223

0 

211.083

3 

Std. 

Sapma 
7.8268 

161.782

2 

F8 

Ortalam

a 

2220.615

2 

289.526

0 

Std. 

Sapma 
3.0764 

218.975

8 

F9 

Ortalam

a 

2480.781

2 

257.583

8 

Std. 

Sapma 
3.2792 

243.443

4 

F1

0 

Ortalam

a 

2500.421

0 

303.237

6 

Std. 

Sapma 
0.0659 

256.498

7 

Tablo 4ôte gºr¿ld¿ĵ¿ ¿zere her bir fonksiyon i­in ortalama ve 

standart sapma deĵerleri sunulmuĸtur. Bu metrikler, algoritmalarēn 

doĵruluĵunu, kararlēlēĵēnē ve optimizasyon s¿re­lerindeki etkinliĵini 

deĵerlendirmek a­ēsēndan ºnemlidir KAYNAK¢A. Genel olarak, 

NOA algoritmasē bazē test fonksiyonlarēnda DMO'ya gºre daha iyi 

sonu­lar verirken, bazē fonksiyonlarda DMO'nun daha iyi 

performans gºsterdiĵi gºr¿lmektedir. Bu durum, her iki 

algoritmanēn da farklē problem t¿rlerine gºre g¿­l¿ ve zayēf 

yºnlerinin bulunduĵunu ortaya koymaktadēr. 

F1, F2 ve F3 fonksiyonlarēnēn sonu­larē incelendiĵinde, her iki 

algoritma arasēnda ­arpēcē farklēlēklar gºze ­arpmaktadēr. F1 
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fonksiyonunda, NOA'nēn ortalama sonucu (2.0290) DMO'ya 

(6.2123) gºre olduk­a d¿ĸ¿kt¿r. Standart sapma deĵerleri de benzer 

ĸekilde NOA'nēn (2.7619) DMO'ya (8.9624) gºre daha kararlē 

olduĵunu gºstermektedir. Bu durum, NOA'nēn F1 ¿zerinde daha iyi 

keĸif ve sºm¿r¿ dengesine sahip olduĵunu d¿ĸ¿nd¿rmektedir. 

Ancak, F2 ve F3 fonksiyonlarēnda durum tersine dºnmektedir. F2'de 

DMO (4.2764) NOA'ya (44.9742) gºre ­ok daha iyi bir ortalama 

performans sergilemiĸtir. Benzer ĸekilde, F3 fonksiyonunda da 

DMO (2.1896) daha iyi bir ortalama ­ºz¿me ulaĸērken, NOA 

(600.0001) olduk­a zayēf bir performans gºstermiĸtir. Bu sonu­lar, 

NOA'nēn F2 ve F3 fonksiyonlarē ¿zerinde yerel optima sēkēĸmasēna 

daha fazla maruz kaldēĵēnē gºsterebilir. 

F4, F5 ve F6 fonksiyonlarēna iliĸkin sonu­lar, her iki 

algoritmanēn daha karmaĸēk problem t¿rleriyle nasēl baĸa ­ēktēĵēnē 

gºstermektedir. F4 fonksiyonunda, DMO (321.2183) ortalama 

­ºz¿m¿, NOA'nēn (828.6505) ­ºz¿m¿nden ­ok daha iyidir. Standart 

sapma deĵerleri de benzer bir eĵilimi yansētarak, DMO'nun bu 

fonksiyonda daha kararlē olduĵunu ortaya koymaktadēr. F5 

fonksiyonunda ise DMO (228.3476) yine daha iyi performans 

gºsterirken, NOA (900.4002) olduk­a zayēf bir ortalama deĵer elde 

etmiĸtir. Bu, DMO'nun arama alanēnda daha etkili bir ĸekilde keĸif 

yapabildiĵini gºstermektedir. F6 fonksiyonunda da benzer bir durum 

gºzlemlenmektedir. DMO (293.4755) ortalama performansē, 

NOA'nēn (1812.2444) deĵerine gºre ­ok daha iyidir. Bu ¿­ 

fonksiyon genelinde DMO, NOA'ya kēyasla daha baĸarēlē sonu­lar 

elde etmiĸtir. Bu, DMO'nun karmaĸēk ve ­ok modlu fonksiyonlarda 

daha iyi bir keĸif ve sºm¿r¿ stratejisi izlediĵini gºstermektedir. 
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F7, F8, F9 ve F10 fonksiyonlarēnēn sonu­larē, daha zorlu ve 

y¿ksek boyutlu optimizasyon problemleriyle baĸa ­ēkma yeteneĵini 

deĵerlendirmektedir. Bu fonksiyonlar ¿zerinde de DMO'nun 

NOA'ya gºre belirgin bir ¿st¿nl¿ĵe sahip olduĵu gºr¿lmektedir. F7 

fonksiyonunda, DMO (211.0833) daha iyi bir ortalama deĵer elde 

ederken, NOA (2020.2230) ile ­ok daha zayēf kalmēĸtēr. Standart 

sapma deĵerleri, DMO'nun (161.7822) daha kararlē sonu­lar 

¿rettiĵini gºstermektedir. F8, F9 ve F10 fonksiyonlarēnda da DMO, 

NOA'ya gºre daha d¿ĸ¿k ortalama ve standart sapma deĵerleriyle 

¿st¿nl¿k saĵlamēĸtēr. ¥rneĵin, F10'da DMO (303.2376) ortalama 

­ºz¿m¿ elde ederken, NOA (2500.4210) ile olduk­a geride 

kalmēĸtēr. Bu fonksiyonlar genelinde DMO'nun, y¿ksek boyutlu ve 

­ok modlu problemlerde NOA'ya gºre daha kararlē ve etkili 

­ºz¿mler ¿rettiĵi sonucuna varēlabilir. 

Genel olarak, NOA ve DMO algoritmalarēnēn 

performanslarēnēn CEC 2020 fonksiyon t¿r¿ne gºre deĵiĸiklik 

gºsterdiĵi net bir ĸekilde gºr¿lmektedir. NOA, F1 fonksiyonunda 

daha iyi bir keĸif ve sºm¿r¿ dengesi kurarken, F2'den F10'a kadar 

olan fonksiyonlarda DMO'nun belirgin bir ¿st¿nl¿ĵ¿ vardēr. 

¥zellikle, DMO'nun daha d¿ĸ¿k ortalama ve standart sapma 

deĵerlerine sahip olmasē, bu algoritmanēn ­ºz¿m arayēĸēnda daha 

dengeli ve kararlē bir performans sergilediĵini ortaya koymaktadēr. 

Bu sonu­lar, DMO'nun y¿ksek boyutlu ve ­ok modlu problemler 

¿zerinde daha etkin bir optimizasyon ger­ekleĸtirdiĵini 

gºstermektedir. Buna karĸēn, NOA'nēn F1'deki baĸarēsē, bu 

algoritmanēn bazē belirli problem t¿rlerinde etkili olabileceĵini, 

ancak daha karmaĸēk ve ­ok modlu problemlerde yerel optima 

sēkēĸmasēna maruz kalabileceĵini gºstermektedir. Bu nedenle, her 
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iki algoritmanēn da g¿­l¿ ve zayēf yºnleri gºz ºn¿nde 

bulundurularak, belirli bir problem t¿r¿ne uygun algoritma se­imi 

yapēlmalēdēr. 
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Mobil Uygulama Ķle Domates Yaprak 

Gºr¿nt¿lerinden Hastalēk Teĸhisi 

 

 

Oĵuzhan SE¢GEL1 

Kamil ORMAN 2 

 

Giriĸ 

D¿nya genelinde en ­ok t¿ketilen ve ekonomik olarak b¿y¿k 

ºneme sahip tarēm ¿r¿nlerinden birisi de domatestir. G¿n¿m¿zde bu 

¿r¿n¿n ¿retimi, ­eĸitli hastalēklar nedeniyle ciddi riskler altēndadēr. 

Bu hastalēklarēn erken teĸhisi, hem ¿r¿n kaybēnē ºnlemek hem de 

tarēm verimliliĵini artērmak a­ēsēndan b¿y¿k ºnem taĸēmaktadēr. 

Geleneksel hastalēk teĸhis yºntemleri, genellikle uzman bilgisi 

gerektirir ve zaman alēcēdēr. Ayrēca, bu yºntemlerin uygulanmasē 

i­in gerekli ekipman ve uzmanlēk d¿zeyi domates ¿retimi yapēlan 

her bºlgede kolaylēkla bulunamayabilir. Bu baĵlamda, teknolojinin 

 
1  ,ÉÓÁÎÓ vøÒÅÎÃÉÓÉȟ %ÒÚÉÎÃÁÎ "ÉÎÁÌÉ 9ąÌÄąÒąÍ ­ÎÉÖÅÒÓÉÔÅÓÉȟ "ÉÌÇÉÓÁÙÁÒ -İÈÅÎÄÉÓÌÉøÉ 
"ĘÌİÍİ, Orchid: 0009-0002-3002-1059, oguzhan.secgel.19@gmail.com 
2 $ÏëȢ $ÒȢȟ %ÒÚÉÎÃÁÎ "ÉÎÁÌÉ 9ąÌÄąÒąÍ ­ÎÉÖÅÒÓÉÔÅÓÉȟ "ÉÌÇÉÓÁÙÁÒ -İÈÅÎÄÉÓÌÉøÉ "ĘÌİÍİȟ Orchid: 
0000-0002-7236-9988, korman@erzincan.edu.tr 
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tarēmda kullanēmē, ºzellikle mobil teknolojilerin entegrasyonu, 

b¿y¿k bir potansiyel sunmaktadēr. Gºr¿nt¿ iĸleme ve yapay zeka 

teknolojilerinin mobil platformlara entegrasyonu sayesinde, 

kullanēcēlar artēk tarlada anēnda hastalēk teĸhisi yapabilir. Bu 

­alēĸma, domates yapraklarē ¿zerinde gºr¿len hastalēk belirtilerini 

tespit edebilen bir mobil uygulama geliĸtirmeyi ama­lamaktadēr. 

Uygulama, kullanēcēlara ger­ek zamanlē veri saĵlayarak, 

hastalēklarēn hēzlē bir ĸekilde tespit edilmesine ve gerekli 

m¿dahalelerin zamanēnda yapēlmasēna olanak tanēmaktadēr. 

D¿nyada tarēmsal ¿retimde oluĸan kayēplarēn nedeni 

incelendiĵi zaman %9,1ôinin hastalēklardan, %11,2ôsinin 

zararlēlardan, %14,7ôsinin ise yabancē otlar kaynaklē olduĵu 

gºr¿lmektedir. Bu oran t¿m d¿nyadaki tarēmsal ¿retimin ¿­te birine 

yakēn bir orandēr. Bu kayēplara %6-12 arasēnda deĵiĸebilen hasat 

sonrasē kayēplar eklendiĵi zaman toplam kayēp oranē %50ôlere 

yaklaĸmaktadēr (Kēlē­arslan ve Pacal, 2023). Uygulama s¿re­lerine 

yºnelik hazērlanan farklē algoritmalar ve yazēlēmlarēn kullanēmē ile 

tarēmsal ¿retim s¿re­lerinde; bitkisel ¿retimin planlanmasēnda, bitki 

sēnēflandērēlmada, ¿retim veriminin tahmininde, bitkisel 

hastalēklarēn, zararlēlarēn ve yabancē otlarēn tespitinde gibi konu 

baĸlēklarēnda araĸtērēcēlar tarafēndan ­ok sayēda ­alēĸmalar ve 

araĸtērmalar yapēlmaya baĸlanmēĸtēr (Demir, Kula ve Uĵurlu, 2021). 

Bu ­alēĸmada lisans bitirme tezi olarak sunulan ve domates 

yapraklarēndan alēnan gºr¿nt¿ye dayalē hastalēk teĸhisi yapabilen bir 

mobil uygulamanēn geliĸtirilme s¿reci, kullanēlan gºr¿nt¿ iĸleme 

algoritmalarē ve yapay zeka modelleri, ayrēca uygulamanēn test 

s¿re­leri ve baĸlangē­ aĸamasēndaki performans sonu­larē kapsamlē 

bir ĸekilde ele alēnacaktēr. Uygulamanēn potansiyel etkileri, domates 

¿retimi ¿zerindeki olasē pozitif yansēmalarē ile birlikte tartēĸēlacak ve 

gelecekteki araĸtērmalar i­in ºnerilerde bulunulacaktēr.  

Tarēmda, gºr¿nt¿ iĸleme ve bilgisayarlē gºrme 

uygulamalarēnēn, ekipman maliyetlerinin d¿ĸmesi ile hesaplama 

yeteneklerinin artmasē ve nitelikli gēda deĵerlendirme yºntemlerine 

olan ilginin artmasē ile yapay zek© kullanēmēna yºnelik ilgi giderek 

artmēĸtēr (Akar ve ark., 2022, Mahajan ve Sardana, 2015). Yapay 
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zeka algoritmalarē ºzellikle gºr¿nt¿ iĸleme uygulamalarēnda yaygēn 

olarak kullanēlmaktadēr (Akar ve Aydēn, 2017, Gen­ ve Akar, 2024, 

Aydēn, 2023, Taĸ, 2021, Taĸ ve ark., 2021, Arslantaĸ ve ¥kdem, 

2024).  

Domates Yaprak Hastalēklarē 

Domates yapraklarēndan gºrsel olarak tespit edilebilen 

hastalēklarēn belirti ve hastalēk tanēmlamasēna ait bilgiler Tablo.1ôd 

verilmiĸtir. Domates yapraklarēndaki hastalēklarē tanēmlamak i­in 

EfficientNetV2 ve YOLOv5 modellerini entegre ederek yapēlan 

­alēĸmada (Zhao ve ark., 2022), EfficientNetV2 modeli kullanēlarak 

hastalēklē yapraklarēn sēnēflandērēlmasē ger­ekleĸtirilmiĸ ve YOLOv5 

algoritmasē ile hedef tespiti yapēlmēĸtēr. YOLOv5'in, domates 

yapraklarēndaki hastalēklarē y¿ksek doĵruluk oranlarēyla tespit 

etmesi, tarēmda hastalēk yºnetiminde b¿y¿k bir adēm olarak 

deĵerlendirilmiĸtir. 

Tablo 1. Domates Gºrsel Hastalēk Belirtileri ve Nedenleri 

(Mokhtar ve ark., 2015)  

ķekil 1 ve ķekil 2ôde ise sērasēyla saĵlēklē ve hastalēklē 

domates yaprak gºr¿nt¿leri verilmiĸtir.  
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ķekil 1. Hastalēklē Domates Yapraklarē 

 

ķekil 2. Saĵlēklē Domates Yapraklarē 
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Geliĸtirilecek olan mobil uygulama da teĸhis edilmesi 

planlanan domates hastalēklarē ise aĸaĵēda sēralanmēĸtēr. 

1. Erken Yanēklēk (Early Blight): Domates bitkilerinde yaygēn 

olarak gºr¿len bir fungal hastalēktēr. Yapraklarda kahverengi lekeler 

ve kenarlarda sararmalarla karakterizedir. 

2. Saĵlēklē (Healthy): Bu sēnēf, hastalēklardan etkilenmeyen 

saĵlēklē domates yapraklarēnē temsil eder. Yapraklar tipik yeĸil 

renkte ve herhangi bir leke veya belirti gºstermez. 

3. Ge­ Yanēklēk (Late Blight): Domates bitkilerinde yaygēn 

olarak gºr¿len bir fungal hastalēktēr. Yapraklarda koyu lekeler, siyah 

noktalar ve kahverengi ­¿r¿meler oluĸur. 

4. Yaprak Minerleri (Leaf Miner): Yaprak minerleri, 

yapraklarēn i­ kēsēmlarēnda beslenen k¿­¿k bºceklerdir. Yapraklarda 

kahverengi izler ve benekler oluĸur. 

5. Yaprak K¿f¿ (Leaf Mold): Bu fungal hastalēk, yapraklarēn 

¿st y¿zeyinde beyaz veya sarē renkli k¿f tabakalarē oluĸturur. 

Yapraklar ¿zerinde lekeler ve deformasyonlar gºr¿lebilir. 

6. Mozaik Vir¿s¿ (Mosaic Virus): Mozaik vir¿s¿, domates 

bitkilerinde yaygēn olarak gºr¿len bir viral hastalēktēr. Yapraklarda 

renk deĵiĸimleri, mozaik desenleri ve deformasyonlar oluĸur. 

7. Septoria: Domates bitkilerinde yaygēn olarak gºr¿len bir 

fungal hastalēktēr. Yapraklarda kahverengi lekeler, sararma ve 

yaprak dºk¿lmeleri gºr¿l¿r. 

8. ¥r¿mcek Akarē (Spider Mites): Yapraklarēn alt kēsēmlarēnda 

bulunan ve bitki ºzsuyunu emen k¿­¿k ºr¿mcek benzeri 

bºceklerdir. Yapraklarda soluk lekeler ve sararmalar oluĸur. 

9. Sarē Yaprak Kēvrēlma Vir¿s¿ (Yellow Leaf Curl Virus): Sarē 

yaprak kēvrēlma vir¿s¿, domates bitkilerinde yaygēn olarak gºr¿len 

bir viral hastalēktēr. Yapraklarda sararma, vrēlma ve kēvrēk b¿y¿me 

belirtileri gºr¿l¿r. 
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Kullanēlan Teknolojiler 

Bu ­alēĸma kapsamēnda, domates yapraĵē hastalēĵē teĸhisini 

ger­ekleĸtirmek i­in, veri setlerini Kaggle platformundan elde 

edilmiĸ ve verileri etiketlemek i­in Roboflow platformu 

kullanēlmēĸtēr.  

Kullanēlan gºr¿nt¿ iĸleme modelinin eĵitimi s¿recinde ise 

YOLOv8 algoritmasē kullanēlmēĸtēr. Bu model, domates yapraĵē 

hastalēklarēnē tespit etmek i­in kullanēlan etkili bir nesne algēlama 

algoritmasēdēr. Eĵitim s¿reci Google Colab ¿zerinde 

ger­ekleĸtirmiĸtir. Google Colab, bulut tabanlē bird Jupyter defteri 

hizmeti sunarak model eĵitimini hēzlandērmēĸ ve hesaplama 

kaynaklarēnē saĵlamēĸtēr. 

Kullanēcē aray¿z¿ aĸamasēnda ise mobil uygulamayē 

geliĸtirmek i­in Flutter framework'¿ kullanēlmēĸtēr. Flutter, hēzlē ve 

etkili bir ĸekilde platformlar arasē mobil uygulamalar geliĸtirmesine 

olanak tanēyan a­ēk kaynaklē bir SDK'dēr. Bu sayede, domates 

yapraĵē hastalēĵē teĸhisi i­in geliĸtirilen mobil uygulama hem 

Android hem de iOS platformlarēnda yayēnlayabilecek ve geniĸ bir 

kullanēcē kitlesine ulaĸabilecektir. 

Bu teknolojilerin mobil platformlara entegrasyonu, hastalēk 

teĸhis s¿recini otomatikleĸtirme ve tarēm verimliliĵini artērma 

a­ēsēndan kullanēcēlara yardēmcē olabilecek potansiyele sahip 

olacaktēr. Yapēlan bu ­alēĸma, tarēmsal uygulamalarda teknoloji 

kullanēmēnēn potansiyelini ve etkisini gºstermeyi hedeflemektedir. 

Veri Seti ve ¥n Ķĸleme 

Domates yapraklarēndaki hastalēklarēn tespiti i­in toplamda 

4212 gºrsel kullanēlmēĸtēr (Tomato Leaves Veri Seti). Tomato Leaf 

Disease veri setinin %2'lik kēsmē test i­in rastgele se­ilerek ayrēlmēĸ 

ve test veri seti olarak adlandērēlmēĸtēr. Test veri setinin i­indeki her 

gºr¿nt¿ i­in model ­alēĸtērēlmēĸ ve tahmin sonu­larē kaydedilmiĸtir. 

Modelin performansē, ger­ek etiketler ile modelin tahmin ettiĵi 

etiketler arasēnda karĸēlaĸtērmalar yapēlarak deĵerlendirilmektedir. 
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Deĵerlendirme s¿recinde, modelin performansēnē ºl­mek 

i­in mAP (Mean Average Precision), Hassasiyet (Precision), 

Duyarlēlēk (Recall) ve F1-Skoru gibi metrikler kullanēlmēĸtēr.  

mAP (mean Average Precision), nesne tespiti ve bilgi 

­ēkarma gibi makine ºĵrenimi uygulamalarēnda model 

performansēnē deĵerlendirmek i­in yaygēn olarak kullanēlan bir 

metriktir. mAP, her sēnēf i­in hesaplanan Average Precision (AP) 

deĵerlerinin ortalamasēnē alarak hesaplanēr. 

ὃὖ Ὑ Ὑ ὖ 

Burada ὖ,  n. precision deĵerini, Ὑ, n. recall deĵerini ve 
Ὑ  ise (n-1). recall deĵerini ifade etmektedir. 

άὃὖ
ρ

ὔ
ὃὖ 

Burada ὔ , Toplam sēnēf sayēsēnē ve ὃὖ ise i. sēnēf i­in 

Average Precision deĵerini ifade etmektedir. 

Hassasiyet (Precision) metriĵi ise bir sēnēflandērma 

modelinin pozitif tahminlerinin ne kadarēnēn doĵru olduĵunu ºl­er. 

Precision, doĵru pozitif (true positive, TP) tespitlerin, t¿m pozitif 

tespitlere oranēdēr. 

ὖὶὩὧὭίὭέὲ
Ὀέøὶό ὖέᾀὭὸὭὪὝὖ

Ὀέøὶό ὖέᾀὭὸὭὪὝὖ ὣὥὲὰĥ ὖέᾀὭὸὭὪὊὖ
 

Burada Doĵru Pozitif (TP): Modelin doĵru bir ĸekilde pozitif 

olarak sēnēflandērdēĵē ºrnekleri, Yanlēĸ Pozitif (FP) ise Modelin 

pozitif olarak sēnēflandērdēĵē, ancak aslēnda negatif olan ºrnekleri 

ifade etmektedir. 

Duyarlēlēk (Recall), modelin ger­ekten pozitif olan t¿m 

ºrnekleri ne kadar iyi tespit ettiĵini gºsterir. Baĸka bir deyiĸle, 

modelin t¿m pozitif ºrnekler arasēndan ka­ tanesini doĵru bir ĸekilde 

pozitif olarak sēnēflandērdēĵēnē ºl­er. Bu metrik, doĵru pozitif (true 
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positive) oranēnē deĵerlendirir ve yanlēĸ negatifleri (false negatives) 

minimize etmeyi hedefler. 

 

ὙὩὧὥὰὰ
Ὀέøὶό ὖέᾀὭὸὭὪὝὖ

Ὀέøὶό ὖέᾀὭὸὭὪὝὖ ὣὥὲὰĥ ὔὩὫὥὸὭὪὊὔ
 

 

Bu metrikler, modelin hastalēk tahminindeki baĸarēsēnē ve 

doĵruluĵunu deĵerlendirmek amacēyla hesaplanmaktadēr.  

Veri setinde kullanēlan gºrsellerin daĵēlēmē ise ĸu ĸekildedir: 

Å Erken Yanēklēk (Early Blight): 1.839 adet 

Å Mozaik Vir¿s¿ (Mosaic Virus): 1.750 adet 

Å Septoria: 1.632 adet 

Å Yaprak K¿f¿ (Leaf Mold): 1.625 adet 

Å Sarē Yaprak Kēvrēlma (Yellow Leaf Curl): 1.611 adet 

Å Yaprak Minerleri (Leaf Miner): 1.357 adet 

Å ¥r¿mcek Akarē (Spider Mites): 1.229 adet 

Å Ge­ Yanēklēk (Late Blight): 1.193 adet 

Å Saĵlēklē (Healthy): 730 adet 

¥n iĸleme adēmēnda, ilk olarak veri setinin temizleme 

iĸlemleri yapēlmēĸtēr. Domates yapraklarēnēn gºr¿nt¿lerinden oluĸan 

veri setinde bulunan gereksiz s¿tunlar ve etiketler atēlmēĸtēr. Bu 

gºrseller Roboflow platformu ¿zerinden aĸaĵēdaki iĸlem adēmlarē 

kullanēlarak iĸlenmiĸtir. 

Å Otomatik yºnlendirme uygulanmēĸtēr. 

Å Yeniden boyutlandērma yapēlarak,  boyutlar 640x640 piksel 

olacak ĸekilde sabitlenmiĸtir  

Å Veri artērma iĸlemi ger­ekleĸtiriliĸtir.  
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Veri artērma iĸlemi ĸu ĸekilde yapēlmēĸtēr: 

Å Gºr¿nt¿ kesme oranē minimumda %0, maksimumda %2 

olacak ĸekilde belirlenmiĸtir. 

Å Parlaklēk deĵiĸimi -20% ile +20% arasēnda olacak ĸekilde 

belirlenmiĸtir. 

Å Bulanēklēk efekti maksimum 1 piksel olacak ĸekilde 

uygyulanmēĸtēr. 

Toplamda 3 kat veri artērma (augmentation) yapēlarak eĵitim 

setindeki gºrsel sayēsē 10,746'ya ulaĸtērēlmēĸtēr. Bu gºrsellerin 

9,801'i eĵitim setinde, 783'¿ doĵrulama setinde ve 162'si test setinde 

kullanēlmēĸtēr. 

 

ķekil 3. Test Setinin Hastalēk Sēnēflandērma Sonu­larē 
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Roboflow ¿zerinden alēnan API linki ve API anahtarē (API 

key) ile istek yoluyla model test edilmiĸtir. ķekil 3 ve ķekil 4ôte 

kullanēlan veri setinin test ve test sonucuna iliĸkin gºrseller 

sunulmuĸtur. 

 

 

ķekil 4. Confusion Matrix Sonu­larē 

Mobil Uygulama ve Entegrasyonu 

Mobil uygulamanēn geliĸtirilmesi ve entegrasyonu 

aĸamasēnda, geliĸtirilen modelin kullanēcēlara sunulmasē i­in bir API 

oluĸturulmuĸtur. Mobil uygulama, kullanēcēnēn telefonundan ­ekilen 

veya galeriden se­ilen domates yapraĵē gºr¿nt¿s¿n¿ API'ye 
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gºnderir. API, bu gºr¿nt¿y¿ iĸleyerek hastalēk teĸhisini 

ger­ekleĸtirir ve sonu­larē mobil uygulamaya geri gºnderir. API 

entegrasyonu, mobil uygulamanēn Flutter ile geliĸtirilmesi sayesinde 

hem Android hem de iOS platformlarēnda sorunsuz ­alēĸmasēnē 

saĵlar. Bu s¿re­, uygulamanēn kullanēcē dostu olmasēnē ve geniĸ bir 

kullanēcē kitlesine hitap etmesini saĵlamaktadēr. ķekil 5ôte 

geliĸtirilen mobil uygulamaya ait sistemin UML diyagramē 

verilmiĸtir.  

Geliĸtirilen mobil uygulamanēn ana ekran gºr¿nt¿s¿ne ait 

gºrseller ĸekil 6ôda verilmiĸtir.  

 

 

ķekil 5. Sistem UML Tasarēm Diyagramē 
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Uygulama ana ekranēnda kullanēcēlarēn hastalēk teĸhisinde 

kullanēlmak ¿zere domates yaprak gºr¿nt¿s¿n¿ mobil cihazēn 

galerisinden ya da mobil cihazēn kamerasēndan y¿kleyebilmeleri i­in 

ilk se­enek ekranē bulunmaktadēr (ķekil 7).  

 

ķekil 6. Mobil Uygulamanēn Ana Ekran Gºr¿nt¿s¿ 

Bu sayede kullanēcēlar mevcut hastalēklē yaprak 

gºr¿nt¿lerinden uygulamanēn tahmin doĵruluĵunu test edebilmesi 

ya da kullanēcēya baĸka bir cihazdan gºnderilen gºr¿nt¿leri 

kullanarak veya mobil cihazēn kamerasēndan alēnacak gºr¿nt¿ ile 
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hastalēk tespiti yapabilmelerinin saĵlanmasē ama­lanmēĸtēr. ķekil 

8ôde ise sonu­ ekranē gºsterilmektedir.   

 

   

                     (a)                                                             (b) 

ķekil 7. Mobil Cihaz Galeriden Gºrsel Se­me (a) ve Kameradan 

Gºrsel Se­me (b) 
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ķekil 8. Sonu­ Ekranē 

Sonu­ ve Tartēĸma 

Bu ­alēĸma, mobil uygulama aracēlēĵēyla domates 

yapraĵēndaki hastalēklarēn teĸhis edilmesi amacēyla geliĸtirilen bir 

yºntemin detaylarēnē sunmaktadēr.  

Geliĸtirilen mobil uygulama tarēm sektºr¿ndeki 

profesyoneller ve amatºr bah­ēvanlar gibi geniĸ bir kullanēcē kitlesi 

i­in tasarlanmēĸtēr. Kullanēcēlar, domates yapraklarēnda gºr¿len 

­eĸitli hastalēklarēn hēzlē ve etkili bir ĸekilde teĸhis edilmesi i­in 

uygulamayē kullanabilirler. Bu sayede domates yapraklarēnda 

gºr¿lebilecek hastalēklarēn erken teĸhis edilmesi ve hēzlē bir ĸekilde 
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m¿dahale edilmesi saĵlanarak, ¿r¿n verimliliĵi artērabilir ve ¿r¿n 

kayēplarē azaltabilecektir. 

Uygulama, gºr¿nt¿ iĸleme ve yapay zeka tekniklerini 

birleĸtirerek, domates yapraklarēndaki ele alēnan hastalēklarē tanēma 

yeteneĵine sahiptir. Yapay zeka ve gºr¿nt¿ iĸleme teknolojilerin 

mobil platform ¿zerinde bir araya gelmesi, uygulamanēn hēzlē, doĵru 

ve g¿venilir sonu­lar ¿retmesini saĵlayacaktēr. 

Geliĸtirilen mobil uygulama aracēlēĵēyla domates yapraĵē 

hastalēklarēnēn yerinde ve doĵrudan kullanēcēlar tarafēndan kendi 

mobil cihazlarē kullanēlarak teĸhisi konusunda bir adēm atēlmēĸtēr. 

Ayrēca, gelecekte yapēlmasē planlanan ­alēĸmalar ile uygulamanēn 

daha da geliĸtirilmesi m¿mk¿nd¿r. Planlanan ­alēĸmalardan biri de 

veri setinin geniĸletilmesidir bu sayede geliĸtirilen mobil 

uygulamanēn daha fazla hastalēĵē tanēmasēnē saĵlayabilir. Diĵer 

taraftan kullanēcē aray¿z¿n¿n iyileĸtirilmesi ve mobil uygulamanēn 

diĵer bitki hastalēklarēnēn teĸhisi i­in uyarlanmasē gibi konular da 

¿zerinde durulmasē gereken alanlardēr. 
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Spor Kul¿pleri Ķ­in Hizmet Olarak Beyaz Etiketli 

Platform  
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GĶRĶķ 

Spor, farklē k¿lt¿r ve stat¿den milyonlarca insanē farklē 

yerlerde olsa bile bir noktada buluĸturabilen, t¿m d¿nyanēn aynē 

anda t¿ketebildiĵi bir ¿r¿nd¿r [1]. Spor kul¿pleri, taraftarlarē ile ne 

kadar ­ok iletiĸim kurup, onlar hakkēnda ne kadar ­ok bilgi sahibi 

olursa beklentilerini de o ºl­¿de belirleyip, o yºnde hizmet sunarak 

taraftarēn etkileĸimine olumlu katkēda bulunurlar [2]. Sporun 

end¿strileĸme s¿reci, ge­tiĵimiz y¿zyēlēn sonlarēna doĵru futbol 

ºzelinde yaygēnlaĸēp pop¿ler k¿lt¿r haline dºn¿ĸmesiyle baĸlayēp, 

sonrasēnda diĵer end¿stri alanlarēyla rekabet eder seviyeye 

 
1
 Senior Software Developer, Triodor R&D Center   

2
 Product Director, Azerion 
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ulaĸmēĸtēr. Spor end¿strisi, geliĸen teknoloji ve dijital platformlarēn 

da etkisiyle milyarlarca kiĸiye ulaĸarak, toplumsal ve ekonomik bir 

boyut kazanmēĸ, bu da bu sektºrde gelirlerin artmasēnē saĵlamēĸtēr.   

Spor end¿strisinde ama­, t¿keticilerin spor ile ilgili olan 

¿r¿nleri ve hizmetleri t¿ketebilecekleri bir pazar alanē yaratmaktēr 

[3]. Spor kul¿b¿ taraftarlarē m¿sabakalara katēlarak, kul¿b¿n ¿r¿n ve 

hizmetlerini satēn alarak veya internet sitelerine ve sosyal medya 

hesaplarēna ¿ye olarak takēmlarēyla aktif bir etkileĸim i­erisine 

girebilirler. Profesyonel spor kul¿pleri a­ēsēndan, taraftarlarēn bilet, 

¿r¿n, hizmet satēn alma ve spor etkinliklerine katēlma kararlarēnē 

etkileyen faktºrlerin tespit edilmesi ºnemlidir. ¢¿nk¿, taraftarlarēnēn 

istek ve ihtiya­larēnē doĵru ĸekilde analiz edip bu bilgilerle taraftar 

katēlēmēnē artērmaya yºnelik etkili stratejiler oluĸturarak gelirlerini 

ve marka deĵerini artērabilirler [4]. Bir firmanēn m¿ĸteri tabanēnē 

oluĸturmak ve baĵlēlēĵēnē s¿rd¿rmek, firmanēn yalnēzca ñyeniden 

satēn alma davranēĸēnēnò ºtesine bakmasēnē gerektirebilir. Taraftar 

katēlēmē/baĵlēlēĵē da, spor baĵlamēnda m¿ĸteri katēlēmēnēn ºzel bir 

bi­imi olarak gºr¿lebilir. Bu baĵlēlēk davranēĸlarēnē kolaylaĸtērmak, 

aynē ĸekilde bir spor ¿r¿n¿n¿ yeni pazarlara sunarken de b¿y¿k 

ºnem taĸēmaktadēr [5]. Her spor kul¿b¿n¿n ihtiya­larē ve hedefleri 

farklē olduĵundan taraftar uygulamalarēnēn, kul¿b¿n ºzelliklerine ve 

hedeflerine uygun ĸekilde ºzelleĸtirilebilir olmasē b¿y¿k bir avantaj 

saĵlamaktadēr. T¿rkiye'de bir­ok spor kul¿b¿n¿n, b¿y¿k kul¿pler de 

dahil olmak ¿zere, ya mobil uygulamasē bulunmamakta ya da 

mevcut uygulamalarē eksik ve verimsiz ­alēĸmaktadēr. Bu durum, 

spor kul¿plerinin dijital gelir fērsatlarēnē deĵerlendirememesine ve 

taraftarlarēyla dijital baĵ kuramamasēna neden olmaktadēr. 
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¢alēĸmamēzēn amacē, geliĸtirilecek platform ile spor 

kul¿plerinin taraftarlarēyla daha yakēn bir iliĸki kurmalarē, uygulama 

i­i satēn alēmlarla gelirlerini arttērmalarē ve eldeki ge­miĸ verinin 

kullanēlmasēyla taraftar deneyimini geliĸtirmektir. Uygulama 

geliĸtirmek ve yºnetmek zaman alēcē ve maliyetli olabileceĵi i­in bu 

proje ­ēktēsēnēn beyaz etiket ­ºz¿m¿, spor kul¿plerinin strateji 

belirlemelerinde ºnemli bir rol oynayacaktēr. 

Y¥NTEM 

¢alēĸma kapsamēnda ñgamificationò (oyunlaĸtērma) ºzellikleri 

eklenmiĸ hibrit bir uygulama ­er­evesi geliĸtirmek i­in ñUnity 

Engineò kullanēlmēĸtēr. Buradaki amacēmēz, hibrit uygulama yapēsē 

ve Unity motoru kullanan oyunlaĸtērma ile iki tarafēn da en iyi 

ºzelliklerini birleĸtirerek, diĵer oyun motorlarēnēn limitlerini 

aĸmaktēr. API u­ noktalarēnē baĵlama ve y¿kleme, doku verilerini 

ºnbellekleme, canlē veri g¿ncellemeleriyle ilgilenme ve kullanēcēya 

yetkilendirme, kimlik doĵrulama ve diĵer mesajlarē iletme 

ºzellikleri i­eren bir ­er­eve geliĸtirilmektedir. Bu ­er­eve aynē 

zamanda, ­evrimdēĸē veri depolayabilecek, gºsterebilecek ve canlē 

veriyi analiz edip baĵēmlēlēklarēna karar vererek, uygulama ve 

oyunlaĸtērma fonksiyonaliteleri arasēnda stabil ve hēzlē ge­iĸ 

saĵlayacak bir yapē oluĸturacaktēr. Bir yandan, uygulamanēn 

kullanēcē aray¿z¿nde reklam gºstermek i­in bir ­ºz¿m 

geliĸtirilmektedir; sponsor ve yerel reklamlar i­in ayrē hatlar 

kullanēlacak ve reklamlar kendi arka y¿z¿m¿z veya Google 

AdManager aracēlēĵēyla gºsterilecektir. Bºylelikle diĵer 

uygulamalarda uygulanan basit bir ¿st ¿ste gelme olayēnēn ºn¿ne 

ge­ilmesi planlanmaktadēr. 
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Unity, mobil i­in optimize edilmiĸ entegre oyun geliĸtirme 

ara­larē sunmakta ve end¿strideki pop¿lerliĵi mevcut teknolojiden 

yararlanmamēza olanak tanēmaktadēr. Proje, hem oyunlaĸtērma hem 

de uygulama geliĸtirmeyi i­erdiĵi i­in oyunlaĸtērma tarafēndaki 

ihtiya­larēmēzē destekleyebilecek oyun motoru olarak Unityônin 

kullanēlmasē tercih edilmiĸtir. Bºylelikle, kullanēcēnēn oyunlarē 

oynamak i­in uygulamadan ayrēlmasēna gerek kalmadan uygulama 

i­inde etkileĸim oyunlarēnē dahil edebilmesi m¿mk¿n olacaktēr. 

Burada geliĸtireceĵimiz oyunlar 3D olacaĵē i­in yerel bir ­er­eve ile 

aynē kaliteyi elde etmemiz m¿mk¿n olmayacaktē. Bu y¿zden ­er­eve 

­ºz¿m¿m¿z; ºnbelleĵe almayē optimize etmek ve uygulama ile 

oyunlaĸtērma katmanlarē arasēnda kesintisiz veri iletiĸimini saĵlamak 

i­in Veri > Sistemler > Gºrevler > Gºr¿n¿mler tasarēm modelini 

kullanmaktadēr. Burada; 

¶ Veri katmanē; uygulamanēn durumudur,  

¶ Sistemler katmanē; mantēksal iĸlemleri yºnetir ve veriyi 

yºnlendirir,  

¶ Gºrevler katmanē; birleĸtirilmiĸ bir operasyon i­in bir dizi 

ayrēlmēĸ sistem ­alēĸtērēr,  

¶ Gºr¿n¿mler katmanē ise; verileri kullanēcēya gºrselleĸtirir ve 

kullanēcēnēn, sistemleri ve gºrevleri kullanarak veri ile 

etkileĸime ge­mesine izin verir. 

Sºz konusu platform i­in yapēm hattēnē i­eren saĵlam bir temel 

oluĸturulmuĸtur. Uygulama i­erisine, esnekliĵi sayesinde bir­ok 

men¿ye de uygulanabilen ñyerli reklamcēlēkò entegre edilmiĸtir. 

Oyunlaĸtērma katmanēnē geniĸletirken, uygulamamēzē en iyi ĸekilde 

y¿klemek i­in bir varlēk y¿kleme ­ºz¿m¿n¿n eklenmesi gerekmiĸtir. 

Ana uygulamayē askēya alēp onunla iletiĸim kurarken bir yandan 
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oyunun i­inde performansē s¿rd¿rebilecek bir sistem gereklidir. 

Kullanēcē deneyimini zenginleĸtiren ve kullanēcē baĵlēlēĵēnē artēran 

bir­ok yeni ºzellik entegre edilmiĸtir. Uygulamanēn oyunlaĸtērma 

katmanē geniĸletilerek genel fonksiyonalitesini arttērmak i­in 

­alēĸmalar ger­ekleĸtirilmiĸtir. Kullanēcēlarēn favori spor 

kul¿pleriyle etkileĸime girebileceĵi t¿m bileĸenler tek bir merkezde 

oluĸturulmuĸtur. Uygulama; g¿nl¿k gºrevler, kul¿p puanlarē, rozet 

biriktirme, ĸans ­arkē, oyunlar ve lider tablolarēndan oluĸan bir 

oyunlaĸtērma katmanēna sahiptir. 

Yapēlan bu geliĸtirmeler s¿resince canlē ma­lara baĵēmlē 

olunmasē nedeniyle test aĸamalarēnda birtakēm teknik zorluklarla 

karĸēlaĸēlmēĸtēr. Kul¿pler arasēndaki veri uyumsuzluklarē, eksik 

oyuncu varlēklarē, yanlēĸ puanlama ve grafik sorunlarē da ­ºz¿lmesi 

gereken diĵer zorluklar arasēndadēr. Kullanēcē eriĸilebilirliĵini ve 

rahatlēĵēnē artērmak i­in farklē platformlarda (iOS ve Android) ñDeep 

linkingò (derin baĵlantē) ºzelliĵi kullanēlmēĸtēr. Bu ºzellik, 

kullanēcēlarēn anlēk bildirimlerden doĵrudan uygulama i­indeki ilgili 

ekranlara sorunsuz bir ĸekilde gitmesine olanak tanēyarak genel 

kullanēcē deneyimini geliĸtirmektedir. 

SONU¢LAR 

¢alēĸmanēn ­ēktēsē, spor kul¿plerine u­tan uca b¿t¿nleĸik bir 

taraftar baĵlēlēk aracē ve gelir modeli sunmaktadēr. Spor kul¿plerine 

ekstra bir geliĸtirme y¿k¿ ve iĸg¿c¿ ihtiyacē oluĸturmadan 

kiĸiselleĸtirilmiĸ taraftar veri tabanēna eriĸim imkanē saĵlamaktadēr. 

Taraftarlar, uygulama ¿zerinden oyun oynamaktan bilet satēn 

almaya, ma­ skoru tahmininden spor i­eriklerini izlemeye kadar her 

t¿rl¿ hizmete/i­eriĵe eriĸebilirler. Ayrēca, spor kul¿plerinin ana gelir 

saĵlayēcēlarē olan sponsorlar ve reklamverenler i­in dijital reklam 
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envanteri ve dijital reklam satēĸ algoritmasē oluĸturulmuĸ ĸekilde 

uygulama anahtar teslim olarak kul¿plere sunulmakta; kul¿plerin 

yazēlēmē ayrē servis saĵlayēcē, i­eriĵi ayrē i­erik saĵlayēcē, reklam 

teknolojilerini ayrē medya ajansē ile farklē kulvarlarda yºnetmesine 

ihtiya­ kalmamaktadēr. Dolayēsēyla geliĸtirilen bu platform, bir spor 

kul¿b¿n¿n taraftar, sponsor, reklamveren ve i­erik ¿reticisi 

bileĸenlerinin hepsini kapsayarak bu unsurlarē b¿t¿nleĸik bir ĸekilde 

adreslemektedir. Ayrēca proje ­ēktēsē, bir beyaz etiket platform 

hizmeti ĸeklinde sunulmaktadēr.  
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Akēllē ķehirler: Bibliyometrik Analiz  
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Giriĸ 

Akēllē ĸehirler, vatandaĸlarēn yaĸam kalitesini ve kentsel 

hizmetlerin verimliliĵini artērmak i­in teknoloji ve verilerden 

yararlanēr. Nesnelerin interneti (IoT) ve makine ºĵrenimi, b¿y¿k 

ºl­ekli veri toplama, analiz ve karar almaya yºnelik akēllē ĸehirlerde 

­ºz¿m ¿retme teknolojileri olarak ortaya ­ēkmēĸtēr. Bu teknolojiler 

daha yaĸanabilir, s¿rd¿r¿lebilir ve verimli ĸehirlerin yaratēlmasēnda 

b¿y¿k potansiyele sahiptir. Buna karĸēlēk, akēllē ĸehirlerin 

potansiyelini ger­ekleĸtirmek i­in ele alēnmasē gereken veri gizliliĵi, 

g¿venlik ve etik konular ile ilgili zorluklar devam etmektedir. 

Akēllē ĸehirler, Nesnelerin Ķnterneti (IoT) sensºrleri, baĵlē 

cihazlar, yapay zeka (AI) ve ger­ek zamanlē olarak ­eĸitli 

kaynaklardan veri toplamak ve analiz etmek i­in b¿y¿k veri analitiĵi 

gibi ­eĸitli teknolojilerden faydalanēr. Akēllē bir ĸehrin amacē, bu 
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verileri ulaĸēm, enerji, su yºnetimi, atēk yºnetimi ve kamu g¿venliĵi 

gibi kentsel hizmetlerin verimliliĵini ve etkinliĵini artērmak i­in 

kullanmaktēr. ķehirlerin geleceĵinin teknolojik, sosyal ve ­evresel 

eĵilimlerin bir birleĸimi olarak ĸekillendirilmesi gereklidir. 

Akēllē ĸehir kavramlarē, kentleĸmenin getirdiĵi zorluklara ve 

s¿rd¿r¿lebilir kentsel geliĸime duyulan ihtiya­tan ortaya ­ēkmēĸtēr. 

Nesnelerin Ķnterneti, yapay zeka ve b¿y¿k veri analitiĵi gibi ­eĸitli 

teknolojilerin birlikte kullanēmē, kentsel hizmetlerin verimliliĵini 

artērmak, kaynak t¿ketimini azaltmak ve yaĸam standardēnē 

y¿kseltmek gibi ama­larē hedeflemektedir; bu vatandaĸlar i­in daha 

iyi bir yaĸam kalitesi yaratēr. Teknolojilerin geliĸimiyle, akēllē 

ĸehirler, akēllē tarēm, akēllē end¿stri, akēllē ­ift­ilik, akēllē saĵlēk 

hizmeti, akēllē trafik ve akēllē yayalar gibi ­eĸitli uygulamalardan veri 

toplayēp, yaĸam standardēnē iyileĸtirmek i­in verileri analiz ederek 

entegre edebilirler (Wang vd., 2018). 

Bibliyometrik Analiz  

Bibliyometrik analiz, belirli bir konu ¿zerinde ¿retilen 

akademik yayēnlar arasēndaki iliĸkilerin sayēsal analizi olarak 

tanēmlanēr. Yayēn veri tabanlarēndan elde edilen bibliyografik 

bilgiler aracēlēĵēyla sayēsal verileri kullanan bibliyometrik analiz, 

yazarlar, kurumlar ve ¿lkelerle ilgili atēf analizi, atēf grafikleri ve 

anahtar kelime grafikleri gibi sonu­larē analiz etmek ve sunmak i­in 

bir yºntem olarak ortaya ­ēkar. Bibliyometrik analiz, belirli bir konu 

¿zerinde akademik yayēn ¿reten araĸtērmacēlarēn etkisini ve 

araĸtērmacēlar arasēndaki etkileĸimin boyutlarēnē ortaya ­ēkarmayē 

ama­lar. Bibliyometrik analiz, belirli bir alan veya disiplin i­indeki 

kalēplarē ve eĵilimleri daha iyi anlamak i­in bibliyografik verilerin 

sistematik olarak incelenmesini i­eren nicel bir araĸtērma 

yºntemidir. Bu yºntem, araĸtērmacēlarēn araĸtērma alanēndaki ºnemli 

yazarlarē, etkili yayēnlarē ve ortaya ­ēkan konularē belirlemesini 

saĵlar. Bibliyometrik analiz, bilimsel veri tabanlarēndan, 

dergilerden, konferans bildirilerinden ve diĵer ilgili yayēnlardan 

bibliyografik verilerin toplanmasēnē ve analiz edilmesini i­erir. 

Genel olarak, bibliyometrik analiz, atēf sayēlarē, ortak yazarlēk aĵlarē, 
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yayēn kalēplarē ve anahtar kelime analizi gibi temel metriklerin 

yazēlēm ara­larē veya platformlarē aracēlēĵēyla belirlenmesine olanak 

tanēr. Bibliyometrik analiz ­eĸitli ara­lar ve teknikler aracēlēĵēyla 

kolaylaĸtērēlabilir. Bu ara­lar, ilgili bilimsel yayēnlarēn toplanmasēna, 

d¿zenlenmesine ve analiz edilmesine yardēmcē olur. Bu ara­lardan 

bazēlarē ĸunlardēr: Scopus, Web of Science, Google Scholar. 

 

Metodoloji   

Bu ­alēĸmada, 2012-2024 yēllarē arasēnda Web of Science veri 

tabanēnda "Akēllē ĸehirler", "Yapay Zeka" ve "Nesnelerin Interneti" 

anahtar sºzc¿kleri kullanēlarak yapēlan bibliyometrik analiz 

sonucunda toplam 1375 sonu­ elde edilmiĸtir. ¢alēĸma 24 Ekim 

2024 tarihinde yapēlmēĸtēr. Konuyla ilgili 2012 yēlē ve 2024 yēllarē 

arasēnda yayēnlanan ­alēĸmalar ele alēnmēĸtēr. 1375 sonu­ arasēnda 

literat¿rde "Akēllē ĸehirler", "Nesnelerin Interneti "Yapay Zeka" 

kavramlarēyla ilgili 915 makale, 259 iĸlemlem gºren makale, 14 

kitap bºl¿m¿, 12 editoryal materyal, 154 incelemede olan makale, 4 

­ekilen yayēn, 21 erken eriĸim yayēnē, ve 1 yeni gelen ºzet olduĵu 

tespit edilmiĸtir. VOSviewer programēnē kullanarak akēllē ĸehir 

kavramē ¿zerine akademik araĸtērmalar araĸtērēlmēĸ ve 

haritalanmēĸtēr. Web of Sciences veri tabanēndan alēnan veriler, 

yazar, atēf, dergi, ¿lke, organizasyon ve anahtar sºzc¿kler temelinde 

analiz edilmiĸtir. 

Nicel tekniklerin kullanēlmasē, sºz konusu araĸtērma alanēndaki 

mevcut durumun ve geliĸim eĵilimlerinin tanēmlanmasēna olanak 

tanēr. Sonu­lar, belirli bir dºnemdeki ana araĸtērma yºnleri, eĵilimler 

ve yayēn sayēsēndaki deĵiĸiklikler hakkēnda fikir verir.  

 

Araĸtērma Sonu­larē 

Yēllara Gºre Daĵēlēm 

Yayēnlarēn 2012-2024 veri aralēĵēna dahil edildiĵi ķekil 1ôde, 

s¿rekli artēĸlar ve azalēĸlarla birlikte s¿reksiz bir evrim 
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gºzlemlenmektedir. En ¿retken yēl 2022 ile en d¿ĸ¿k yayēn sayēsēna 

sahip yēl 2012 olduĵu gºr¿lmektedir.  

 

ķekil 1. 2012-2024 yēllarē arasēndaki yayēn ve atēflarē 

gºstermektedir. 

Tablo 1. Yēllara Gºre Yayēn Sayēsēnē Gºstermektedir. 
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Kaynak: Yazar tarafēndan d¿zenlenmiĸtir. 

Ortak Yazar Analizi (Co -Authorship with Authors )  

Ortak yazar analizi, yazarlar arasēndaki iĸ birliĵi aĵlarēnē tespit 

etmek i­in kullanēlmaktadēr (Kurnaz, 2021; Hērlak, 2024).  

Ortak Yazarlē Yazar Analizi 

Bu analizde en az bir yayēnē ve en az bir atēfē bulunan yazarlarēn 

listelenmesi baz alēnmēĸtēr. Bu kriter se­imi ile 187 yazardan 143ôi 

incelemeye dahil edilmiĸtir. Daha b¿y¿k daireler ve harita etiketleri 

daha b¿y¿k ºnemi temsil etmektedir. Benzer renklere sahip olanlar 

aynē k¿meye aittir (van Eck ve Waltman, 2010). ķekil 2ôde 

yazarlarēn konu hakkēndaki yayēn sayēsēna gºre yoĵunluĵu ve 

yazarlar arasē iĸ birliĵi aĵē gºr¿lmektedir.  
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ķekil 2. Ortak Yazar Analizi Aĵ Haritasē 

Yazarlarēn iliĸki durumunun iki alt k¿mede toplandēĵē 

gºr¿lmektedir. Her bir k¿medeki yazarlarēn birbiri ile ­alēĸmalarē 

bulunmaktadēr. Bununla beraber bu analizle bu konu hakkēnda en 

­ok yayēn yapan ve en ­ok atēf alan yazarlar gºr¿lmektedir. Sayēsal 

deĵer olarak bakēlacak olduĵunda konu hakkēnda en ­ok atēf alan ilk 

10 yazar Tablo 2ôde gºsterilmektedir. 

Tablo 2. Ortak Yazarlē Aĵ K¿mesi 

K¿me 1 (Kērmēzē) K¿me 2 (Yeĸil) 

Cho, gi hwan 

Ra, ēn-ho 

Shojafar, mohammad 

Sing, saurabh 

Yoon, byungun 

Jo, jeong hoon 

Park, jong hyuk 

Sharma, pradip kumar 

Sicato, jose costa sapalo 

 

Ortak Yazarlē Organizasyon Analizi (Co - authorship with 

Organizations) 

 

ķekil 3. Ortak Yazarlē Organizasyon Analizi Haritasē.  

 

Organizasyonda en az 1 makale ve 1 atēf olsun, 133 

organizasyondan 102 si bu eĸiĵi ger­ekleĸtiriyor. Ķki k¿meden 

oluĸuyor. Kērmēzē ve yeĸil k¿meler Tablo 3ôde gºsterilmiĸtir. Tablo 

4ôde organizasyonlarēn makale ve atēf sayēlarē gºr¿lmektedir. 

lebanese amer univ, 2 yayēn, 41 atēf ile birinci; birla ēnst technol & 
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sci pilani 2 yayēn, 32 atēf ile ikinci; univ amer 2 yayēn, 48 atēf ile 

¿­¿nc¿ sērada gºr¿lmektedir.  

Tablo 3. Ortak Yazarlē Organizasyon Aĵ K¿mesi 

K¿me 1 (Kērmēzē) K¿me 2 (yeĸil) 

air univ  

charles Darwin univ 

lebanese amer univ 

linnaeus univ 

symbiosis ēnt deemed univ 

vellore ēns technol 

chandigarh univ 

chitkara univ 

lovely profess uni 

middle east univ 

princess nourah bint abdul 
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Tablo 4. Ortak Yazarlē Organizasyonda Makale ve Atēf sayēsē Aĵ 

K¿mesi 

Organizasyon Makale Atēf Etki 

g¿c¿ 

lebanese amer univ 2 41 10 

birla ēnst technol&sci pilani 2 32 9 

univ amer 2 48 7 

beijing univ technol 1 19 6 

ccēs prince sultan univ 1 19 6 

chandigarh univ 2 1 6 

childrens natl hosp 1 19 6 

chitkara univ  2 1 6 

csēr cso 1 30 6 

dēt univ 1 30 6 

gulzar grp ēnst 1 30 6 

guru nanak dev engn coll 1 30 6 

king khalid univ  1 30 6 

manipal acad higher educ 1 30 6 

univ cent punjab 1 19 6 

univ educ  1 19 6 

univ engn& technol taxila 1 19 6 

air univ   1 40 5 

chales Darwin univ 1 40 5 

linnaeus univ 1 40 5 

lovely profess univ 1 1 5 

Middle east univ 1 1 5 

princess nourah bint abdurrahmahman 

univ 

1 1 5 

symbiosis ēnt deemed bello 1 40 5 

univ andress bello 1 11 5 

univ bernardo ohigging 1 11 5 

univ cent chile 1 11 5 

univ Santiago chile 1 11 5 

vellore ēnst technol 1 40 5 

dongguk univ 1 237 4 

 

 



 

--213-- 

 

Ortak Yazarlē ¦lke Atēf Analizi (Co - authorship with 

Countries) 

¦lke atēf analizi, konu ile ilgili yayēnlarēn ¿lkelere gºre 

daĵēlēmēnē ve aldēklarē atēf sayēlarē arasēndaki etkileĸimi ortaya 

koymaktadēr. ¦lkenin en az 1 yayēnē ve en az 1 atēfē olsun. 39 

¿lkeden 32 ¿lke bu eĸik deĵerini saĵladēĵē ve 7 k¿meden oluĸtuĵu 

ĸekil 4ôde gºr¿lmektedir. Atēf sayēlarēna dayalē sonu­lara 

bakēldēĵēnda, australia 4 yayēn ve 483 atēfla ilk sērada, mauritius 1 

yayēn ve 440 atēfla ikinci sērada ve South korea 4 yayēn ve 271 atēfla 

¿­¿nc¿ sērada yer aldēĵē, makale sayēlarēna bakēldēĵēnda, ēndia 13 

yayēn ve 217 atēfla ilk sērada, peoples r china 9 yayēn ve 179 atēfla 

ikinci sērada ve saudi arabia 7 yayēn ve 78 atēfla ¿­¿nc¿ sērada yer 

aldēĵē gºr¿lmektedir. ¦lke atēf analizinden elde edilen etkileĸim 

grafiĵi aĸaĵēda ķekil 4ôde sunulmuĸtur. En b¿y¿k halkaya sahip ¿lke 

en ­ok yayēnē olan ¿lkedir. Tablo 4ôde aynē k¿mlerde yer alan ¿lkeler 

bulunmaktadēr. 

 

ķekil 4. ¦lke Atēf Analizi aĵ Haritasē 
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Tablo 5. ¦lke Atēf Analizi Aĵ K¿mesi 

K¿me1 

Kērmēzē 

K¿me 2  

Yeĸil 

K¿me 3 

Mavi  

K¿me 4 

A­ēk yeĸil 

K¿me 5 

Mor  

K¿me 6 

Mavi  

K¿me 7 

Portakal  

Jordan 

Lebanon 

Pakistan 

sweden 

Denmark 

India 

South 

Africa 

Thailand 

Australia 

Mauritius 

singapore 

Egypt 

Saudi 

arabia 

U arab 

emiratet 

England 

Scotland 

South 

korea 

Greece 

Peoples 

r chine 

France 

Usa 

 

Eĸ Anlamlē Kelime Analizi (Co-Occurrence with Author 

Keywords)  

 

ķekil 5. Eĸ Anlamlē Kelime Analizi 

Ortak kelime aĵē, anahtar kelimelerin birlikte kullanēm 

durumlarē doĵrultusunda d¿ĵ¿mleri ve baĵlantēlarē gºstermektedir. 

Renkleri aynē olan d¿ĵ¿mler, k¿meleri; d¿ĵ¿m boyutlarē ise kelime 

sēklēklarēnē ifade etmektedir. Beraber oluĸma sēklēĵē, aynē k¿medeki 

d¿ĵ¿mlerin arasēndaki mesafeden ve aralarēndaki baĵlantēlarēn 

kalēnlēĵēndan fark edilebilmektedir (Atabay vd., 2019; Hērlak, 2024). 

Akēllē ĸehir, nesnelerin interneti, yapay zeka konusunda en ­ok 

kullanēlan anahtar kelimelerin belirlenmesi ve bu deĵiĸkenler 

arasēndaki iliĸkilerin tespit edilmesi amacē ile anahtar kelime analizi 

yapēldē. En az 3 anaktar kelime bulunma koĸulu baz alēndēĵēnda, 171 
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anaktar kelimeden 15 anaktar kelime bu koĸulu saĵladē. ķekil 5ôde 

birbiriyle ilgili kelimeler 4 k¿me oluĸturmuĸtur. Tablo 6ôda en ­ok 

tekrar eden kelimenin "artificial intelligence" olduĵu gºr¿lmektedir. 

Tablo 6. Eĸ Anlamlē Kelime Analizi k¿me daĵēlēmē 

Anahtar Kelime Tekrar Eden Anahtar 

Kelimeler 

Etki g¿c¿ 

artificial intelligence 25 64 

smart cities 25 62 

ēnternet of things 22 54 

smart city 19 42 

big data 8 28 

ēnternet of things(ēot) 8 18 

ēnternet of things 7 16 

Iot  6 16 

artificial ēntelligence 7 15 

Blockchain 4 13 

Security 4 13 

Sustainability 4 13 

machine learning 5 12 

deep learning 4 11 

artificial 

intelligence(ar) 

3 7 

 

Ortak Atēf Analizi (Co-citation Analysis) 

Ortak atēf analizi (Co-citation analysis), belirli yayēnlarēn ya da 

yazarlarēn baĸka ­alēĸmalarda birlikte ne sēklēkla atēf aldēĵēnē 

incelemektedir. Bu analiz, literat¿rdeki belirli araĸtērma alanlarēnē, 

temalarē veya entelekt¿el yapēlarē ortaya ­ēkarmak i­in 

kullanēlmaktadēr. 
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Atēf Yapēlan Referanslarēn Ortak Atēf Analizi (Co-Citation with 

Cited References) 

Orijinal ºrneklem 1375 yayēndan en az 4 kez atēf yapēlan 29 

yayēna d¿ĸ¿r¿ld¿. Bu 29 en ­ok atēf yapēlan referansa dayanarak, bu 

­alēĸma platform araĸtērma alanē i­inde ortak atēf analizi yoluyla aĵē 

oluĸturdu. Sonu­lar 29 referansēn dºrt k¿meye ayrēldēĵēnē, her rengin 

bir k¿meyi temsil ettiĵini gºsteriyor. ķekil 6 ôda atēf yapēlan 

referanslarēn ortak atēf analizi sonu­larē gºr¿lmektedir. 

 

ķekil 6. Atēf Yapēlan Referanslarēn Ortak Atēf Analizi Haritasē (Co-

Citation with Cited References) 

 

Tablo 7ôde ilk on sērada yer alan yazarlardan, en y¿ksek ortak 

atēfa sahip yazarlar atēf sayēsēna gºre sēralanmēĸtēr. 

 

 

 

 

 


