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ÖNSÖZ 

 

Günümüzde veri, iş ekosisteminde, sadece analizlerin 

hammaddesi olarak değil, işletmelerin aktif bilgi ortakları olarak da 

görülmektedir. Veri, veri tipine ve araştırmanın amacına uygun 

araştırma yöntemleri ile işlendiğinde iş süreçlerinde anlamlı 

değişimi sağlayan kullanılabilir içgörüler/bilgiler üretebilmektedir. 

Veri Analitiği olarak adlandırılabilecek bu sürecin önemi her geçen 

gün hızla artmaktadır. Rekabet gücünü ve karlılıklarını arttırmak 

isteyen işletmeler, Veri Analitiği yöntemlerini de kapsayan Yapay 

Zeka teknolojilerini aktif bir şekilde kullanmaktadırlar. İşletmelerin 

tüm disiplinlerinde kullanılan bu analitik/teknolojik yaklaşımlar; 

karar verme sürecinde objektif çıktılar/görseller sunmaktadır.  

Kitabımızda pazarlamada; müşteri tercihlerinin, belirli 

ürünleri/hizmetleri kullanan müşterilerin profillerinin, ürün/hizmete 

ilişkin güçlü, zayıf ve geliştirilmesi gereken özelliklerin ortaya 

çıkmasını sağlayan analitik yöntemler (Conjoint Analizi, TURF 

Analizi, Önem Derecelendirme Analizi, Önem-Performans 

Diyagramı, Gizli Sınıf Analizi) uygulanmış ve işletmenin her 

disiplininde veriden üretilebilecek görseller (Veri Görselleştirme) 

oluşturulmuştur. Tüm bu analitik yöntemler ve görseller R 

programlama dili kullanılarak uygulanmıştır. Bu uygulamaların 

kodları okuyucu ile paylaşılmıştır.  

Küreselleşmiş dünyada uluslararası ticaret hem işletmelerin 

hem de ülkelerin stratejilerini belirlemede oldukça önemlidir. Bu 

alanda ileri, sofistike veri analitiği yöntemlerinin kullanılması 

rekabet gücünü arttırmaktadır. Kitabımızda ileri veri analitiği 

yöntemlerinden biri olan Ağ Analizi ile ürün bazlı uluslararası ticaret 

ağları analiz edilmiştir. Ürün bazlı uluslararası ticaret ağlarının 

sistematik analizi, literatüre önemli katkılar sağlayacaktır. Bununla 

birlikte çalışma, uluslararası ticaret yapan işletmelere ve ülke 

ekonomisinde strateji belirleyen karar vericilere de önemli bir rehber 

niteliğindedir.      

Yapay Zekâ alanındaki hızlı değişim, işletmelerin ve ülkelerin 

bu alanda stratejilerini geliştirmelerini zorunlu hale getirmiştir. 
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Kitabımızda Küresel Yapay Zeka Endeksi temel alınarak, çok 

boyutlu halka diyagramı (Sunburst graph) ile ülkelerin; bölge, rejimi 

ve gelir grubu değişkenleri ile Yapay Zeka alanındaki gelişmişlikleri 

arasındaki ilişkiler gösterilmektedir. Bununla birlikte ileri Veri 

Analitiği yöntemlerinden biri olan Çok Boyutlu Ölçekleme 

uygulanarak, Küresel Yapay Zeka Endeksini oluşturan bileşenler 

arasındaki ilişkiler analiz edilmiştir. İşletmeler ve ülkeler, 

çalışmanın çıktılarını esas alarak bulundukları bölgelerdeki, Yapay 

Zeka alanındaki gelişmişlikleri ile ilgili durum tespiti yapabilecek ve 

gelir grupları, ülke rejimlerinin Yapay Zeka’daki gelişmişliği nasıl 

etkilediğini görebileceklerdir. Bu içgörüler Yapay Zekâ alanında 

yeni stratejilerin geliştirilmesini sağlayacaktır.   

Altı bölümden oluşan kitabımız işletmecilikte veri analitiği 

uygulamalarına yeni bir bakış açısı getirmektedir. Kitabımızın, Veri 

Analitiği alanında çalışan araştırmacılara katkı sağlamasını diliyoruz  

İstanbul, 2024 

Editör 

Prof. Dr. Çiğdem Arıcıgil Çilan 
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BÖLÜM I 

 

 

Veri Görselleştirme 
 

 

Latife Sinem SARUL 
 

1. Giriş 

Veri görselleştirme her türlü sayısal analizin öncesinde, 

incelenen veri setinin anlaşılmasında ve doğru değerlendirilmesinde 

önemli ipuçları vermenin ötesinde verilerin dağılımı, aykırı 

değerlerin tespiti gibi konularda da araştırmacılar için önemli bir 

bilgi sunmaktadır.  Bu anlamda veri görselleştirmede kullanılan 

grafik türlerinin tanınması ve bilinmesi araştırmacılar için önemli  

bir konudur. Bu çalışmada yaygınlıkla kullanılmakta olan grafikler 

ile gelişmiş grafik türlerine yer verilmiştir. 

2. Grafik türleri 

Grafik türlerini kategorik ve nümerik değişkenler için veya tek 

ve çok değişkenler için grafikler şeklinde farklı şekillerde kategorize 

etmek mümkündür(Jones,Harden&Crawley, 2023). Tek  değişken 

için histogram, yoğunluk grafiği(density plot), kutu 

grafikleri(boxplot), nokta grafiği(dotplot), sütun grafikleri(barchart) 

ve daire grafikeri (pie chart) kullanılabilirken iki değişken için 

dağılım grafikleri(scatter plot), kutu grafiği(box and whisker plot) ve 
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faktör düzeyinde sütun grafikleri kullanılabilmektedir. Bu temel 

grafiklerin yanında ısı grafiği(heat map), donut map, violin grafiği 

gibi gelişmiş grafikler de verinin incelenmesinde yaygın olarak 

kullanılabilmektedir.  

2.1. Kategorik Data 

Bu bölümde kategorik verilerin incelenmesinde kullanılan 

grafik türlerine yer verilmiştir. 

2.1.1. Sütun Grafik(Barplot) 

Sütun grafikler analizlerde yoğunlukla kullanılmakta olan bir 

grafik türüdür. Histogram grafikleri ile şekilsel olarak benzerlik 

göstermekle birlikte sütun grafikleri kategorik veri tipinde, 

histogramlar ise nümerik veri tiplerinde kullanılmaktadır. Sütun 

grafiklerinde  yatay eksende kategoriler, düşey eksende ise 

kategorilerin aldıkları nümerik değerleri, her bir sütun yüksekliği 

değişkenin toplam veri seti içindeki yüzdesini oransal olarak 

gösterecek şekilde verilmektedir. Diğer bir deyişle düşey eksende 

değişkenin frekansı veya yoğunluğu bulunurken, yatay eksende 

kategoriler bulunmaktadır(Crawley,2013).  Düşey sütun grafikleri 

oldukça aşina olduğumuz temel bir grafik türü olmakla birlikte yatay 

sütun grafikleri de değişkenleri birbirlerine göre kıyaslamaya olanak 

tanıması açısından oldukça kullanışlı bir yapı olarak sıklıkla 

kullanılmaktadır. Bununla birlikte değişkenlerin içerdikleri 

kategorilere göre tek bir grafikte gösteren başka kullanım şekilleri 

de bulunmaktadır.  

R grafik oluşturmak için barplot() kodu ile sütun grafik 

oluşturabileceğimiz gibi ggplot2 paketini yükleyerek ggplot() kodu 

ile de sütun grafik oluşturabiliriz. Aşağıda temel düzeyde bir sütun 

grafiği örneği verilmiştir. Sadece barplot() fonksiyonu ile temel 

düzeyde bir grafik oluşturabileceğimiz gibi “main” parametresi ile 

başlık ekleyebilir, “xlab” parametresi ile yatay ekseni ve “ylab” 

parametresi ile düşey ekseni isimlendirebiliriz. Ayrıca “col” 

parametresi ile sütunları renklendirebiliriz. 
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library(AER) 

data("CollegeDistance") 

table(CollegeDistance$gender) 

levels(CollegeDistance$gender) 

levels(CollegeDistance$gender) <- c("Erkek", "Kadın") 

barplot(table(CollegeDistance$gender))  

barplot(table(CollegeDistance$gender), main="Araştırmaya katılan öğrencilerin 

cinsiyete göre dağılımı", xlab="Cinsiyet", 

col=c("blue","green")) 

 

Şekil1. Sütun grafik örneği 

 

2.1.2. Yığılmış sütun ve gruplanmış grafikler(Column Stacked 

and group charts) 

Bu bölümde yığılmış sütun grafileri ve gruplanmış grafikler 

ayrı ayrı incelenmiş ve örneklendirilmiştir. 

2.1.2.1.Yığılmış sütun grafikler 

Sütun grafik ile ayrı sütunlar halinde verilen kategoriler tek bir 

sütun içinde veri setindeki oranına göre gösterilebilmektedir. 

Aşağıda CollegeDistance veri setinde araştırmaya katılan 
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öğrencilerin etnik dağılımlarına göre cinsiyetlerini gösteren sütun 

grafik için R kodları verilmiştir. 

Burada “legend” parametresi grafikteki değişkenlerin etiket 

bilgisini vermektedir. “pch” parametresi gösterime ilişkin şekli, 

“cex” parametresi ise etiketin büyüklüğünü belirlemektedir. 

 

counts<-table(CollegeDistance$gender, CollegeDistance$ethnicity) 

barplot(table(CollegeDistance$gender, CollegeDistance$ethnicity),  

        main="Etnik kökenlerine göre cinsiyet dağılımı", 

        xlab="Etnik kökenler",  

        col=c("darkblue","pink")) 

legend("topright",  legend = rownames(counts), 

       pch = 15,  col=c("darkblue","pink"),cex=0.6) 

 

Şekil2. Yığılmış Sütun grafik örneği 

2.1.2.2.Gruplanmış sütun grafikler 

Gruuplanmış sütun grafikler iki değişken arasındaki ilişkinin 

anlaşılmasında görsel olarak daha kolay karşılaştırma imkanı 

vermektedir. Yukarıda verilen R kodlarına “beside=TRUE” 

parametresi eklenerek kolaylıkla elde edilebilmektedir. 
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counts <- table(CollegeDistance$gender, CollegeDistance$ethnicity) 

barplot(table(CollegeDistance$gender, CollegeDistance$ethnicity),  

        main="Etnik kökenlerine göre cinsiyet dağılımı", 

        xlab="Etnik kökenler",  

        col=c("darkblue","pink"), beside=TRUE) 

 

legend("topright",  

       legend = rownames(counts), 

       pch = 15,  

       col=c("darkblue","pink"),cex=0.6) 

 

 

Şekil3.Gruplanmış Sütun grafik örneği 

2.1.3.Yatay Çubuk Grafik (Horizontal Bar Plot, Bar Stacked 

Proportional) 

Yatay çubuk grafikler görsel olarak gözlenen değişkenleri 

birbirlerine göre kıyaslamak açısından oldukça faydalı olan sütun 

grafiklerin bir diğer formudur. Zorunluluk olmamakla birlikte, 

sütunların sıralanmasında değişkenlerin bütün içindeki yüzdelerinin 

azalan sırada verilmesi grafiğin daha anlaşılabilir olması açısından 

önemlidir(Ralph,2019).  Veri setindeki kategorik değişken sayısı ve 
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değişkenlerin içindeki düzey sayıları arttıkça grafik karmaşık bir 

hale gelebileceğinden bu durumun göz önüne alınması 

gerekmektedir. R’da yatay grafik oluşturmak için barplot() koduna 

horiz=TRUE parametresini eklenmektedir. 

 

veri <- c(5, 24, 14, 35, 41, 24, 52, 27, 19, 12, 34, 15, 12,16, 8, 2, 9) 

s <- sort(veri) 

barplot(s, horiz = TRUE, xlab = "x ekseni",   ylab = "y ekseni", col="green", 

main ="Yatay Sütun Grafik" ) 

 

Şekil4. Yatay Sütun grafik örneği 

R’da ggcharts paketi kullanarak da yatay sütun grafik 

oluşturabiliriz. Aşağıda CollegeDistance veri setinde etnik 

kökenlere göre dağılıma yatay sütun grafik yardımıyla bakalım.  

ggcharts paketi ile sütun grafik oluştururken veriyi önceden 

sıralamamıza gerek olmaksızın column_chart fonksiyonunun içinde 

sıralama işlemi yapılmaktadır.  

 

#install.packages(AER) 

#install.packages(“ggcharts”) 

#library(AER) 
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#library(ggcharts) 

data("CollegeDistance") 

column_chart(CollegeDistance, x = ethnicity, sort=TRUE, horizontal = TRUE) 

 

Şekil5.Yatay Sütun grafik örneği2 

2.1.4. Pasta Grafik (Pie Chart) 

Veri seti içinde incelenen değişkenin içindeki her bir 

kategorinin bütün içindeki oranını gösteren bir grafik türüdür. 

Yaygın olarak kullanılmakla birlikte değişken içindeki her bir 

kategoriyi birbirine kıyaslamak gerektiğinde sütun grafiklere kıyasla 

elverişsiz bir yapıya sahiptir. Bu nedenle sütun grafiklere göre daha 

az tercih edilmektedir. Aşağıda CollegeDistance verisetinde 

öğrencilerin etnik kökenlerine göre dağılımını gösteren pie chart 

grafiği ve R kodları verilmiştir. 

 

#install.packages(AER) 

#library(AER) 

data("CollegeDistance") 

t <- as.data.frame(table(CollegeDistance$ethnicity)) 

colnames(t) <- c("etnik_koken","frekans") 

frekans_n    <-  as.numeric(t$frekans)  
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etnik_k        <-  as.character(t$etnik_koken) 

pct <- paste(round(frekans_n/sum(frekans_n)*100),"%",sep="") 

pie(frekans_n, labels = paste(as.character(t$etnik_koken), pct), 

main="Öğrencilerin Etnik Kökenlerine \n Göre Dağılımı",  

col=rainbow(length(frekans_n))) 

 

Şekil6. Pasta Grafiği örneği 

2.1.5. Doughnut Grafik 

Doughnut grafikler, pasta grafiklere(pie chart) benzer şekilde 

değişkenin bütün içindeki yüzdesini 360 derecelik bir çembere 

bölerek göstermektedir. Pasta grafiklerden farkı bu grafiklerin 

merkez kısmındaki boşluk ile en dış kısımda incelenen değişkenin 

başka bir değişkene göre kıyaslanma imkanı vermesidir. Örneğin bir 

endüstride beyaz yakalılar, mavi yakalılar ve çalışanlardan oluşan 

gruplamada her bir grubun ne kadarının erkek, ne kadarının 

kadınlardan oluştuğu bu grafikler sayesinde görsel olarak 

incelenebilmektedir. R programlama dilinde ggplot2 paketi ile 

doughnut grafikler çizilebilmektedir. Aşağıda verilen kodlar 

yardımıyla BankWages verisetinde beyaz yakalı, mavi yakalı ve 

çalışanların meslek bazında dağılımına bakalım. Gerekli 

kütüphaneler ve kodlamalar aşağıda verilmiştir. Veri setinin 

yüklenmesi ve düzenlenmesi; 
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#install.packages(AER) 

library(AER) 

data("BankWages") 

head(BankWages) 

bankwages <- as.data.frame(table(BankWages)) 

colnames(bankwages)<-c("meslek", "eğitim suresi", "cinsiyet","minority", 

"frekans") 

levels(bankwages$meslek) <- c("calisan", "mavi yaka" , "beyaz yaka") 

levels(bankwages$cinsiyet) <- c("erkek", "kadın") 

levels(bankwages$minority) <- c("hayır", "evet") 

Doughnut grafik ve tabloların oluşturulabilmesi için gerekli 

kütüphanelerin kütüphaneden çağrılması gereklidir. Eğer gerekli 

kütüphaneler daha önceden yüklendiyse sadece library komutu ile 

kütüphaneden çağırmak yeterlidir. Aksi halde install.packages 

komutu ile gerekli paketler yüklenmelidir. Bu işlemi sadece bir kez 

yapmak yeterlidir. 

#install.packages(ggplot2) 

#install.packages(webr) 

#install.packages(dplyr) 

library(ggplot2) 

library(webr) 

library(dplyr) 

# Frekans tablosu; 

frekans_tb = bankwages %>% group_by(meslek, cinsiyet) %>% summarise(n = 

sum(frekans)) 

print(frekans_tb) 

# Pie-Donut chart; 

PieDonut(frekans_tb, aes(meslek, cinsiyet, count=n), title = "Meslek bazında 

cinsiyet dağılımı") 
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Şekil7. Doughnut grafik örneği 

Şekil7’de beyaz yakalıların %88’i erkek, %12’ si kadın, 

calisan grubun tamamı erkek ve mavi yakalıların ise %57’sinin 

kadın, %43’ünün erkeklerden oluştuğu görülmektedir. Aşağıda 

farklı bir gösterim şekli için gerekli kod verilmiştir. 

PieDonut(frekans_tb, aes(meslek, cinsiyet, count=n), title = "Meslek bazında 

cinsiyet dağılımı", ratioByGroup = FALSE) 

 

Şekil8. Doughnut grafik örneği2 
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Şekil8’de beyaz yakalıların toplam içindeki yüzdesi olan 

%18’in %15,6’lık kısmının erkek, %2,1’lik kısmının ise kadınlardan 

oluştuğu, 

Çalışan grubun, tüm veri seti içinde %6’lık payı oluşturduğu 

ve bu grubun %5,7’sinin erkeklerden geriye kalan %0,3’lük 

kısmının ise kadınlardan oluştuğu, 

Mavi yakalıların tüm çalışanlar içinde %77 paya sahip olduğu, 

bu grubun ise %43,5’inin kadın, %33,1’ inin ise erkeklerden 

oluştuğu görülmektedir. 

PieDonut(frekans_tb, aes(meslek, cinsiyet, count=n), title = "Meslek bazında 

cinsiyet dağılımı",  ratioByGroup = FALSE, explode = 2) 

 

Şekil9. Doughnut grafik örneği3 

Şekil9’da ise daire grafiği oluşturan kısımlar birbirinden 

ayrılmıştır. 

2.1.6. Güneşyanığı Grafiği (Sunburst) 

Güneşyanığı grafiği, buzsaçağı grafiği(icicle chart), radial 

treemap, halka grafiği veya çok seviyeli pasta grafiği olarak da 

bilinmektedir(Kirk, 2019). Kategorik verilerin incelenmesinde 

kullanılan, özellikle hiyerarşik veri yapıları için uygun olan bir 

grafik türüdür. 
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İç içe geçmiş halkalardan oluşan yapıda her bir halka bir düzeyi 

göstermektedir. Merkezde başlayan “aile” katmanı, dış katmanlara doğru 

hiyerarşik bir yapıda içiçe yuvalanmış “yavru” katmanlarla devam 

etmektedir. Yanda bu yapıyı gösteren grafik verilmiştir. Her bir kategorik 

ayrım farklı renklerle gösterilmektedir. 

 

Şekil10. Güneş Yanığı Grafiği Taslağı 

Kaynak: https://datavizcatalogue.com/TR/yontemleri/gunes 

Aşağıda R’da plotly kütüphanesi kullanılarak basit bir 

sunburst grafiği oluşturabilmek için gerekli R kodları ve elde edilen 

grafik verilmiştir. R kodları: 

 

library(plotly) 

gunesyanigi <- plot_ly( 

 labels = c("Ali", "Cansu", "Mehmet", "Enis", "Nur", "Arden", "Ayşe", "Emre", 

"Azra"), 

parents = c("Fatma", "Ali", "Ali", "Mehmet", "Mehmet", "Ali", "Ali", "Ayşe", 

"Ali"),values = c(15, 14, 12, 10, 12, 28, 15, 14, 16), type = 'sunburst') 

gunesyanigi 

https://datavizcatalogue.com/TR/yontemleri/gunes_yanigi_grafigi.html
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Şekil11. Güneş Yanığı Grafiği örneği 

Güneşyanığı grafiği oluştururken dikkat edilmesi gereken 

nokta veri setinin içten dışa hiyerarşiyi gösterecek biçimde 

düzenlenmesi gerektiğidir.  

2.1.7. Dendrogram 

Dendrogram, hiyerarşik yapıdaki kategorik verilerin 

incelenmesinde kullanılan güneş yanığı grafiğine alternatif bir grafik 

türüdür. Verisetini oluşturan değişkenleri, bir kök düğümden 

başlayarak hiyerarşik olarak alt katmanlara doğru düzeysel olarak 

ilerleyen dallanmalardan oluşan  bir ağaç yapısında görmemize 

olanak sağlar.   

R’da AER paketi içinde var olan Equipment veri seti için 

dendrogram çizebilmek için gerekli olan R kodları aşağıda 

verilmiştir. Equipment veri seti, 25 ABD Eyaletine ilişkin ulaşım 

araçları için ekipman verisi içermektedir. Dendrogram çizebilmek 

için öncelikle nümerik veriler arasında dist fonksiyonu kullanılarak 

uzaklıklar hesaplanmıştır. Daha sonra hclust fonksiyonu ile 

hiyerarşik kümeleme yapılmış ve düzenlenen veri ile dendrogram 

çizilmiştir. 
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library(AER) 

data("Equipment") 

uzaklık <- dist(Equipment) 

hiyerarsik_Kume = hclust(uzaklık) 

plot(hiyerarsik_Kume) 

 

Şekil12. Dendrogram Grafiği örneği 

2.1.8. Ağaç Haritası(Treemap) 

Kategorik değişkenlerin veri seti içindeki oranını hiyerarşik 

olarak gösteren bir grafik türüdür. Her bir kategori veri seti içindeki 

oranına göre boyutlandırılan dikdörtgenlerle gösterilmektedir. R’da 

ağaç haritası çizebilmek için veri setinin iki faktör değişken ve bu 

faktörlerin veriseti içinde aldığı sayısal değerlerden oluşan bir 

nümerik değişken içerecek şekilde düzenlenmelidir. Faktör 

değişkenlerden birinin içinde, diğer faktör değişkenin miktarı, 

boyutları her bir grubun içinde aldığı değerle orantılı olarak 
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belirlenmiş içiçe dikdötgenler ile gösterilmektedir. R’da ggplot2, 

treemapify, plotly ve treemap paketleri ile  ağaç grafiği 

oluşturulabilir. Burada bakeoff paketi içinde var olan episodes_raw 

veri seti üzerinde treemap kütüphanesi ile oluşturulan bir ağaç 

grafiği örneği verilmiştir. Episodes_raw veri seti İngiltere’de yapılan 

bir yemek yarışmasında katılımcıların her bir bölümde yaptıkları 

yemekler, katılımcıların isimleri ve her bir bölümde teknik olarak 

puanlandırılmış nümerik değerleri içermektedir. 10 seri boyunca 

gerçekleştirilen yarışmada her bir seride  yarışmacıların yaptıkları 

yemeklerin teknik puanlarına göre ağaç grafiği örneği, verisetinin 

yüklenmesi ve gerekli kütüphanelerin yüklenmesi ile ilişkili R 

kodları aşağıda verilmiştir.  

 

library(bakeoff) 

data <- as.data.frame(episodes_raw) 

sum(is.na(episodes_raw)) 

bakershow=drop_na(episodes_raw) 

colnames(bakershow) 

library(treemap) 

treemap(bakershow,  index=c("series","baker"),  vSize = "technical",  

type="index", palette = "Blues", title="Yarışmacıların her bir serideki teknik 

puanları", fontsize.title = 12) 
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Şekil13. Ağaç Haritası Grafiği örneği: Yarışmacıların her bir 

serideki teknik puanları 

Bu grafikte farklı renklerdeki dikdörtgenler farklı serileri 

temsil etmektedir. Buna göre her bir seride yarışmacıların aldıkları 

teknik puanlara göre boyutlandırılmış içiçe dikdörtgenler 

görülmektedir. 

2.1.9. Şelale Grafiği (Waterfall) 

Şelale grafiği kategorik değişkenlerin nümerik artış ve 

azalışlarının net etkisini gösteren bir grafik türüdür. Çoğunlukla net 

gelir, kâr veya bütçe ile ilgili finansal verilerin analizinde önemli bir 

araç olmakla birlikte sağlık gibi diğer alanlarda da 

kullanılmaktadır(Gillespie, 2012). R’ da waterfall, ggplot2 ve plotly 

kütüphaneleri kullanılarak farklı yapılarda şelale grafikleri 

çizilebilmektedir. Aşağıda örnek olması için yapay veri üreterek 

hem waterfall kütüphanesi hem de plotly kütüphanesi ile 

oluşturduğumuz grafiklere bakalım. 

Waterfall kütüphanesi ile oluşturduğumuz grafiğin R kodları 

ve grafik aşağıda görülmektedir. 
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zamandilimi <- paste(paste0("Q", 1:4), rep(2023:2024, each = 4), sep = "-") 

veri <- round(rnorm(length(zamandilimi)),2) 

data <- data.frame(zamandilimi, veri) 

library(waterfalls) 

waterfall(values = veri, labels = zamandilimi) 

 

Şekil14. Şelale Grafiği örneği 

Bu grafiğe göre 2023-2024 arasındaki üç aylık periyotlarda 

0.29 ile başlayan anapara 0.31 ile sonlanmıştır. Plotly kütüphanesi 

ile oluşturduğumuz grafiğin R kodları ve grafik aşağıda 

görülmektedir. 

 

library(plotly) 

y = round(rnorm(length(zamandilimi)),2) 

x = paste(paste0("Q", 1:4), rep(2023:2024, each = 4), sep = "-") 

data = data.frame(x=factor(x,levels = x), y) 

grafik <- plot_ly(data, x = ~x, y = ~y, type = "waterfall", base = 0,  
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decreasing = list(marker = list(color = "Maroon", line = list(color = "red",                                                                             

width = 2))), increasing = (marker = list(color = "Teal")), totals = list(marker = 

list(color = "deep sky blue", line = list(color = 'blue', width = 3)))) 

grafik <- grafik %>%layout(title = "Üç aylık dönemlere gore net kazanç", xaxis 

= list(title = "", tickfont = "16", ticks = "outside"), yaxis = list(title = ""), 

waterfallgap = "0.3") 

grafik 

 

Şekil15. Şelale Grafiği örneği2 

rnorm fonksiyonu ile random veri ürettiğimiz için değer 

aralıkları bir önceki grafikten farklı olarak görülmektedir. Burada 

başlık ekleme, renk değiştirme gibi özelliklerle daha gelişmiş 

grafikler elde edilebilmektedir. 

3. Sürekli Data 

Bu bölümde sürekli değişkenlerin analizinde kullanılan grafik 

türlerine yer verilmiştir. 

3.1. Histogram 

Histogram nümerik bir değişkenin veri seti içindeki belirli 

aralıklardaki frekansını gösteren bir grafik türüdür. Sütun 

grafiklerden temel farkı sürekli tek bir değişkenin belirli aralıklarda 
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veri seti içindeki yoğunluğunu göstermesidir. Aşağıda R’da 

CigarettesB veri setindeki gelir değişkeni için temel bir histogram 

grafiği örneği verilmiştir. CigarettesB veri seti 1992 yılında 46 

Amerikan eyaleti için sigara tüketimi ile ilgili veri setidir. Income 

değişkeni her bir eyaletin gelir düzeyini göstermektedir. 

library(AER) 

data("CigarettesB") 

hist(CigarettesB$income) 

 

Şekil16. Histogram Grafiği örneği 

Yukarıda oluşturduğumuz grafiği, sütun renklerini 

değiştirmek, yatay ve düşey ekseni isimlendirmek, grafik başlığı 

eklemek, yoğunluk grafiği ve ortalamayı gösteren bir doğru eklemek 

suretiyle biraz daha geliştirebiliriz. 

 

library(AER) 

data("CigarettesB") 

hist(CigarettesB$income, 

 xlab = 'Gelir (USD)',  

 ylab = 'Frekans',  
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 main = 'Gelir Dağılımı',  

 col = 'blue', border = "white") 

abline(v = mean(CigarettesB$income), col='red', lwd = 3) 

lines(density(CigarettesB$income), col = 'green', lwd = 3) 

 

Şekil17. Histogram Grafiği örneği2 

3.2. Yoğunluk Grafikleri 

Yoğunluk grafiği, histogramda kutularla gösterilen frekans 

değerlerinin düzgünleştirilmiş halidir. Histogramlar ve yoğunluk 

grafikleri yukarıdaki örnekte verildiği gibi aynı grafik üzerinde 

gösterilebileceği gibi ayrı olarak da gösterilebilmektedir. Aşağıda 

CigarettesB veri setindeki gelir değişkeni için yoğunluk grafiği ve R 

kodları verilmiştir. 

 

library(ggplot2) 

library(AER) 

data("CigarettesB") 

ggplot(CigarettesB,  

aes(x = income)) + 
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geom_density(fill = "blue",         color = "blue", alpha = 0.5) + 

labs(title = "Gelire göre yoğunluk grafiği", x = "Gelir", y = "Density") 

 

Şekil18. Yoğunluk Grafiği örneği 

İki farklı değişkeni kıyaslamak için iki değişkeni aynı 

koordinat ekseni üzerinde de yoğunluk grafiği çizilebilir. Bunun için 

gerekli CigarettesB veri setini gelir ve fiyat değişkenlerini tek 

sütunda göstermek üzere düzenleyelim ve yoğunluk grafiklerini 

çizelim.  

library(ggplot2) 

library(AER) 

data("CigarettesB") 

data1 <- data.frame(type = c( rep("price", 46),      rep("income", 46) ), 

value = c(CigarettesB$price, CigarettesB$income)) 

ggplot(data1, aes(x=value, fill=type)) +  geom_density() 
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Şekil19. Yoğunluk Grafiği örneği2 

3.3. Kutu Grafik(Box Plot) 

Kutu grafikler, bir veya birden fazla nümerik değişken için 

çizilebilen grafik üzerinde min değer, birinci kartil, medyan, üçüncü 

kartil ve maksimum değer bilgilerini içeren oldukça kullanışlı, 

yaygın olarak kullanılmakta olan bir grafik türüdür. Kutu grafikler 

yardımıyle eğer varsa veri seti içindeki aykırı gözlemleri de tespit 

etmek mümkündür. Aşağıda kutu grafiklerin yapısını gösteren bir 

görsel verilmiştir. 

 

Şekil20. Kutu Grafiği Taslağı 

Kaynak: https://r-graph-gallery.com/boxplot.html 
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Aşağıda CigarettesB veri setindeki price ve income 

değişkenleri için tek değişkenin ve iki değişkenin birlikte olduğu iki 

farklı grafik örneği verilmiştir. boxplot fonksiyonu ile R tabanlı 

grafikler oluşturulabileceği gibi ggplot2 kütüphanesini kullanarak da 

kutu grafikleri çizebilmek mümkündür. 

 

library(AER) 

data(CigarettesB) 

boxplot(CigarettesB$price,  

main = "Fiyat değişkeninin dağılımı", 

        xlab = "Price", 

        col = "blue") 

 

Şekil21. Kutu Grafiği örneği1 

İki değişken için veri setini düzenlediğimizde aşağıda verilen 

kodları kullanarak kutu grafikleri çizebiliriz. 
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library(AER) 

data(CigarettesB) 

data1 <- data.frame( 

type = c( rep("price", 46),  

rep("income", 46) ), 

value = c(CigarettesB$price,CigarettesB$income)) 

boxplot(value ~ type, data=data1, 

main = "Fiyat ve gelir degiskenlerinin     dagilimi", 

col = c("#FFA500","#008000")) 

legend("topright",  legend = 

       unique(data1$type),  

       fill = c("#FFA500","#008000"),  

       border = "black", title = "type") 

 

 

Şekil22. Kutu Grafiği örneği2 
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3.4. Violin Grafik 

Sürekli bir değişkenin yoğunluğunu göstermede kullanılan, 

yoğunluk grafiği ile kutu grafiklerinin birleşiminden oluşan bir 

grafik türüdür. Violin grafikte, kutu grafiğine benzer şekilde ortada 

bulunan nokta ile medyan değeri ve violinin ortasından geçen bir 

çizgi üzerinde birinci ve üçüncü kartil değerleri görülmektedir. 

Aşağıda kutu grafikleri ile violin grafiğinin ortak özelliklerinin 

görüldüğü bir görsel eklenmiştir. 

 

Şekil23. Kutu Grafiği Taslağı 

Kaynak: Hintze, J. L., & Nelson, R. D. (1998). Violin plots: a box plot-density trace 

synergism. The American Statistician, 52(2), 181-184. 

R programında vioplot paketi ve viplot() fonksiyonu ile veya 

ggplot2 paketi ve geomviolin() fonksiyonu ile violin grafikler 

çizilebilmektedir. Aşağıda vioplot paketi kullanılarak CigarettesB 

veri seti için violin grafik örneği verilmiştir. 

 

library(vioplot) 

degisken1 <- data1$value[data1$type==price] 

degisken2 <- data1$value[data1$type==income] 

vioplot(x1, x2, names=c("price", "income"),  col="blue") 

title("Fiyat ve Gelir için Violin Grafik") 
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Şekil24.  Violin Grafiği örneği 

3.5. Scatter Plot(Dağılım Grafiği) 

İki nümerik değişken arasındaki ilişkinin incelendiği grafik 

türüdür(Ieno, Zuur, 2015). Gözlem noktalarına ilişkin etiket ve 

büyüklük eklenerek daha gelişmiş dağılım grafikleri de oluşturmak 

mümkündür. 

R tabanlı bir dağılım grafiği çizmek için plot() fonksiyonu 

kullanılabileceği gibi ggplot2() paketi ve geom_point() fonksiyonu 

ile de R’da dağılım grafiği çizilebilmektedir(Ralph,2019). Aşağıda 

DAAG paketi içinde var olan houseprices veri seti için plot() 

fonksiyonu ile temel bir dağılım grafiği örneği verilmiştir. 

“houseprices” veri seti 1999 yılında Avusturalya’da satılan 15 ev 

için, yüzey alanı, banyo sayısı ve satış fiyatı verilerini içermektedir. 

 

library(DAAG) 

houseprices <- houseprices 

plot(houseprices$area, houseprices$sale.price,  

    main="Ev fiyatları ile Yerin 

    büyüklüğü\n    arasındaki ilişki",  
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    xlab="Yerin Büyüklüğü", 

    ylab="Satış Fiyatı") 

 

Şekil25.  Dağılım Grafiği örneği 

3.6. Çoklu dağılım grafiği (Pairplot) 

İkiden fazla nümerik değişkenin birbirleriyle ikili 

değişimlerini aynı eksen üzerinde gösteren çoklu bir dağılım grafiği 

türüdür. Aşağıda DAAG paketi içinde var olan houseprices veri seti 

için pairs() fonksiyonu ile temel bir çoklu dağılım grafiği örneği 

verilmiştir. 

 
library(DAAG) 

houseprices <- houseprices 

pairs(houseprices) 
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Şekil26.  Çoklu Dağılım Grafiği örneği 

3.7. Çizgi Grafik  

Bir nümerik değişkenin değişimini gösteren grafik türüdür. 

Birden fazla nümerik değişkenin çizgi grafiği aynı eksen üzerinde 

gösterilerek birbirinden bağımsız değişkenlerin değişimlerindeki 

farklılıklar incelenebilmektedir. R’da ggplot2 paketi ve ggplot() 

fonksiyonu ile çizgi grafiği oluşturabilmektedir. “casualdata” paketi 

içinde var olan avokado veri seti 2015 ile 2018 yılları arasında 

avokado ortalama satış fiyatı verilerini içermektedir.  Aşağıda 

avokado satış fiyatının yıllara göre değişimini gösteren çizgi grafiği 

verilmiştir. 

library(ggplot2) 

library(causaldata) 

data <- avocado 

ggplot(data=data, aes(x=Date, 

 y=AveragePrice, group=1)) + 

  geom_line()+ 

  geom_point() 
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Şekil27.   Çizgi Grafiği örneği 

3.8. Isı Haritası(Heat Map) 

Isı haritası değişkenler arasındaki ilişkiyi renklerle görsel 

olarak gösteren bir grafik türüdür. Genellikle çok büyük ve karmaşık 

veri setlerinde verilerin dağılımını incelemek hatta aykırı değerlerin 

varlığını tespit etmek için kullanılabilir. Eksenleri oluşturan 

kategorik değişkenlerin alt düzeylerinin sayısı arttıkça ve veri seti 

büyüdükçe gözle bakılarak renkler arasındaki geçişleri anlamak zor 

olacağından  incelenen veri setinin ısı grafiği oluşturulmadan önce 

sıralanması veya kümele analizi ile düzenlenmesi gerekebilir. Veri 

setinin yoğun olduğu bölgeleri göstermek için açık renklerden 

başlayarak koyulaşan renkler kullanılmaktadır. Ayrıca ısı grafiğine 

bitişik olarak verilen dendogramlar da grafiğin anlaşılması açısından 

destekleyici olabilmektedir.  

R programlama dili ile R tabanlı temel grafik(R base), ggplot2 

paketi ile ve plotly paketi ile olmak üzere üç farklı şekilde ısı grafiği 

oluşturabilmektedir. R tabanlı en basit ve yalın ısı grafiği için 

heatmap() fonksiyonu yeterli olmakla birlikte ggplot2 ve plotly 

paketleri farklı esneklikler sunmaktadır. heatmap() ve plotly() 

fonksiyonlarıyla R’ da heatmap oluştururken veri yapısının matris 

biçiminde ve numeric olarak düzenlenmesi gerekmektedir.  
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Şekil28.   ShipAccidents veri seti için veri yapısıngörünümü 

 

Şekil29.   ShipAccidents veri seti için ggplot() fonksiyonuyla 

heatmap oluştururken veri yapısının biçimi 

Aşağıda AER paketindeki ShipAccidents veri seti üzerinde 

ggplot2 paketi ile bir ısı grafiği oluşturulmuştur. Bunun için gerekli 

R kodları; 

 
library(AER) 

library(ggplot2) 

data("ShipAccidents") 

ShAc <- ShipAccidents[,c(1,2,5)] 

colnames(ShipAccidents) 

ggplot(ShAc, aes(x = type, y = construction, fill = incidents))  
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+  geom_tile()  

+ scale_fill_gradient(low = "lightyellow", high ="red")  

+labs(x = "Gemi türü", y = "Yapim dönemi", title = "Gemi türlerinin yapim 

dönemlerine göre\n kaza gerceklesme sayisi") 

 

Şekil30.   Isı Haritası Grafiği örneği 

Şekil 28’de ise renk skalasına göre kaza sayılarının değişimi 

görülmektedir. Bu grafiğe göre en fazla kaza 1965-69 döneminde 

yapılan B tipi gemilerde gerçekleşmiştir. 
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BÖLÜM II 

 

 

Ürün Bazlı Uluslararası Ticaret Ağları ve Ağ 

Metrikleri 
 

Taylan YENİLMEZ 
 

1. Giriş 

Dünya ekonomisinde uluslararası ticaretin payı son elli yılda 

büyük bir artış göstererek iki katından fazlasına çıkmıştır (Şekil 1). 

Bu trend, 2008 Küresel Krizi ve COVID-19 pandemisi sonraları 

kesintiye uğrasa da halen devam etmektedir. Bu durum uluslararası 

ticareti bütünsel bir sistem olarak incelemeyi önemli bir araştırma 

konusu haline getirmektedir. Ağ analizi ise uluslararası ticaretin 

sistemik olarak analiz edilmesinde en fazla kullanılan araştırma 

yöntemlerinden birini oluşturmaktadır.   

Uluslararası ticaret veya dünya ticareti ağ analizi yöntemiyle 

son yirmi yıldır birçok açıdan incelenmiştir. Uluslararası ticareti tek 

bir ağ olarak ele alan çalışmaların yanında kimi sektörleri veya 

ürünleri ayrık ve tekil ağlar olarak inceleyen çalışmalar da 

mevcuttur. Öte yandan, ürün temelli bu ağların hep birlikte 

sistematik olarak incelendiği çalışmalar hem İngilizce hem de 

Türkçe literatürde çok az sayıda bulunmaktadır. Bu çalışma her bir 

ürün için uluslararası ticaret ağlarını hep birlikte inceleyerek 

literatürdeki böylesi bir boşluğu doldurmayı amaçlamaktadır.  
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Çalışmada ürün bazlı ağların ortaya çıkarılması için 1995 ve 

2021 yılları arasındaki uluslararası ticaret verisi kullanılmıştır. HS 4 

basamak detayındaki 1241 ürün ve 27 yıl için ayrı ayrı uluslararası 

ticaret ağı oluşturulmuştur. 1241 ürün ve 27 yıl için ortaya çıkan 

33507 ağın yoğunluk, karşılıklılık ve kümelenme katsayısı gibi ağ 

metrikleri hesaplanmıştır. Ortaya çıkan sonuçlara göre, yoğunluk, 

karşılıklılık ve kümelenme katsayıları birlikte hareket etmektedir. 

İncelenen 27 yıl içerisinde bu metrikler 2020 senesi dışında zamanla 

artış eğilimindedir. Söz konusu dönemde uluslararası ticaretin dünya 

ekonomisi içerisindeki payının ciddi bir şekilde arttığı göz önüne 

alındığında ağ yoğunluğunun artması da olağandır. Çünkü artan 

ticaret hacmi aynı zamanda ülkeler arasındaki yeni ticaret 

bağlantıları kurulmasına neden olacak; bu yeni ticaret bağlantıları da 

ağdaki bağlantı kapasite kullanım oranı olan yoğunluğu da 

artıracaktır.    

Çalışmada kullanılan regresyon analizi sonuçları 

göstermektedir ki; dünya ticaretindeki payı daha yüksek ürünlerde 

ağın yoğunluğu daha yüksek olurken, karşılıklılık ve kümelenme 

katsayıları da hem ticaret hacminden hem de yoğunluktan pozitif 

etkilenmektedir. Karşılıklılığın aralarında ticaret bağlantısı olan iki 

ülke arasındaki karşılıklı bağların oranı olduğu düşünüldüğünde, 

buradan çıkarılacak sonuç uluslararası ticaretin daha yoğun olduğu 

ürünlerde kurulan yeni bağlantıların genelde karşılıklı olduğudur. 

Kümelenme katsayısı ile bulunan pozitif ilişki ise bu dönemdeki 

yoğunlaşmanın daha çok mevcut ülke kümeleri içerisinde 

gerçekleştiğini göstermektedir. Yani yeni bağlantılar genelde 

halihazırda bağlı olan kümelerde kurulmaktadır. Çalışmanın bir 

diğer bulgusu ise makine, elektrik-elektronik, taşıt araçları gibi 

yüksek teknoloji içeren sektörlere ait ürünlerin ağlarının ortalamada 

daha yüksek yoğunluk, karşılıklılık ve kümelenme katsayılarına 

sahip olmalarıdır. Bu tarz ürünleri daha yoğun olarak gelişmiş 

ülkelerin ihraç ettiği düşünüldüğünde bu sonuç, dünya ticaretinin 

büyük bölümünün gelişmiş ülkelerin benzer ürünleri birbirlerine 

ihraç etmesi bulgusuyla uyumludur.  
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Uluslararası ticaret ağı bütün olarak veya değişik sektörler baz 

alınarak birçok çalışmanın konusu olmuşken ürün bazlı ağlar görece 

daha az ele alınmış bir konudur. Bu çalışma çok kapsamlı ve büyük 

boyutlu uluslararası ticaret verisini kullanarak ürün bazlı ağların 

karakteristiklerini ortaya çıkarmaya ve açıklamaya çalışarak hem ağ 

analizi hem de uluslararası ticaret literatürlerine katkı sunmayı 

amaçlamaktadır. 

Çalışmanın ikinci bölümü ilgili literatürü özetleyecek, üçüncü 

bölümü kullanılan veriyi ve metodolojiyi açıklayacak, dördüncü 

bölümü ağ analizinin sonuçlarını sunacak, beşinci ve son bölümü ise 

çalışmayı sonuçlandıracaktır.  

 

Şekil 1 – Dünya Ekonomisinde Uluslararası Ticaretin Payı 

(Kaynak: Dünya Bankası) 

2. Literatür 

Uluslararası ticaret ağı veya başka bir deyişle dünya ticareti 

ağı, Barabasi ve Albert (1999) sonrası ağ analizinin uygulandığı pek 

çok alandan biridir. Barabasi ve Albert (1999) çok farklı alanlardan 

farklı ağlardaki derece dağılımının aynı kuvvet kanunu (ölçek 

bağımsız) dağılımına oturduğunu göstermektedir. Buna göre bu 

ağlarda Erdös-Renyi ağ modelinin tam aksine son derece heterojen 

bir yapı bulunmaktadır. Çok az sayıda düğüm çok fazla sayıda 

bağlantıya sahipken, çok fazla sayıda düğüm ise çok az sayıda 

bağlantıya sahiptir. Örneğin internet ağında çok az sayıdaki sayfa 
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diğer sayfalardan on binlerce bağlantı almaktadır. Bunun yanında 

milyonlarca sayfaya hiç bağlantı bulunmamakta veya çok az bağlantı 

verilmektedir (Albert ve Barabasi, 2002). Bir diğer örnekte ise, az 

sayıda banka başka pek çok bankayla borç alışverişi içindeyken, çok 

fazla sayıda bankanın yalnızca birkaç banka ile borç alışverişi 

mevcuttur (Soramaki vd., 2007).  

Uluslararası ticaret ağını inceleyen öncül çalışmalardan 

birinde Serrano ve Boguna (2003) bu ağın da derece dağılımının 

kuvvet kanununa uyduğunu göstermiştir. Uluslararası ticarette bazı 

merkezi ülkelerin olması dünya ekonomilerinin ne kadar heterojen 

olduğu düşünüldüğünde son derece olağandır. Ayrıca Serrano, 

Boguna ve Vespignani (2007) uluslararası ticaret ağının yalnızca 

istatistiksel olarak anlamlı bağlantıların bulunduğu “omurgasını” 

çıkarmış, 1960 ile 2000 yıllarındaki omurgaları karşılaştırmıştır. İki 

ağda da birkaç merkezi düğümün etrafındaki tek bağlantılı 

düğümlerden oluşan yıldız şekli gözlenmektedir. 1960’tan 2000’e 

değişen ise Çin’in yeni ve çok kuvvetli bir merkez olarak 

yükselişidir. Uluslararası ticaret ağının topolojik özellikleri başka 

birçok çalışma tarafından da ortaya konmuştur (Li vd., 2003; 

Garlaschelli ve Loffredo, 2005; De Benedictis ve Tajoli, 2011; 

Kandogan, 2018). 

Uluslararası ticaret ağında merkezi düğümler bulunmasının 

yanında bir çevre-çekirdek yapısı da mevcuttur. Buna göre çekirdek 

sıkıca bağlı düğümlerden meydana gelirken çevre daha gevşek ve 

seyrek bağlantıların olduğu bir yapıdır1. Uluslararası ticaret ağında 

bu çekirdek-çevre yapısı yıllar içinde değişmeden devam etmiştir 

Fagiolo vd. (2010). Zhu vd. (2014) ise Asya-Pasifik bölgesindeki 

ağda çekirdek-çevre yapısının olduğu göstermiş ve bu ağdaki başat 

konumun Japonya'dan Çin'e geçtiğini belirtmiştir. Kostoska vd. 

(2020) ağdaki çekirdek-çevre yapısının SITC 2 basamak detayındaki 

sektörlerde de geçerli olduğunu göstermiştir.  

 
1 Uluslararası ticaret ağındaki bu yapıyı Wallerstein'ın Dünya Sistemi Teorisi'ndeki 

çekirdek-çevre yapısıyla karşılaştıran çalışmalar da mevcuttur (Kim ve Shin (2002); 

Smith ve Sarabi (2022)). 
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Söz konusu çekirdek-çevre yapısı uluslararası ticaretin büyük 

kısmının gelişmiş ülkelerin kendi arasında ve sektörler arası olmanın 

aksine sektör içi cereyan ettiği gözlemiyle uyumludur. Rikardo ve 

Hecksher-Ohlin uluslararası ticaret modelleri gelişmiş ve gelişmekte 

olan ülkeler arası ticareti her bir ülkenin belli bir sektörde 

uzmanlaşması üzerinden açıkladığı için uluslararası ticaretin büyük 

bir bölümü bu modellerin konusu dışında kalmaktaydı (Bergstrand 

ve Egger, 2006). Başta Krugman (1981) ve Melitz (2003) olmak 

üzere son kırk yıldaki pek çok çalışma ise ülkeler arasındaki sektör 

içi ticareti esas almış ve açıklamaya çalışmıştır. Uluslararası ticaret 

literatüründeki gelişmiş ülkeler arası ve benzer sektörlerdeki yoğun 

ticaret, ağ analizi açısında kuvvetle bağlı çekirdek anlamına 

gelmektedir.  

Uluslararası ticaret ağları incelenirken en önemli konulardan 

biri de kriz veya felaket anlarında ağın nasıl etkilendiğinin 

araştırılmasıdır. Örneğin Dünya ölçeğinde etkili olan 2008 finansal 

krizi öncelikle çekirdekteki gelişmiş ülkeleri etkilemiştir (Schiavo 

vd. (2010)).  Ayrıca bir ülkenin uluslararası ticaretindeki kuvvetli bir 

olumsuz değişimin ağda nasıl yayıldığının gözlenmesi de önemlidir 

(Askari vd. (2018)). Elbette ki COVID-19 nedeniyle uluslararası 

ticaretin gördüğü büyük zarar da ağ analizi perspektifinden 

incelenmiştir. Pandemi döneminde ağın yoğunluğu kuvvetle düşmüş 

(Vidya ve Prabheesh (2020)), olumsuz etki sektörler (Vidya vd. 

(2022)) ve ülkeler (Luo vd. (2023)) düzeyinde farklılıklar 

göstermiştir.  

Bu çalışmanın amaçları açısından uluslararası ticaret ağının 

bütününü değil, sektörel ticaret ağlarını ayrı ayrı inceleyen 

çalışmalar özellikle önemlidir. De Benedictis ve Tajoli (2010) bazı 

sektörlerde ülkelerin birbirine yoğun bir şekilde bağlı olduğu bir 

yapı gözlerken bazı sektörlerde kimi merkezi ülkeler diğer ülkeleri 

çevrelerinde toplamıştır. Yani sektörlere göre ağın yapısı 

değişmektedir. Barigozzi, Fagiolo, ve Mangioni, (2011) sektörel 

ağlardaki topluluk yapısını incelemişler ve kimya sanayindeki 

yapının tüm ağa en yakın olduğunu bulmuşlardır. Maluck ve Donner 

(2015), hem ülkesel hem sektörel bazda alt ağlar oluşturmuş ve bu 
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alt ağlara ait metriklerin birbirlerine istatistiksel olarak nasıl 

bağlandığını incelemişlerdir. Sartori ve Schiavo (2015) ülkeler 

arasındaki tarımsal ürünler ticaretini “sanal su ticareti” olarak ele 

almış ve ağ analizini yapmış; oluşan ağın 1986’dan 2010’a daha 

yoğun hale geldiğini; ancak genel kabulün aksine daha kırılgan 

olmadığını bulmuşlardır.  Zhu ve Liu (2023) ağ analizini elektronik 

sektöründeki dünya ticaretine uygulamış; ağın ölçek bağımsız 

olduğunu göstermenin yanında ağdaki kümeleri ortaya çıkarmıştır. 

Uluslararası ticaret ağını sektörel bazda analiz eden çalışmalara 

tekstil için Schütz ve Palan (2016), plastik atıklar için Pacini vd. 

(2021), orman ürünleri için Lovrić vd. (2018), tıbbi ürünler için Bai 

vd. (2022) örnek gösterilebilir. Ayrıca yukarıda aktarılan COVID-

19’un uluslararası ticarete ağına etkileri de enerji (Cai vd. (2022)) ve 

kahve (Bacsi vd. (2023)) sektörleri için incelenmiştir.   

Türkçe literatürde de uluslararası ticaret ağının analizini yapan 

çalışmalar genellikle sektörel ağlara yoğunlaşmaktadır. Örneğin, 

Soyyiğit ve Eren (2020) endüstriyel robotlar, Soyyiğit ve Eren 

(2022) tıbbi ekipmanlar, Soyyiğit ve Yavuzaslan (2018) zeytin 

sektörü için ağ analizi kullanmışlardır. Yenilmez (2023) ise 

Türkiye’nin uluslararası ticaret ağındaki konumunu ve merkeziliğini 

hem toplam dünya ticareti için hem de alt sektörler için incelemiştir.  

Bu çalışma ise uluslararası ticaretteki alt ağları bütün ürünler 

için sistematik bir biçimde incelemesiyle literatüre katkıda 

bulunmaktadır. Son derece geniş bir veri seti yardımıyla çok 

sayıdaki ürün ağındaki ağ metrikleri hem zamansal hem de 

dağılımsal yönden incelenmiştir. Çalışmadaki sonuçların 

literatürdeki uluslararası ticarete dair genel sonuçlarla uyumlu 

olması önemlidir.   

3. Veri ve Metodoloji 

Bu çalışmada 1995 ve 2021 yılları arasındaki ürün bazlı 

uluslararası ticaret ağlarını çıkarmak için BACI veri seti 

kullanılmıştır (Gaulier ve Zignago, 2010). BACI veri seti 

Harmonized System (HS) 6 hane detayında her ürün için 1995 ve 

2021 yılları arasındaki bütün uluslararası ticaret verisini 
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içermektedir. Bu çalışmanın amacına uygun olarak HS 4 detayındaki 

1241 ürünün her bir yıl için uluslararası ticaret verisi kullanılmıştır.  

Çalışmada sektörel bir analizin anlaşılır bir şekilde sunulması 

amacıyla 6 temel ürün grubu belirlenmiştir (Tablo 1). Bu gruplar 

"Tarım, Hayvancılık, Ormancılık ve Gıda Sanayii", "Madenler, 

Cam, Metaller", "Kimya Sanayii", "Tekstil", "Makine, Elektronik ve 

Taşıt Sanayileri" ve "Diğer" olarak özetlenmiş ve hangi ürünleri 

içerdikleri Tablo 1’de belirtilmiştir. 

Grup 

No 

HS 2 Basamak 

Kodu Ürün Grubu 

1 
01-24 ve 41-49 

Tarım, Hayvancılık, Ormancılık, 

Gıda Sanayii 

2 25-27 , 68-83 Madenler, Petrol, Cam, Metaller 

3 28-40 Kimya Sanayii 

4 50-67 Tekstil 

5 
84-89 

Makine, Elektronik ve Taşıt 

Sanayileri 

6 90-97 Diğer 

Tablo 1 – Çalışmada kullanılan ürün grupları 

Ağ analizini gerçekleştirmek için en önemli noktalardan birisi 

ağın nasıl tanımlanacağıdır. Uluslararası ticaret verisine ağ analizi 

uygulayan kimi çalışmalar belli ticaret hacimlerini eleyerek ağı 

yalnızca en önemli ticari bağlantılardan müteşekkil biçimde ele 

almışlardır. Örneğin Serrano vd. (2007) uluslararası ticaret ağını 

yalnızca istatistiksel olarak anlamlı ticari ilişkilerden oluşturmuş ve 

bu ağa “uluslararası ticaretin omurgası” adını vermişlerdir. Zhou vd. 

(2016) ise bir ülkenin yalnızca en önemli ticari bağlantılarını ağa 

dahil etmişlerdir. Bu yöntemlerdeki amaç ağdaki genel eğilimlerin 

ve örüntülerin görülmesini engelleyecek çok sayıda bağlantıyı 

temizleyerek en önemli bağlantıları ortaya çıkarmaktır. Bu 

çalışmada ise HS 4 basamak detayındaki her bir ürün için 

uluslararası ticaret ağı kurulduğu için her bir ağdaki bağlantı sayısı 

nispeten az olmaktadır. Ek olarak ağ metriklerinin analizinde kimi 
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ağların elenmesinden kaynaklı bir veri kaybı istenmemektedir. Bu 

nedenle herhangi bir üründe iki ülke arasındaki herhangi bir hacimde 

gerçekleşen ticaret ihracatçıdan ithalatçıya doğru bir bağlantı kabul 

edilecektir. 

Yukarıda açıklanan doğrultuda p ürünü için i ülkesinden j 

ülkesine yapılan ihracat hacmi 𝑉𝑖,𝑗,𝑝  ve p ürününe ait 𝐴𝑝  bağlantı 

matrisinin i satır ve j sütunundaki 𝐴𝑖,𝑗,𝑝   elemanı şu şekilde 

tanımlanmaktadır: 

𝐴𝑖,𝑗,𝑝 = {
1, 𝑒ğ𝑒𝑟 𝑉𝑖,𝑗,𝑝 > 0

0, 𝑒ğ𝑒𝑟 𝑉𝑖,𝑗,𝑝 = 0
     (1) 

Yani bir ürüne ait bağlantı matrisi için i ülkesinden j ülkesine 

ihracat mevcutsa 1 değerini, aksi takdirde 0 değerini almaktadır. p 

ürününün dünya ticaret ağında n tane ülkenin aktif olduğu kabul 

edildiğinde A n satır n sütun sayısına sahip bir matris olacaktır. Bu 

matrisin bütün köşe elemanları 0 değerini almaktadır; çünkü bir 

ülkenin kendisine ihracat yapması söz konusu değildir.  

Bağlantı matrisinin tanımlanması ağ metriklerinin 

tanımlanmasına da olanak sağlamaktadır. Bir p ürününe ait 

uluslararası ticaret ağının yoğunluğu (d) şu şekilde 

tanımlanmaktadır: 

𝑑𝑝 =
∑ 𝐴𝑖,𝑗,𝑝𝑖,𝑗

𝑛 (𝑛 − 1)
     (2) 

Bir diğer ifadeyle, ağın yoğunluğu ağdaki toplam bağlantı 

sayısının ağdaki olası maksimum bağlantı sayısına bölünmesiyle 

bulunmaktadır. Bu örnekte ağdaki bağlantılar iki yönlü de 

olabileceği için olası maksimum bağlantı sayısı n(n-1) ile ifade 

edilmektedir. O halde yoğunluk ağdaki toplam bağlantı kapasitesinin 

kullanılma oranı olarak da değerlendirilebilir.  

Bir p ürününe ait uluslararası ticaret ağındaki karşılıklılık ise 

aşağıdaki gibi ifade edilmektedir: 
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𝑟𝑝 =
∑ 𝐴𝑖,𝑗,𝑝𝐴𝑗,𝑖,𝑝𝑖,𝑗

∑ 𝐴𝑖,𝑗,𝑝𝑖,𝑗
     (3) 

Ağdaki karşılıklılık iki ülke arasındaki iki yönlü ticaret 

bağlantısı sayısının toplam bağlantı sayısına oranıdır. Bütün ticari 

ilişkilerin iki yönlü olduğu bir ağda karşılıklılık 1 olacaktır. Bu 

anlamda karşılıklılık, ağdaki bağlantılarının hangi oranda iki yönlü 

olduğuna işaret etmektedir.  

Bir ağa ilişkin bilgi sağlayan bir diğer ağ metriği ortalama 

kümelenme katsayısıdır. Ortalama kümelenme katsayısı ağdaki 

bütün düğümlerin tekil kümelenme katsayılarının ortalaması 

alınarak bulunur. Bir düğümün kümelenme katsayısını göstermek 

için yönlü olmayan bir bağlantı matrisi, 𝑈𝑝  tanımlamak 

gerekmektedir. Bu matris iki ülke arasında herhangi bir yönde ticaret 

varsa 1, aksi takdirde 0 değerini almaktadır. Bir p ürünü ağında i 

ülkesi için kümelenme katsayısı 

𝑐𝑖,𝑝 =
∑ 𝑈𝑖,𝑗,𝑝𝑈𝑖,𝑘,𝑝𝑈𝑘,𝑗,𝑝𝑗,𝑘

∑ 𝑈𝑖,𝑗,𝑝𝑗 (∑ 𝑈𝑖,𝑗,𝑝 − 1)𝑖,𝑗
    (4) 

olarak gösterilmektedir. Kümelenme katsayısı bir ülkenin 

ticaret bağlantısı olduğu ülke ikililerinin hangi oranda birbiriyle 

bağlantılı olduğunu ifade etmektedir. Böylece tamamen birbirine 

bağlı olan ve başka hiçbir ülke ile bağlı olmayan bir ülke kümesinin 

kümelenme katsayısı 1 olacaktır. Ağın ortalama kümelenme 

katsayısı ise ağdaki tekil kümelenme katsayılarının ortalamasından 

ibarettir.  

𝑐𝑝 =
∑ 𝑐𝑖,𝑝𝑖

𝑛
     (5) 

Sonraki bölümde ise tanımlanan ağ metrikleri kullanılarak her 

bir ürün için uluslararası ticaret ağları analiz edilecektir.  

4. Ağ Analizinin Sonuçları 

Yukarıda açıklandığı gibi HS 4 basamak detayındaki 1241 

ürünün her biri için 1995 ve 2021 yılları arasındaki uluslararası 



 

--48-- 

 

ticaret ağları ortaya çıkarılmış ve yoğunluk, karşılıklılık ve 

kümelenme katsayısı hesaplanmıştır.  Şekil 2 ilk olarak yoğunluk 

ölçüsünün her bir yıl için kutu grafiğini göstermektedir. Ürünlere 

göre yoğunluk dağılımının 1995-2021 arasında medyanı artmış, 

ancak dağılım daha sağa çarpık hale gelirken ortalama medyandan 

daha fazla artmıştır. Bir diğer deyişle yüksek yoğunluklu yarıyı 

oluşturan ürün grubunun yoğunluğu ciddi ölçüde artış göstermiştir. 

Bir bütün olarak da dağılımın yoğunluğunun arttığı sonucuna 

varılabilir. Bu durumun tek istisnası pandemi yılı olan 2020 yılındaki 

azalıştır. Bu dönemde dünya ekonomisindeki küreselleşme eğilimi 

düşünüldüğünde yoğunluğun giderek artması son derece olağandır. 

Uluslararası ticaretin dünya ekonomisindeki payı artarken birçok 

üründe daha önce ticaret yapmayan ülkeler ticaret yapar hale 

gelmiştir. Bu da o ürünlerdeki yoğunluğun artması anlamına 

gelmektedir. Uluslararası ticaretin genişlemesi ve büyümesi aynı 

zamanda uluslararası ticaret ağlarının yoğunlaşmasına sebebiyet 

vermektedir.  

 

Şekil 2 – Yıllara Göre Ürün Bazlı Ağların Yoğunluk Dağılımı 

Şekil 3 ise analiz dönemi içerisindeki ortalama ağ 

yoğunluğunu Tablo 1’deki ürün gruplarına göre sunmaktadır. 

“Makine, Elektronik ve Taşıt Sanayileri” en yoğun sektör olarak 
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göze çarpmaktadır. İçerisinde teknolojik açıdan ileri birçok ürün 

barındıran bu sektörün daha yoğun olması son yıllarda artan 

önemiyle tutarlıdır. Onun dışındaki ürün gruplarının medyan 

yoğunlukları birbirine yakın olmakla birlikte, tekstil sektörü daha 

sağa çarpık bir görüntü arz etmektedir.   

 

Şekil 3 – Ürün Gruplarına Göre Ürün Bazlı Ağların Yoğunluk 

Dağılımı 

Şekil 4 yoğunluk gibi karşılıklılık ölçüsünün de 1995 ve 2021 

arasında bir artış trendinde olduğunu ancak bu artışın yoğunluk 

kadar sert olmadığını göstermektedir. Belli bir yıl içindeki tüm 

ürünlerin karşılıklılık dağılımı nispeten simetrik bir dağılımdır. Bu 

dönemde medyan karşılıklılık yüzde 40’ın biraz altından yüzde 

50’ye doğru yükselmiştir. Yani medyan üründe iki ülke arasındaki 

bağlantıların yarısından biraz azı hem ihracat hem ithalat olmak 

üzere iki yönlüdür. Şekil 5 ise “Makine, Elektronik ve Taşıt 

Sanayileri” sektörünün yoğunlukta olduğu gibi en yüksek 

karşılıklılığa sahip sektör olduğunu göstermektedir. Yıl bazlı 

dağılımda olduğu gibi sektörel karşılıklılık dağılımları da nispeten 

simetriktir ve sektörler arasında çok ciddi farklılıklar 

bulunmamaktadır.  
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Şekil 4 – Yıllara Göre Ürün Bazlı Ağların Karşılıklılık Dağılımı 

 

 

Şekil 5 – Ürün Gruplarına Göre Ürün Bazlı Ağların Karşılıklılık 

Dağılımı 
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Şekil 6 ortalama kümelenme katsayısının ürünlerin büyük 

bölümü için yüzde yetmişin üzerinde olduğunu ve medyan 

katsayının dönemin sonlarında yüzde seksene yaklaştığını 

göstermektedir. Ortalama kümelenme katsayısı dağılımının son 

derece sola çarpık karakteri dikkat çekmektedir. Bu durum 

göstermektedir ki, çoğu ürün için ortalama kümelenme katsayısı 

yüzde yetmişin üzerindeyken birçok üründe katsayı çok daha düşük 

olabilmektedir.  

 

Şekil 6 – Yıllara Göre Ürün Bazlı Ağların Ortalama Kümelenme 

Katsayısı Dağılımı 

Şekil 7 bu durumu hangi ürün kategorilerinin yarattığı 

konusunda fikir vermektedir. "Makine, Elektronik ve Taşıt 

Sanayileri" ve "Diğer" gruplarında ortalama kümelenme katsayısı 

genelde daha yüksek ve sola çarpıklık daha az düzeydedir. Bu ürün 

gruplarının teknolojik yoğun olduğu düşünüldüğünde, bu ürün 

gruplarında gelişmiş ülkeler arası ticaretteki kümelenmenin baskın 

olduğu sonucu çıkarılabilmektedir. Teknolojik ürünlerde 

uluslararası ticaret daha yoğun ve genelde gelişmiş ülkeler arasında 

cereyan etmekte olduğu için bu ürünlerdeki kümelenme katsayısının 

daha yüksek olması son derece olağandır. Öte yandan tarımsal 
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ürünler, madenler gibi daha basit ürünlerde kümelenme katsayısının 

daha düşük olması da beklendiktir.  

 

Şekil 7 – Ürün Gruplarına Göre Ürün Bazlı Ağların Ortalama 

Kümelenme Katsayısı Dağılımı 

Tablo 2 yukarıdaki bulguları sistematik bir şekilde açıklamak 

amacıyla kullanılan doğrusal regresyon sonuçlarını sunmaktadır. 

Hem karşılıklılık hem kümelenme katsayısı ürünün o yıl dünya 

ticareti içindeki payı, ürünün ağının yoğunluğu, her bir yıl ve her bir 

ürün grubu kukla değişkenleri ile açıklanmaya çalışılmıştır. 

Doğrusal regresyon sonuçları göstermektedir ki; verili bir ürün 

ticaret payı, yıl ve ürün grubu için karşılıklılık ve kümelenme 

katsayısı yoğunluk arttıkça artmaktadır. Yani bir ürünün ticaret 

ağında daha fazla bağlantı oluştukça bu ekstra bağlantılar genelde 

karşılıklı ve mevcut kümelerin içinde oluşmaktadır.  

Bu durum yoğunluğun daha yüksek olduğu ürünlerde neden 

karşılıklılık ve kümelenme katsayısının da daha fazla olduğu 

sorusunu ortaya çıkarmaktadır. Uluslararası ticaretteki örüntüleri 

anlamak için en çok kullanılan Rikardo ve Hekscher-Ohlin 

modellerine göre her ülke kendi göreli avantajı veya üretim faktör 

yoğunluklarına göre belli ürünleri ihraç etmektedir. Bu modellerin 



 

--53-- 

 

vurgusu uluslararası iş bölümü üzerinedir. Yani örneğin Almanya 

otomotiv sektörü ürünlerini ihraç ederken Bangladeş tekstil ürünleri 

ihraç etmektedir. Böylece her ülke avantaj sahibi olduğu ürünü ihraç 

edip avantaj sahibi olmadığı ürünü ithal ederek uluslararası ticaretten 

fayda sağlamaktadır. O halde bu modeller uluslararası ticaret ağında 

yeni linklerin karşılıklı değil tek yönlü olacağını öngörmektedirler. 

Çünkü iki ülke arasında bir üründeki ticaret iş bölümü gereği tek 

yönlü olmalıdır. Almanya Bangladeş’e otomobil ihraç ederken 

Bangladeş Almanya’ya otomobil ihraç edemez.  

Öte yandan uluslararası ticaret üzerine yapılan ampirik 

çalışmalar dünya ticaretinin büyük bir bölümünün gelişmiş ülkelerin 

kendi arasında ve benzer ürünlerde olduğunu ortaya koymuştur 

(Bergstrand ve Egger, 2006). Rikardo ve Hekscher-Ohlin modelleri 

sektörler arası ticareti öne çıkarırken Krugman (1981) ve Melitz 

(2003) modelleri sektör içi ticareti açıklama çabasındadır. Örneğin, 

Almanya Fransa’ya otomobil ihraç ederken Fransa da Almanya’ya 

otomobil ihraç etmektedir. Dünya ticaretinde iş bölümü temelindeki 

sektörler arası ticaretten çok gelişmiş ülkeler arasındaki sektör içi 

ticaret gerçekleşmektedir. 

Bu çalışmadaki sonuçlar da az önce bahsedilen ampirik 

bulgularla uyumludur. Dünya ticaretinin büyük bölümünün gelişmiş 

ülkeler arasında ve sektör içi benzer ürünlerde cereyan etmesi yeni 

bağlantıların daha çok karşılıklı bağlantılar olacağı anlamına 

gelmektedir. Aynı ürün bir ülkeden diğerine hem ihraç hem de ithal 

edilmektedir. Öte yandan uluslararası ticaretin büyük bir bölümünün 

gelişmiş ülkeler arasında gerçekleşmesi, yeni bağlantıların daha çok 

bu ülke kümesinde ortaya çıkacağını ve böylece yeni bağlantıların 

kümelenme katsayısını artıracağını öngörmektedir. Görüldüğü üzere 

bu çalışmadaki bulgular uluslararası ticaretle ilgili temel ampirik 

verilerle uyumludur. Ek olarak, incelenen dönemde yoğunluğun en 

çok teknoloji yoğun “Makine, Elektronik ve Taşıt Sanayileri” ürün 

grubunda artması önemi giderek artan bu ürün grubunda ticaretin 

belli başlı ülkeler arasında yapıldığına ve bu nedenle hem 

karşılıklılığın hem de kümelenme katsayısının yoğunluğun en çok 

arttığı bu sektörlerde arttığına işaret etmektedir.  
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5. Sonuç 

Bu çalışmada ürün bazlı uluslararası ticaret ağları 

oluşturularak bunların ağ metrikleri ve bu metriklerin aralarındaki 

ilişkiler incelenmiştir. 1241 ürün ve 27 yıl için ortaya çıkan 33507 

ağın incelenmesi göstermiştir ki, 1995 ve 2021 yılları arasındaki 

dönemde, COVID-19 pandemisinin yarattığı istisna dışında, ürün 

bazlı uluslararası ticaret ağları yoğunlaşma eğilimindedir. Bu bulgu, 

uluslararası ticaretin dünya ekonomisindeki öneminin artmasıyla 

son derece uyumludur.  Ağ yoğunluğunun daha fazla olduğu 

ürünlerde karşılıklılık ve kümelenme katsayılarının daha fazla 

olduğu çalışmanın ulaştığı bir başka bulgudur. Yoğunluğun, 

karşılıklılığın ve kümelenme katsayısının daha fazla olduğu 

ürünlerin genelde daha teknolojik ürün gruplarında mevcut olduğu 

çalışmada ortaya konmuştur.  

Çalışmanın ürün bazlı ağları analiz ederek vardığı sonuçlar 

uluslararası ticarete dair bilinen ampirik gözlemlerle son derece 

uyumludur. Uluslararası ticaretin büyük bölümünün gelişmiş ülkeler 

arasında ve sektörler arası değil sektör içi gerçekleşmesi yoğunluk 

arttıkça karşılıklılığın ve kümelenme katsayısının artmasını 

açıklamaktadır. Gelişmiş ülkeler kümesi benzer ürünlerde karşılıklı 

ticaret yapmakta ve bu ürünler de daha çok teknolojik ürünler 

olmaktadır. Çalışmada teknolojik ürün gruplarındaki ağların daha 

yoğun ve dolayısıyla daha yüksek karşılıklılığa ve kümelenme 

katsayısına sahip olduğu gösterilmiştir.  

Bu çalışma, uluslararası ticaret ağının analiz edildiği literatüre 

ürün bazlı ağların sistematik incelenmesiyle katkı koymaktadır. 

Uluslararası ticaret ağı çoğunlukla bir bütün olarak veya tekil 

sektörler üzerinden incelenirken bu çalışmada çok sayıda ürün bazlı 

uluslararası ticaret ağı sistematik olarak incelenmiştir.  
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 Bağımlı Değişken 

 Karşılıklılık Kümelenme Katsayısı 

Sabit 0,30*** 0,62*** 

 (0,006) (0,01) 

Pay -0,53 -3,45** 

 (0,36) (0,675) 

Yoğunluk 1,63*** 1,52*** 

 (0,086) (0,195) 

Grup 2 0,03*** 0,04*** 

 (0,000) (0,000) 

Grup 3 0,01*** 0,08*** 

 (0,001) (0,002) 

Grup 4 0,03*** 0,04*** 

 (0,001) (0,002) 

Grup 5 0,03*** 0,05*** 

 (0,003) (0,008) 

Grup 6 0,04*** 0,07*** 

 (0,002) (0,005) 

Tablo 2 – Doğrusal Regresyon Sonuçları 
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BÖLÜM III 

 

 

Gizli Sınıf Analiziyle Akıllı Ev Teknolojileri Kullanıcı 

Profillerinin Keşfi 
 

Uğur ARCAGÖK 
 

1.Giriş 

Akıllı ev teknolojileri, kullanıcılarına dijital olarak bağlı veya 

gelişmiş hizmetler sağlayan cihazları ifade etmektedir (Strengers & 

Nicholls, 2017). Bu teknolojiler genellikle "ev otomasyon sistemleri  

ile eş anlamlı olarak kullanılmaktadır (Parag & Butbul, 2018).  Son 

yıllarda akıllı ev teknolojilerinin yaygınlaşması, daha önce 

görülmemiş düzeyde kolaylık, verimlilik ve bağlanabilirlik sunarak 

ev yaşamının manzarasını yeniden şekillendirmiştir. Aydınlatma ve 

ısıtma gibi temel ev işlevlerini kontrol etmek için tasarlanan ilkel 

sistemlerle başlayan akıllı ev teknolojilerinin gelişimi, bilgi işlem 

gücü, kablosuz iletişim ve sensör teknolojisindeki ilerlemelerle 

desteklenmiştir. Bağımsız cihazlardan birbirine bağlı ekosistemlere 

kadar, akıllı ev çözümleri konfor, güvenlik ve enerji verimliliğini 

artırmayı amaçlayan çok çeşitli yetenekler sunarak dikkate değer bir 

dönüşüm geçirmiştir. 

Akıllı ev teknolojileri, enerji tedarikçileri, altyapı sağlayıcıları 

ve üçüncü taraf yazılım ve donanım tedarikçileri gibi ticari 

aktörlerden giderek daha fazla ilgi çekmektedir (Jacobsson et al., 

2016). Ticari olmayan paydaşlar arasında çeşitli devlet kurumları ve 
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belediyeler ile son kullanıcılar bulunmaktadır. Yazılım ve veri ile 

ilgili bilgi, araçlar ve altyapılar, ağ üzerinde yoğun şekilde bağlantılı 

hizmetler ve cihazların karmaşıklığı ve heterojenliği tarafından 

getirilen zorlukları kapsamak için evrim geçirmeye başlamış, ancak 

böyle akıllı sistemleri tasarlamak için henüz belirlenmiş bir 

uygulama bulunmamaktadır. Örneğin, kabul edilmiş referans 

mimari alternatifleri veya yazılım platformları, güvenlik ve gizlilik 

gibi diğer önemli sistem gereksinimlerini içerenler dahil olmak 

üzere, bu süreçte eksiklik göstermektedir (Kowatsch & Maass, 

2012). Bu eksiklikler de akıllı ev teknolojilerini ya da ev otomasyon 

sistemlerini kullananlar için bazı riskler olduğu düşünülmektedir. Bu 

çalışmanın amacı Birleşik Krallık’ta bireylerin akıllı ev teknolojileri 

risklerinin kaç sınıfta toplanabileceği Gizli Sınıf Analizi ile 

göstermektir. 

2.Gizli Sınıf Analizi 

İnsanların; davranışları, inançları, tutumları ve yetenekleri gibi 

faktörleri bilimsel araştırmalarda doğrudan gözlemlemenin ve 

ölçmenin mümkün olmadığı durumlarda gizli (gizli) değişkenler 

kullanılmaktadır. Gizli değişken, doğrudan gözlemlenemediği için 

doğrudan ölçülebilen veya gözlemlenebilen gizli (manifest veya 

latent) değişkenlerle temsil edilen değişkenlere veya faktörlere 

denir. Bu faktörler yaygın olarak gizli veya içsel faktörler olarak 

adlandırılmaktadır (Eshima, 2022). Gizli faktörleri tespit edebilmek 

için, var olan çok değişkenli verilerin toplanması, ölçülmesi ve 

özellikle yanıt hatalarına dikkat edilmesi gerekmektedir (Lazarsfeld, 

1959). Bu hatalar cevaplayıcının zihinsel ve fiziksel durumundan, 

müdahaleden veya veri girişinden kaynaklanabilmektedir.  

Gizli yapı analizinin amacı faktör analiziyle benzer özellik 

taşıdığı için, geniş anlamda faktör analizi, gizli yapı analizinin içine 

dahil edilmektedir. Geniş anlamda gizli yapı analizi dörde 

ayrılmaktadır; Gizli Sınıf Analizi, Gizli Özellik Analizi, Gizli Profil 

Analizi ve Faktör Analizi. Gizli Sınıf Analizi gizli değişkenler veya 

gizli değişken kategorik olduğunda (Arıcıgil Çilan, 2014), Gizli 

Özellik Analizi değişkenler kategorik gizli değişken sürekli 



 

--62-- 

 

olduğunda, Gizli Profil Analizi sürekli gizli değişkenleri ve kesikli 

gizli değişkeni ele almaktadır. Gizli Sınıf Analizi, sosyal olguları 

açıklamak için Lazarsfeld (1959) tarafından ortaya atılmıştır. Gibson 

(1959) da nüfus içerisinde gizli sınıfların varlığını varsayarak sürekli 

değişkenler arasındaki ilişkiyi incelemek için Gizli Profil Analizi’ni 

önermiştir. Lord (1952) ise sosyal tutumların ölçülmesi için zihinsel 

test kuramını geliştirmiştir. Lord bu kuramı kategorik değişkenlere 

verilen yanıtları açıklamak için gizli sürekli değişkenlere göre 

tasarlamış ve gizli özellik analizini önermiştir.  Faktör Analizi de 

Spearman’ın çalışmalarına dayanmaktadır. Tek faktörlü modeli daha 

sonra çok faktörlü modele genişletilmiştir.  

Gizli Sınıf Analizi (GSA) ile Doğrulayıcı Faktör Analizi 

(DFA)’nin benzer özellikleri bulunmaktadır. İki analiz yönteminin 

ortak özelliği, gizli bir değişkeni ölçerken ölçüm hatasını hesaba 

katmalarıdır (Molenaar & von Eye, 1994). DFA gizli değişkenin 

sürekli olduğunu varsayarken, GSA gizli değişkenin kategorik 

olduğunu varsaymaktadır. Bir diğer fark ise gizli yapıların değişken 

merkezli ve kişi merkezli olarak adlandırılmasıdır (Masyn, 2013; 

Nylund-Gibson & Choi, 2018). DFA değişkenleri gizli yapılar 

halinde gruplandırdığı için değişken merkezli bir teknik olarak 

adlandırılmaktadır. GSA ise gözlemleri sınıflar halinde 

gruplandırdığı için kişi merkezli bir teknik olarak 

adlandırılmaktadır. Bu özelliği de GSA’nin çok gruplu Yapısal 

Eşitlik Modeli (YEM) ile benzer özellik taşıdığını göstermektedir. 

YEM’ de her grubun verileri bağımsız örnekler olarak ele alınırken, 

GSA’da gözlemler tüm sınıflardaki parametrelere katkıda bulunur 

ve o sınıfa ait olma olasılığı da her bir gözlemin her bir sınıfa 

göreceli katkısıyla belirlenmektedir. Amacın gözlemlerin sınıf 

üyeliği olması bakımından ise GSA’nın, Kümeleme Analizi ile 

benzer özellik taşıdığı görülmektedir (Scrucca et al., 2016). GSA’nın 

küçük örneklere uygulanabilir olması, uyum ölçümlerinin olması ve 

yorumlanabilir parametrelerinin olması bakımından da Kümeleme 

Analizinden ayrıldığı söylenebilir. 

GSA denetimsiz sınıflandırma yöntemlerinden biri olarak 

kabul edilmektedir (Figueiredo & Jain, 2002). Günümüzde 
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bilgisayarın verimliliğinin artmasıyla birlikte veri analizlerinde en 

büyük olasılık (Maksimum Likelihood) yöntemleri ve beklenen 

maksimum (Expectation–Maximization) algoritmalarının 

kullanılabiliyor olmasının gizli yapı analizlerinde parametre 

tahminlerine büyük katkı sağladığı söylenebilir. Çünkü gizli yapı 

modellerinin önerildiği ilk yıllarda gözlemlenen değişkenlerin 

ortalamaları ve kovaryanslarına ilişkin denklemleri çözerek 

parametre tahminleri yapılmaktaydı. Günümüzde yazılım 

programları sayesinde (i) arka plan bilgilerine (örneğin, sosyal arka 

plan değişkenleri veya deneysel koşul) dayalı olarak gizli sınıfların 

tanımını zenginleştirmek, (ii) gizli sınıf çözümlerinin yapı 

geçerliliğini analiz etmek veya (iii) temel araştırma sorularını 

yanıtlamaya yönelik hipotezleri test etmemizi sağlar. 

2.1 Sınıf Sayısının Belirlenmesi  

Gizli Sınıf Analizinde sınıf sayısına karar vermenin zor bir 

modelleme adımı olduğu söylenebilir. Keşfedici Faktör 

Analizindeki faktör (boyut) sayısına karar vermeye benzemektedir. 

Sınıflandırma süreci; farklı sayıda gizli sınıfa sahip birkaç GSA 

modelinin kurulmasını, her uyumlu model için uygunluk bilgilerini 

toplamasını ve verilerde gözlemlenen modellerin en iyi kaç sınıfın 

tanımladığına karar vermek için modellerin incelenmesini içerir. 

Ayrıca uygunluk endeksleri genellikle tek bir çözüme işaret etmez. 

Çünkü karar verme sürecinde sınıf sayısı için önerilen yöntem, 

sınıflandırma analizi gibi unsurları, istatistiksel uygunluk 

endekslerinin yorumlanabileceği ve anlamlı bir şekilde 

kullanılabileceği şekilde birleştirmektedir. Bu unsurlar, sınıfların 

incelenen bireyleri ne kadar iyi kategorize ettiğine ve ayırt ettiğine 

dair bir açıklama sağlamaktadır (Masyn, 2017; Muthén, 2003). 

Tablo 1’de Gizli Sınıf Analizinde kullanılan en yaygın uyum 

endeksleri yer almaktadır. Simülasyon çalışmaları sonucunda bu 

endekslerin gizli sınıf analizinde sınıf sayısını belirlemede genellikle 

iyi sonuç verdiği görülmüştür.  Bir veri seti analizinde, gerçekte 

doğru sınıf sayısını bilmediğimiz için uyum endeksleri sayesinde 
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gizli sınıfların gerçekten var olduğu varsayılarak araştırmacıların 

doğru sınıf sayısına karar vermesine yardımcı olmaktadır.  

Sınıf sayısının belirlenmesinde olabilirlik temelli testlerinden 

(likelihood-based tests) olan Vuong-Lo-Mendell-Rubin düzeltilmiş 

olabilirlik oranı testi (VLMR-LRT) ve bootstrapped olabilirlik oranı 

testleri (BLRT) kullanılmaktadır. Bu testlerde modele sınıf 

ekledikçe istatistiksel olarak anlamlı bir model olup olmadığına p 

değerine (p-value) göre karar verilir. Olabilirlik temelli bu testler iki 

komşu sınıf modeli arasındaki uyumu karşılaştırır (K. Nylund et al., 

2007). Dolayısıyla, k sınıflı bir çözüm için anlamlı olmayan bir p-

değeri, k -1 sınıflı çözüm için destek sağlamaktadır. Olabilirlik 

temelli testlerde olduğu gibi Bayes Faktör (BF) indeksi de GSA 

modellerinde iki komşu sınıf modeli (K ve K+1) arasındaki uyumu 

ikili karşılaştırmak için kullanılmaktadır. Model 3'ten küçük bir BF 

(1 < BF < 3), Model K için Model K+1'e göre zayıf, 3 < BF <10 

Model K için orta derecede ve BF > 10 Model K için güçlü kanıt 

olduğu kabul edilmektedir (Wagenmakers, 2007; Wasserman, 

2000). 

Model karşılaştırmalarında en yaygın kullanılan ve en 

güvenilir olan uyum endeksi Bayes Bilgi Kriterdir (BIC). BIC’ye 

dayalı bir model, seçenekler arasından en düşük BIC değerine sahip 

modelin seçilmesini sağlar. Daha düşük bir BIC, uyum iyiliği 

(goodness of fit) ve basitlik arasında daha iyi bir denge olduğunu 

gösterir ve daha optimal bir modele işaret etmektedir. Alternatif 

olarak, farklı sayıda sınıfa sahip modeller değerlendirildiğinde ise, 

daha fazla sınıf ekledikçe BIC değerinde azalan bir azalma modeli 

seçilebilir. Bu, daha fazla sınıf eklemenin model uyumunu 

iyileştirmeye giderek daha az katkıda bulunduğu ve bir noktada ek 

sınıfların getirdiği karmaşıklığın faydalarından daha ağır bastığı 

anlamına gelir. Keşfedici faktör analizinde olduğu gibi grafik 

yöntemiyle de en uygun modele karar verilebilir. Modele sınıf 

ekledikçe dirseğin (elbow) eğiminin azaldığı model seçimine 

yardımcı olabilmektedir. Özetle, ya en düşük BIC değerine sahip 

model seçilir ya da daha fazla sınıf ekledikçe BIC'de azalan modelle 

karar verilir. 
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Tablo 1: Gizli Sınıf Analizinde En Yaygın Kullanılan Bilgi 

Kriterleri 

Bilgi Kriteri  Kaynak Hesaplama 

BIC 
(Gideon Schwarz, 

1978) 
BIC = −2(LL) + dlog(n) 

 SABIC (Sclove, 1987) SABIC = −2(LL) + dlog(n + 2/24) 

CAIC (Bozdogan, 1987) CAIC = −2(LL) + d[log(n) + 1 ] 

AWE 
(Jeffrey D. Banfield & 

Raftery, 1993) 
AWE = −2(LL) + d[log(n) + 1.5 ] 

BIC: Bayes Bilgi Kriteri, SABIC: Örneklem Büyüklüğü Düzeltilmiş Bayes Bilgi Kriteri, 

CAIC: Tutarlı Akaike Bilgi Kriteri, AWE: Kanıtların Yaklaşık Ağırlığı 

2.2. Gizli Sınıf Modeli 

Gizli sınıf modelinde, bir popülasyonun bazı alt 

popülasyonlara bölündüğü ve bireylerin incelenen maddelere 

verdikleri yanıtların homojen olduğu varsayılır. Bu alt popülasyonlar 

gizli sınıf olarak adlandırılmaktadır. Eshima (2022) gizli sınıf 

modelini aşağıdaki denklemler ile açıklamıştır. 𝑋𝑖  gizli değişken 

olsun, kategorileri de {1, 2, … 𝐾𝑖} , 𝑖 = 1, 2, … , 𝐼  gözlemlenecek 

yanıtları olsun ve ξ  kategorilerini alan bir gizli değişken 

olsun. {1, 2, … 𝐴} gizli sınıfları gösterir ve gösterimlerin basitliği için 

tam sayılarla ifade edilmiştir. 𝑋 =  (𝑋1, 𝑋2, … , 𝑋𝑡)𝑇 , Xi gizli 

değişkenlerinin I boyutlu sütun vektörü olsun; 𝑃(𝑋 =  𝑥|𝑎), verilen 

gizli (sınıf) değişken a için 𝑋 =  𝑥 ( = (𝑥1, 𝑥2, … , 𝑥𝐼)𝑇)’ nin koşullu 

olasılığı ve 𝑃(𝑋𝑖  =  𝑥𝑖|𝑎), Xi = xi koşullu olasılığıdır.  Daha sonra, 

gizli sınıf modelinde, belirli bir gizli değişken (sınıf) a için 𝑋 =  𝑥  

'in koşullu olasılığı 𝑃(𝑋 =  𝑥|𝑎)  aşağıdaki şekilde ifade 

edilmektedir. 

𝑃(𝑋 = 𝑥 ∣ 𝑎) = ∏  

𝐼

𝑖=1

𝑃(𝑋𝑖 = 𝑥𝑖 ∣ 𝑎). 
(1) 
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Yukarıdaki modelde, 𝑎 gizli sınıfında  𝑋𝑖 manifest değişkenlerin 

istatistiksel olarak bağımsız olduğunu göstermektedir. Bu varsayım 

yerel bağımsızlık olarak adlandırılmaktadır. Bir popülasyonda 

tesadüfi olarak seçilen bir bireyin 𝑎 gizli sınıfında olma olasılığı 𝑣𝑎 

ikinci ve üçüncü denklemlerde gösterilmiştir. 

𝐴𝑚𝑎ç 𝐹𝑜𝑛𝑘𝑠𝑖𝑦𝑜𝑛𝑢: 𝑃(𝑋 = 𝑥)

= ∑  

𝐴

𝛼=1

𝑣𝑎𝑃( 𝑋 = 𝑥 ∣ 𝑎 )

= ∑  

𝐴

𝛼=1

𝑣𝑎 ∏  

𝐼

𝑖=1

𝑃(𝑋𝑖 = 𝑥𝑖 ∣ 𝑎),

𝐾𝚤𝑠𝚤𝑡𝑙𝑎𝑟: ∑  

𝐴

𝛼=1

𝑣𝑎

= 1; ∑  

𝐾𝑖

𝑥𝑖=1

𝑃(𝑋𝑖 = 𝑥𝑖 ∣ 𝑎) = 1,

𝑖 = 1,2, … , 𝐼. (2) 

Tablo 2. Gizli sınıf modelinin pozitif yanıtlama olasılıkları. 

Gizli Sınıf X1 X2 …. XI 

1 𝜋11 𝜋12 … 𝜋1𝐼 

2 𝜋21 𝜋22 … 𝜋2𝐼 

……
 

…
 

……
 

……
 

……
 

……
 

A 𝜋𝐴1 𝜋𝐴2 … 𝜋𝐴𝐼 

Bilindiği gibi birçok veri analizinde gizli değişkenler 

genellikle iki kategori (Evet- Hayır, Olumlu- Olumsuz, Başarılı- 

Başarısız gibi) şeklindedirler ve tam sayı olarak (1, 0) 

gösterilmektedirler. Tablo 1’de üçüncü denklemin yanıtlama tablosu 

gösterilmiştir. Üçüncü denklem, ikinci denklem için,  𝜋𝑎𝑖 manifest 

değişkenin 𝑋𝑖 , 𝑖 = 1, 2, … , 𝐼  pozitif yanıtlama olasılığını ifade 
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etmektedir. İkinci ve üçüncü denklemler de birinci denklemin 

bağımsız karışım modeli olarak görülmektedir.  

𝑃(𝑋 = 𝑥) = ∑  

𝐴

𝛼=1

𝑣𝑎 ∏  

𝐼

𝑖=1

𝜋𝑎𝑖
𝑥𝑖(1 − 𝜋𝑎𝑖)1−𝑥𝑖 

(3) 

Açıklayıcı gizli sınıf analizi, model parametrelinde  𝑣𝑎  ve 

𝑃(𝑋𝑖 = 𝑥𝑖 ∣ 𝑎) herhangi bir kısıtlama getirilmeden ikinci ve üçüncü 

denklemler ile gerçekleştirilir. Doğrulayıcı analiz modelinde ise 

incelenen araştırmaya göre bazı kısıtlamalar getirilebilir.  

Doğrulayıcı bir gizli sınıf analizinde, analiz için bazı gizli 

değişkenler belirlenebilir, ancak bu durumda gizli değişkenler 

kategorik ve sonlu olduğundan modeller genel gizli sınıf modelinin 

kısıtlı durumu olarak görülürler. 

∏  

𝐼

𝑖=1

𝐾𝑖 − 1 > (𝐴 − 1) + 𝐴 ∑  

𝐼

𝑖=1

(𝐾𝑖 − 1). (4) 

Kısıtlara sahip ikinci denklem modelinde 𝑣𝑎 ’nın parametre 

sayısı 𝐴 –  1  ve 𝑃(𝑋 = 𝑥) ’nin parametre sayısı ise 𝐴 ∑  𝐼
𝑖=1 (𝐾𝑖 −

1) ’dir. Açık olasılıkların (parametrelerin) sayısı 𝑃(𝑋 = 𝑥) 

𝐴 ∑  𝐼
𝑖=1 (𝐾𝑖 − 1) olduğundan, gizli sınıf modelini tanımlamak için 

yukarıdaki eşitsizliğin (denklem 4) geçerli olması gerekmektedir. 

3.Uygulama 

Çalışmanın bu bölümünde, açık bir kaynak olan R 

programında yer alan “tidyLPA” paket programını kullanarak gizli 

sınıf analizi yapılacaktır. Bu uygulamanın amacı, gizli sınıf analizi 

yapmak isteyen araştırmacılara adım adım R programlama dilinde 

bu analizin nasıl yapılacağını göstermektir. R programı dışında 

başka yazılımlar yardımıyla da gizli sınıf analizi yapmak 

mümkündür (Mplus ve Latent Gold). Fakat bu programlar ticari 

yazılımlardır. Son zamanlarda GSA için değişik yaklaşımlar da 

geliştirilmiştir. Kategorik ve sürekli değişkenler için kovaryans ile 

iki aşamalı (two-step method) ve yanlılığı düzeltilmiş üç aşamalı 
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yöntemler (bias-corrected three-step methods -BCH) 

kullanılmaktadır. Ne yazık ki, bu yaklaşımlar şu anda yalnızca ticari 

yazılımlarda (Latent Gold, Mplus) mevcuttur. 

Charlie ve Tom’un 2017 yılında Birleşik Krallıkta 811 haneye 

akıllı ev teknolojilerinin kullanımına yönelik yapmış oldukları anket 

verisi kullanılmıştır. Araştırmada Birleşik Krallık’ta akıllı ev 

teknolojileri kullanım risk profili tanımsal istatistik ölçülerle 

belirlenmiş ve Birleşik Krallık’ta bireylerin akıllı ev teknolojileri 

risklerinin kaç sınıfta toplanabileceği Gizli Sınıf Analizi ile 

incelenmiştir.  

Araştırmaya katılanların faaliyetlerine göre kaç sınıfta 

toplanabileceğini belirlemek amacıyla belirlenmiş 11 riski 1-5 

arasında puanlamaları istenmiştir (kesinlikle katılmıyorum- 

katılmıyorum- kararsızım- katılıyorum- kesinlikle katılıyorum). 

Akıllı ev teknolojisi riskleri aşağıdaki gibi tanımlanmıştır: 

1) Teknolojiye bağımlılığın artırır (R1). 

2) Elektrik şebekelerine bağımlılığı artırır (R2). 

3) Dış uzmanlara bağımlılığı artırır (R3). 

4) Kontrol kaybına neden olur (R4). 

5) Günlük rutinleri bozar (R5). 

6) Ev halkını tembelleştirir (R6). 

7) Müdahalecidir (R7). 

8) Özel faaliyetleri izler (R8). 

9) Mahremiyeti ihlal eder (R9). 

10) Gerekli olmayan lükslerdir (R10). 

11) Hane halkını daha fazla endişelendirir (R11). 
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Şekil 1Araştırma Modeli 

Analize başlamadan önce bilindiği gibi, veri setinin 

kullanılacak analize hazırlanması gerekmektedir. GSA’de veri 

setinde bulunan değişkenler sürekli, ordinal, binary ya da nominal 

olabilir. Ortalama ve kovaryans tahmini yapabilmek için sürekli 

değişkenlerin tamsayı olması ya da sayısal olarak ifade edilmesi 

gerekmektedir. Aşağıdaki tidySEM paketi ile gizli sınıf analizi 

yapılacaksa, likert ölçekli değişkenlerin ve binary değişkenlerin de 

ordinal değişken olarak tanımlanması gerekir. Bu çalışmada 5’li 

likert ölçek kullanılacağı için değişkenlerin ordinal faktör olarak 

tanıtılması gerekmektedir. İhtiyaç duyulacak paket programlar, veri 

setinin programa yüklenmesi ve değişkenlerin ordinal faktör olarak 

tanıtılması aşağıda gösterilmiştir. 

# Yüklenmesi Gereken Paketler 

install.packages("tidySEM") 

install.packages("ggplot2") 
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library(tidySEM) 

library(ggplot2) 

# Veri Setinin Yüklenmesi 

data <- read.delim(file.choose()) 

# Değişkenlerin Ordinal Faktör Olarak Programa Tanıtılması  

df <- data[1:11] 

df$R_1<-factor(df$R_1,ordered = TRUE) 

df$R_2<-factor(df$R_2,ordered = TRUE) 

df$R_3<-factor(df$R_3,ordered = TRUE) 

df$R_4<-factor(df$R_4,ordered = TRUE) 

df$R_5<-factor(df$R_5,ordered = TRUE) 

df$R_6<-factor(df$R_6,ordered = TRUE) 

df$R_7<-factor(df$R_7,ordered = TRUE) 

df$R_8<-factor(df$R_8,ordered = TRUE) 

df$R_9<-factor(df$R_9,ordered = TRUE) 

df$R_10<-factor(df$R_10,ordered = TRUE) 

df$R_11<-factor(df$R_11,ordered = TRUE) 

str(df) 

Analize başlamadan önce ihtiyaç duyulacak paket 

programların yüklenmesi, veri setinin programa yüklenmesi ve 

değişkenlerin türü dönüştürüldükten sonra veri setinin incelenmesi 

gerekmektedir. Bir diğer ifade ile değişkenlerin tanımsal istatistiki 

değerlerinin incelenmesi gerekmektedir. Verilerin incelenmesi, 

dağılımsal özgünlükleri ve varsayımların ihlallerini ortaya 
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çıkarabilir. Ayrıca benzersiz değerlerin sayısı, sürekli ve kategorik 

değişkenlerin varyansı, eksik gözlem, çarpıklık ve basıklık dahil 

olmak üzere kapsamlı tanımlayıcı istatistikler sağlar. Sürekli 

değişkenler için yoğunluk grafikleri ve kategorik değişkenler için 

çubuk grafikler ek bilgi sağlayabilir. 

# Tanımsal İstatistiki Değerlerin Gösterilmesi 

desc <- tidySEM::descriptives(df) 

desc <- desc[, c("name", "type", "n", "missing", "mode", 

"mode_value", "v")] 

desc 

Tablo 3: Değişkenlerin Tanımsal İstatistik Değerleri 

name type n missing mode mode_value V 

R_1  ordered, factor  811 0 427 4 0.631 

R_2 ordered, factor  811 0 378 4 0.685 

R_3 ordered, factor  811 0 324 4 0.715 

R_4 ordered, factor  811 0 242 2 0.744 

R_5 ordered, factor  811 0 288 2 0.711 

R_6 ordered, factor  811 0 300 4 0.735 

R_7  ordered, factor  811 0 254 3 0.739 

R_8  ordered, factor  811 0 312 4 0.734 

R_9  ordered, factor  811 0 240 4 0.748 

R_10 ordered, factor 811 0 331 4 0.718 

R_11 ordered, factor  811 0 27 3 0.732 

 



 

--72-- 

 

Yukarıdaki R programının veri seti için verdiği tanımsal 

istatistiki değerleri görülmektedir. İlk sütunda toplam değişken 

sayısı 11 ve değişken isimleri görülmektedir. İkinci sütunda type 

isminin yer aldığı sütun değişkenlerin türü olarak tanımlanmıştır. 

Üçüncü sütunda n ile gösterilen veri setindeki toplam gözlem 

sayısıdır. Dördüncü sütunda missing ile gösterilen değerler 

değişkenler içinde yer alan eksik gözlem sayısını göstermektedir. 

Beşinci sütunda yer alan mode, değişkende mod değerinin kaç defa 

tekrar ettiğini göstermektedir. Altıncı sütunda yer alan mode value, 

değişkenin mod değerini göstermektedir. Son sütunda yer alan v ile 

değişim katsayısı gösterilmektedir.  

# Çubuk Grafik ile Frekansların Gösterilmesi 

df_plot <- df 

names(df_plot) <- paste0("Value.", names(df_plot)) 

df_plot <- reshape(df_plot, varying = names(df_plot), direction = 

"long") 

ggplot(df_plot, aes(x = Value)) + geom_bar() + facet_wrap(~time, 

                                                          scales = "free") + theme_bw() 

Ek olarak değişkenlere verilen yanıtları çubuk grafik 

yardımıyla da görebiliriz. Bazı değişkenlerde yanıtların frekansının 

sıfıra yakın olduğu görülmektedir. Örneğin teknoloji bağımlılığında 

(R1), elektrik bağımlılığında (R2), dış uzman bağımlılığında (R3), 

ev halkını tembelleştirdiği (R6) ve gerekli olmayan lüks sorularında 

(R_10) 1 cevabının (kesinlikle katılmıyorum) nerdeyse sıfıra yakın 

olduğu görülmektedir. Kontrol kaybının ölçüldüğü (R_4), Günlük 

rutinlerin bozulmasının ölçüldüğü (R_5) ve Hane halkının 

endişesinin ölçüldüğü (R_11) değişkenlerinin sağa çarpık 

dağıldıkları görülürken, Teknolojiye bağımlılık (R_1), Elektrik 

şebekelerine bağımlılık (R_2), Dış uzmanlara bağımlılık (R_3), Ev 

halkını tembelleştirmek (R_6), Özel faaliyetleri izlemek (R_8) ve 
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Gerekli olmayan lükslerdir (R_10) değişkenlerinin sola çarpık 

olduğu görülmektedir. 

 

Şekil 2: Değişkenlere Verilen Yanıtların Frekansı 

Çalışmanın bundan sonraki bölümünde “tidySEM” paketi 

yerine “tidyLPA” paket programı kullanılmıştır.2  

# Yüklenmesi Gereken Paketler 

install.packages("tidyLPA") 

install.packages("dplyr") 

library(tidyLPA) 

 
2 “tidySEM” paketi değişken sayısı çok olduğu zaman, kategorik değişkenlerde ve üçten fazla 

sınıf için çalıştırıldığında çok uzun süre beklendiği görülmüştür. Eğer değişken sayısı fazla, 

üçten fazla sınıf ait sonuçlar isteniyorsa ve veri seti sürekli değilse “tidySEM” paketi 

kullanmak yerine R programlamada yer alan “tidyLPA” paket programı ile gizli sınıf analizi 

yapılmasını önermekteyim. Aksi durumda sınıflandırılmanın yapılması için günlerce 

beklenmesi gerekebilir. 
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library(dplyr) 

# Gizli Sınıf Analizi Analizi 

m7 <- data %>% 

  select (R_1, R_2, R_3, R_4, R_5, R_6, R_7, R_8,

 R_9, R_10, R_11) %>% 

  single_imputation() %>% 

  scale() %>% 

  estimate_profiles(1:7, variances = "equal", covariances = "zero") 

m7 

# Sınıfların Profilleri 

plot_profiles(m6) 

get_estimates(m6) 

get_fit(m6) 

Yedi sınıfa ait en yaygın kullanılan uygunluk kriterlerinden 

olan AIC ve BIC incelendiğinde, sınıf sayısı artıkça daha iyi sonuç 

verdiği görülmektedir. Araştırma ile ilgili özel bir koşul 

belirtmediğimiz için yedi sınıfın sonuçlarının görülmesi 

gerekmektedir. Daha önceden de bahsedildiği gibi AIC ve BIC 

değerleri küçük olan sınıfın seçilmesi gerektiği önerilmiştir. 

Çalışmalar incelendiğinde en yaygın olarak kullanılanı uygunluk 

kriteri BIC değeridir. Birçok araştırmacı tarafından sınıf ayrımında 

önerilen uyum kriteridir (K. L. Nylund et al., 2007; Vermunt & 

Magidson, 2016). En küçük BIC değerine sahip sınıfın seçilmesi 

önerilmektedir (araştırmacı araştırması ile ilgili özel bir koşul 

istemediği sürece). Sınıflandırma doğruluğu hakkındaki bir diğer 

bilgi 0 ile 1 arasında değişen entropy değeridir. Bu değer 

sınıflandırma için güvenirlik katsayısına benzer şekilde 
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yorumlanmaktadır. Entropy değerinin 0.8’den büyük olması istenen 

durumdur (Asparouhov & Muthén, 2014). Bir diğer ifade ile entropy 

değerinin 1’e yakın olması ve 0.8’in üzerinde olması istenmektedir. 

Altıncı sınıftan sonra BIC değerinin yükseldiği ve Entropy değerinin 

0.8’in altına düştüğü görülmektedir. Bu sebeplerden dolayı altı 

sınıflı ayrım en uygun olarak kabul edilmiştir (Tablo 2). Tablo 4’ te 

de yedi modele ait diğer uygunluk kriterlerine ait değerler yer 

almaktadır. 

Tablo 4: Model Seçimi 

Model Classes AIC BIC Entropy 
prob prob n n BLRT 

min max min  max p 

1 1 25349.6 25453.0 1.00 1.00 1.00 1.00 1.00  
1 2 22940.9 23100.7 0.88 0.96 0.97 0.47 0.53 0.01 

1 3 22120.1 22336.2 0.87 0.93 0.95 0.19 0.52 0.01 

1 4 21784.7 22057.2 0.85    0.91 0.93 0.11 0.37 0.01 

1 5 21676.1 22005.0 0.83 0.83 0.91 0.08 0.35 0.01 

1 6 21559.4 21944.7 0.83 0.77 0.90 0.05 0.33 0.01 

1 7 21514.3 21955.9 0.79 0.77 0.91 0.08 0.26 0.01 

Tablo 5: Uyum İndeksleri 

Uygunluk Sınıflar 

Kriterleri 1 2 3 4 5 6 7 

LogLik -12653. -11436. -11014. -10834. -10768. -10698. -10663. 

AIC 25350. 22941. 22120. 21785. 21676. 21559. 21514. 

AWE 25664. 23429. 22781. 22618. 22682. 22738. 22866. 

BIC 25453. 23101. 22336. 22057. 22005. 21945. 21956. 

CAIC 25475. 23135. 22382. 22115. 22075. 22027. 22050. 

CLC 25308. 22875. 22030. 21670. 21538. 21397. 21328. 

KIC 25375. 22978. 22169. 21846. 21749. 21644. 21611. 

SABIC 25383. 22993. 22190. 21873. 21783. 21684. 21657. 

ICL -25453. -23167. -22448. -22216. -22233. -22186. -22284. 

Entropy 1 0.877 0.871 0.851 0.826 0.830 0.785 
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Sınıf profilleri incelendiğinde (şekil 3) birinci (kırmızı) ve 

ikinci sınıfın (mavi) bütün riskin ölçüldüğü sorularında yüksek 

skorlar elde etmiştir. Üçüncü (yeşil), beşinci (turuncu) ve altıncı 

(sarı) sınıfın ise bütün riskin ölçüldüğü sorularda düşük skorlar elde 

ettiği görülmektedir. Dördüncü sınıf ise R_5, R_7 ve R_9 dışında 

tüm sorularda yüksek skorlar elde ettiği görülmüştür.  

 

Şekil 3: Sınıf Profilleri 

Tablo 5, veri setinde yer alan gözlemlerin hangi sınıflara 

atandığını göstermektedir. Örneğin gözlem bir verdiği yanıtlara göre 

1. sınıfa atanmıştır, ikinci gözlem ise beşinci sınıfa atandığı   

görülmektedir. Bütün 811 gözleminde hangi sınıfa atandığı 

görülebilmektedir. Örnek olarak    aşağıdaki tabloda 10 gözlem 

verilmiştir. Ayrıca sınıflara ait ortalama, varyans, standart hata ve p 
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değerlerini de görmek mümkündür. Aşağıda Tablo 5’da sınıfların 

karıştırma olasılıkları gösterilmiştir. Sınıf büyüklüklerinin 

örneklemin %5 ile 33'ü arasında değiştiğini göstermektedir.  

# Sınıfların Profilleri 

get_data(m6) 

m6[["model_1_class_6"]][["estimates"]] 

Tablo 6: Gözlemlerin Sınıf Ataması Örneği  

Gözlem Sınıf 

1 1 

2 5 

3 5 

4 3 

5 5 

6 5 

7 2 

8 1 

9 2 

10 2 

Tablo 7: Karıştırma Olasılıkları 

Sınıflar 1 2 3 4 5 6 

Oranları %33,17 %5,06 %11,83 %28,48 %13,56 %7,9 

4.Sonuç 

Gizli sınıf analizi, bir veri kümesindeki gizli yapıları veya 

kalıpları ortaya çıkarmak için kullanılan istatistiksel bir tekniktir. Bu 

bağlamda, akıllı ev teknolojileri kullanıcılarının farklı davranış ve 

tercih profillerini tanımlamak için bu yöntemi kullanmak oldukça 

yararlı olabilir. Bu tür araştırmalar, ürün geliştirme, pazarlama 

stratejileri ve kişiselleştirilmiş hizmetler için önemli içgörüler 

sağlayabilir. Teknoloji Tutkunları için yenilikçi özellikler ve 

entegrasyonlar sunulabilirken, Güvenlik Odaklılar için güvenlik ve 

gizlilik önlemleri vurgulanabilir. Pratik Kullanıcılar için kullanım 

kolaylığı ve hızlı erişim özelliklerine odaklanılabilir. Enerji 

Bilinçliler için enerji verimliliği ve çevresel sürdürülebilirlik 
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vurgulanabilir. Geleneksel Yaklaşımlar için ise daha geleneksel ve 

tanıdık ürünler sunulabilir. 

Sonuç olarak, bu çalışma, akıllı ev teknolojileri endüstrisi için 

kullanıcı odaklı bir yaklaşımın önemini vurgulamaktadır. 

Kullanıcıların farklı ihtiyaçlarını ve tercihlerini anlamak, daha etkili 

ürünlerin geliştirilmesine ve pazarlama stratejilerinin başarılı 

olmasına yardımcı olacaktır. Gelecekteki araştırmalar, daha geniş bir 

örnekleme ve farklı metodolojilerin kullanılmasıyla bu bulguların 

doğrulanması ve genişletilmesi gerekmektedir. 
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BÖLÜM IV 

 

 

Yapay Zeka ve Küresel Rekabet: Ülkeler Arası 

Performans Analizi 
 

 

Engin KARAMAN1 

 

Giriş 

Yapay zeka, bir bilgisayarın veya makinenin, insana haiz olan 

yetenekleri (dil, karar verme, sorunları anlamak ve bunlara yanıt 

vermek) ve insan zihninin yeterliliklerini taklit etme ve modelleme 

süreci olarak tarif edilir. 1950’li yılların başında Alan Turing’in 

“Makineler Düşünebilir mi?” sorusuyla ortaya atılan kavram, 

Bilgisayar Bilimci “John McCarthy” tarafından 1956 yılında  

“Dartmouth Konferansı”nda kimlik kazandı. İlk zamanlarda aykırı 

bilimcilerin tartıştığı ütopik konular olarak toplumun pek dikkatine 

mazhar olmayan kavram şu an neredeyse hayatın her alanında 

insanların bir şekilde temas ettiği temel bir uğraşı alanı oldu. 2022 

de Beta kullanımı kamuoyuna açılan ChatGPT'nin  hayretler 

uyandıran becerileri (sonraki sürümlerinin yanında basit kalan) artık 

yeni bir çağın başladığının işaret fişeği olarak tescil edildi. Bu 

 
1   Dr. Öğr.Üyesi, Fenerbahçe Üniversitesi, İktisadi İdari ve Sosyal Bilimler Fakültesi, Yönetim Bilişim 
Sistemleri Bölümü, İstanbul/türkiye, Orcid: 0000-0002-2336-6289, engin.karaman@fbu.edu.tr. 
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devrim insanları, organizasyonları, iş yaşamını ve toplumu 

dönüştürecek (olumlu-olumsuz) bir mecra olarak kendini var 

etmekte. Yaşamın tüm alanını derinden etkileyen bu yapıya 

devletlerin sessiz kalması düşünülemezdi. Zaten başından beri bu 

durumu öngörebilen devletler gerek ekonomik gerekse de 

entelektüel sermaye açısından büyük teşvik ve destek sağlayarak 

yelkenlerine rüzgar topladılar.  Geriye kalanlarsa bugün için daha 

çok izleyici rolünde kendilerine yer bulabilmekteler. Sonuç olarak 

yapay zeka, ekonomik kalkınmanın yeni bir motoru, uluslararası 

rekabetin yeni odağı ve sosyal inşa için yeni bir fırsatın adı oldu 

(Wang ve Chen, 2018). Bu çalışmanın temelini oluşturan ana konu, 

ülkelerin yapay zeka performanslarını irdelemektedir. Bunun için 

elde edilen veriler Tortoise Medya tarafından ülkeleri özellikle 

yatırım, yenilik ve uygulama seviyelerini ölçerek yapay zeka 

kapasitesine göre sıralamak için oluşturulan bir gösterge olan 

Küresel Yapay Zeka Endeksi (GAII) üzerinden elde edilmiştir. Bu 

indeks aracılığıyla birçok istatistiksel metot kullanılarak ülkeler 

kendi aralarında değerlendirilerek performans değerlendirmesi 

yapılacak ve buradan hareketle benzer ülkelerin nasıl kümelendiği 

değerlendirilecektir. Son olarak Türkiye’nin durumu da analiz 

edilip, daha ileri bir gelişim için gerekenler tartışılacaktır. 

2. Yapay Zeka: Devletlerin Hizmetinde 

Yapay zeka (YZ), bilgisayar bilimlerinin önemli bir alanı olup 

insan zekasını taklit etmek, anlamak ve hatta aşmak için çeşitli 

teknikler ve algoritmalar kullanır. Bu disiplin, derin öğrenme, 

makine öğrenimi, doğal dil işleme, uzman sistemler ve robotik gibi 

bir dizi teknik ve metodolojiyi içermektedir. Derin öğrenme, büyük 

veri kümeleri üzerinde karmaşık desenleri tanımlamak için çok 

katmanlı yapay sinir ağları kullanırken, makine öğrenimi 

algoritmaları verilerden öğrenme yaparak kararlar alır ve 

tahminlerde bulunur. Doğal dil işleme, insan dilini anlama, 

yorumlama ve üretme yeteneğini inceleyen bir alt alan olarak metin 

ve konuşma verilerini işler. Uzman sistemler, uzman seviyesinde 

bilgi ve deneyime dayalı olarak belirli bir konuda sorunları çözmek 

için tasarlanmış yapay zeka sistemleridir. Son olarak, robotik alanı 
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yapay zeka ile birleşerek bilgisayarlar ve robotlar arasında etkileşim 

ve öğrenme yetenekleri sağlar, bu da fiziksel dünyada karmaşık 

görevleri yerine getirebilen akıllı makinelerin gelişmesine olanak 

tanır. Dolayısıyla, yapay zeka disiplini geniş bir teknik yelpazede 

çalışarak bilgisayar sistemlerinin insan benzeri zeka ve yetenekler 

geliştirmesini sağlamaktadır. 

 

Şekil 1: Yapay Zeka Kapsam Çerçevesi 

Günümüzde yapay zeka, kamuoyunda kapsamlı tartışmalara, 

medya çılgınlığına ve siyasi anlaşmazlıklara konu olmaya devam 

ediyor. Pek çok ülke, önceki yıllarda benimsedikleri yaklaşımları 

gözden geçirmek veya güncellemek amacıyla yapay zekaya yönelik 

ulusal stratejilerinin yayınlanmasını birinci planda tutmaktadır. 
Yapay zekadaki gelişmeler şüphesiz dijital ekonomide de yeni 

dengelere yol açacaktır. Yapay zekanın küresel rekabetteki 

gücünden kaynaklanan bu inovasyon avantajını yakalayabilmek için 

birçok ülke yapay zeka alanında rekabet etmeye başladı. Yapay 

zeka, ülkelerin rekabet gücünü artırabilecek farklı etkinlik, 

üretkenlik ve ulusal güvenlik mekanizmaları sunmaktadır. Bu 

anlamda yapay zekanın ekonomik kalkınmanın önemli bir itici gücü 

olduğu aşikardır. 
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 Uluslararası ticarette önemli aktörler olan ABD, Çin ve 

Avrupa Birliği arasında küresel bir yapay zeka rekabeti yaşanıyor. 

Güncel verilere bakıldığında Amerika Birleşik Devletleri liderliğini 

koruyor ancak Çin bu açığı hızla kapatıp ve 2030 yılına kadar 

liderliği alma hedefi var. Avrupa Birliği'nin bu rekabette yapay zeka 

çalışmaları kapsamında bu iki devletin ciddi anlamda gerisinde 

kaldığı görülüyor. Yapay zeka alanında devletler arasındaki bu 

rekabet, ulusal yapay zeka stratejileri kapsamında teknolojinin daha 

aktif kullanımını, geliştirilmesini ve kontrolünü sağlayabilecek 

hazırlık çalışmalarına da önemli kılmaktedır. Şu anda dünya durgun 

bir ekonomik büyüme ve büyüyen bir borç sürecinde. Bu arada 

ekonomik teşvik politikalarının marjinal etkileri de azalıyor. 

Dünyanın son birkaç on yıldaki istikrarlı kalkınmasını yalnızca 

sermaye yatırımını ve emek girdisini artırarak sürdürmek artık 

yeterli değil. Sürdürülebilir ve pozitif ekonomik büyümeyi sağlamak 

için, teknolojik ilerleme aramak acil bir görev haline geldi ve yapay 

zekanın mevcut ekonomik büyüme sorununun çözüm adreslerinden 

biri olacağı kabul görülmektedir.  Yapay Zekanın (AI) sosyo-

ekonomik kalkınmaya yönelik uygulamaları ve faydaları çok 

büyüktür. Mahmud, Fang, ve Wang (2019)’in ABD ve İngiltere gibi 

12 gelişmiş ülkeyi kapsayan analizine göre, yapay zeka 

teknolojisinin bu ülkelerin yıllık ekonomik büyümelerini 2035 yılına 

kadar iki katına çıkartması bekleniyor. Yapay zekanın 2030 yılına 

kadar küresel Gayri Safi Yurtiçi Hasıla'ya (GSYH) yaklaşık 15,7 

trilyon ABD doları katkıda bulunacağı öngörülüyor (Baguma vd. 

2023). Yapay zeka, teknoloji ve refahta bir katalizör olarak 

belirmekte. Ancak ülkelerin bu tür faydalardan yararlanmaya 

hazırlıklı olması gerekiyor.  

Dünya Ekonomik Forumu 'Ulusal Yapay Zeka Stratejisi 

Geliştirme Çerçevesi'nde ulusların iş birliği yapması ve karşılıklı 

yarar sağlayacak bir yapı ve sistemin kurulması önerisinde bulundu. 

Uluslar içindeki veya arasındaki bölünmeleri daha da derinleştiren, 

mevcut eşitsizlikleri daha da kötüleştiren ve dezavantajlıları geride 

bırakan, yapay zekanın önde gelen ülke gruplarına bölünmüş bir 

dünyanın yaratılması tehdidiyle karşı karşıya. Bu, iki süper güç olan 
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ABD ve Çin'in öncelikli hedef olarak uzayda hakimiyet kurma 

stratejisini belirledikleri bütçelerde ve proje sayısında açıkça 

görülmektedir (Ozkaya ve Demirhan, 2023). Ayrıca, standartların 

belirlenmesinde önemli bir rol oynayabilecek bir dizi uzman küçük 

devlet ve ulusal karşılaştırmalı üstünlük alanında uzmanlaşmış 

yapay zeka öncü ülkeleri var. Örneğin İngiltere tıbbi teknolojide 

(MedTech), Almanya  otomasyonda ve Japonya'da robot bilimi 

üzerinde oldukça ileri düzeydedir.  Öte yandan bu gruplara dahil 

olmak isteyen ancak stratejisi veya yatırım düzeyi hedefleri ile henüz 

uyumlu olmayan ülkeler de bulunmaktadır. Bu ülkelerin fazla vakit 

kaybetmeden bütçe ve politika anlamında daha ciddi adımlar atması 

gerekiyor. Bununa birlikte  Dünya çapında yapay zekanın tüm 

yönlerini ele alan bu kadar çok araştırmacının olması tüm alanı 

ilerletecektir (Savage, 2020). 

Yapay zekanın sunduğu fırsatların ve zorlukların ölçeği göz 

önüne alındığında, yakın zamanda çok taraflı yapay zeka stratejileri 

geliştirmeyi amaçlayan bir dizi uluslararası çaba açıklandı  (Oecd.ai, 

2020.). Yapay zekaya ilişkin bu çok taraflı girişimler, kuruluşların 

yapay zekanın pratik uygulamalarını ele almak ve bu çözümleri 

maksimum küresel etki sağlayacak şekilde ölçeklendirmek için 

çeşitli yaklaşımlar benimsediğini işaret ediyor. Pek çok ülke küresel 

yapay zeka normlarının formüle edilmesi için uluslararası 

kuruluşlara yönelirken, diğerleri ortaklıklar veya ikili anlaşmalar 

yapıyor. Tartışılan konular arasında yapay zeka etiği veya yapay 

zekanın mevcut ve gelecekteki uygulamalarının ortaya çıkardığı 

yasal zorluklar, hükümetler arası çabaların özel bir odak alanı olarak 

öne çıkıyor. Japonya, Güney Kore, Birleşik Krallık, Amerika 

Birleşik Devletleri ve Avrupa Birliği üyeleri gibi ülkeler yapay 

zekaya ilişkin hükümetler arası çabaların aktif katılımcıları olarak 

kendilerini gösteriyor. Öte yandan büyük bir yapay zeka güç merkezi 

olan Çin, Kuşak ve Yol (BRI) girişimi çerçevesi kapsamında Dijital 

İpek Yolu'nun bir parçası olarak yapay zeka konusunda işbirliğini 

vurgulayan bir dizi bilim ve teknoloji ikili anlaşmasına katılmayı 

tercih etti. Örneğin, Çin'in Birleşik Arap Emirlikleri ile BRI Girişimi 
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kapsamındaki yaptığı ekonomik işbirliğinde yapay zeka konusu 

önemli bir başlık olarak belirlenmiştir.  

Asya ülkeleri yapay zeka (AI) teknolojisinde küresel bir etkiye 

sahipler. Son on yılda özellikle Çin, Hindistan, Japonya ve Güney 

Kore Bilişim Teknolojisi altyapılarını geliştirmeyi ve hızlı 

dijitalleşmeyi başardılar. Artık üretim odaklarını düşük teknolojiden 

yüksek teknolojiye dönüştürme ve dijital tabanlı yeni iş modelleri 

geliştirme yolundalar. Yerel şirketlerin gelişimi iddialı hükümetler 

tarafından güçlü bir şekilde desteklenmektedir. En önemlisi, ikincisi 

insan sermayesine yapılan yatırımı artırdı ve akademik kurumlar ve 

şirketler tarafından yapay zeka araştırma ve geliştirmesini (Ar-Ge) 

desteklediler (Schüller, 2023). 

Amerika Birleşik Devletleri, 2025 mali yılı için Biden 

yönetimi, federal kurumların yapay zeka kullanımı için 3 milyar 

dolara kadar talepte bulundu (Cnihill, 2024). 2021'de Güney Kore, 

veri barajı ve yapay zeka hükümet girişimlerine 2,8 trilyon won 

ayırdı. AB, 2030 yılına kadar yapay zekaya yılda 20 milyar Avro 

yatırım yapmayı hedefliyor; 2020'deki toplam yapay zeka yatırımları 

bu hedefin %64-80'ine karşılık geliyor. Hindistan Hükümeti, Yapay 

Zeka konusunda daha fazla yenilik ve Ar-Ge ve MCA 21 projesinin 

Rs.357,81 crore ile tamamlanması için Dijital Hindistan'a 477 

milyon ABD Doları gerekeceğini duyurdu. Almanya Hükümeti daha 

fazla Ar-Ge için yapay zeka finansmanına 230 milyon Euro 

harcayacak. Fransa Hükümeti, 2022 yılına kadar 700 milyon Avro'su 

araştırma için olmak üzere yapay zekanın geliştirilmesine 1,5 milyar 

Avro ayırdı. Rusya Hükümeti, 2024 yılına kadar yapay zeka için 244 

milyar ruble harcamayı planlıyor ve bunun 120 milyar rublesi Yapay 

Zeka Federal Projesi için tahsis ediliyor (Trends, 2022). Bu konuda 

oyun kurucu rol almak isteyen Türkiye ise atılımlar göstermeye 

başladı. Bloomberght (2024) haber kanalına konuşan Sanayi ve 

Teknoloji Bakanı Mehmet Fatih Kacır, TÜBİTAK tarafından son 21 

yılda yapay zeka alanında toplam 3 bin 876 projeye ve 2 bin 389 

bilim insanına toplamda 14,3 milyar lira destek sağlandığını bildirdi. 

Öncül ülkelerle karşılaştırıldığında gölgede kalsa da gelecek için 

ümit aşılayan bir gelişme olarak düşünmekte fayda var.  
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3. Veri ve Metodoloji 

Rekabet ve işbirliği karmaşası içiresinde ülkelerin bu arenada 

ki performanslarını izlemek ve birbirlerini karşılaştırmak 

araştırmanın temelini oluşturmaktadır. Bu anlamda kullanılabilecek 

en iyi kaynaklarından biri olan Tortoise Media tarafından her yıl 

yayınlanan Küresel Yapay Zeka Endeksi (GAII) verileri analiz 

edilecektir. Tortoise Media, eski BBC News direktörü ve The Times 

editörü James Harding tarafından ortaklaşa kurulan bir İngiliz haber 

sitesidir. Nisan 2019'da yayına başlamıştır. Tortoise Media yapay 

zeka, iklim değişikliği, siyasi çalkantılar, popülizm ve 

sürdürülebilirlik gibi bir dizi konuyu ele alarak analiz etmekte ve  

kamuoyuna paylaşmaktadır.   

Yapay Zeka Küresel Endeksi, yapay zekanın dünya çapında 

çeşitli endüstriler ve bölgelerde benimsenmesinin ve etkisinin 

kapsamlı bir ölçüsüdür (Thormundsson, 2023). Yapay zeka 

entegrasyonunun mevcut durumu, büyüme ve gelişme potansiyeli ve 

bu alanda inovasyona yön veren kilit oyuncular hakkında değerli 

bilgiler sağlar. İşletmeler ve hükümetler yapay zeka teknolojilerine 

yatırım yapmaya devam ederken, Yapay Zeka Küresel Endeksi, 

ilerlemeyi izlemek ve işbirliği ve ilerleme fırsatlarını belirlemek için 

bir referans noktası görevi görmektedir. Ayrıntılı analizi ve veri 

odaklı yaklaşımı sayesinde endeks, yapay zeka ortamına bütünsel bir 

bakış sunarak paydaşların hızla gelişen bu alanda bilinçli kararlar 

almasına ve stratejik yatırımlar yapmasına olanak tanır. Endeks, 

yapay zekaya yatırım yapmayı seçen 62 ülkeyi skorlar. Bu skorlar 

için hükümet raporları, uluslararası kuruluşların kamu veri tabanları, 

düşünce kuruluşları ve özel şirketler gibi 28 farklı veri kaynağından 

yararlanılır. 

Tortoise Media (2023) tarafından ülkeleri özellikle yatırım, 

yenilik ve uygulama seviyelerini ölçerek yapay zeka kapasitesine 

göre sıralamak için oluşturulan gösterge yatırım, inovasyon ve 

uygulama olmak üzere üç ana sütuna odaklanır. Sütunlar daha sonra 

her ülkeyi yetenek, altyapı ve hükümet stratejisi gibi yedi açıdan 

kaydedilen ilerlemeye göre puanlandırmak için ayrılır.  Veri Seti bu 
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yedi göstergenin yanı sıra ülkeler (bölge, küme, gelir grubu ve siyasi 

rejim) hakkında genel bilgileri içerir. Ayrıca Küresel Yapay Zeka 

Endeksi, ulusları yatırım, yenilik ve yapay zeka uygulama düzeyleri 

açısından kıyaslayan ilk endekstir. 

3.1. Küresel Yapay Zekâ Endeks Değişkenleri 

GAII'nin önceki ve mevcut değerlerine göre Tortoise Media, 

ülkeleri beş kümeye ayırıyor: güçlü oyuncular, geleneksel 

şampiyonlar, yükselen yıldızlar, uyanan oyuncular ve yeni oluşan 

oyuncular. 

Yetenek, Altyapı ve Çalışma Ortamı, yapay zekanın 

işletmeler, hükümetler ve topluluklar gibi çeşitli sektörlerdeki 

profesyoneller tarafından uygulanmasını temsil eden AI Uygulama 

göstergeleri grubunun faktörleridir. Bu faktörler 7 adet elementten 

oluşmaktadır. Bunlar; 

1- Yetenek göstergesi, yapay zeka çözümlerinin sağlanması 

için yetenekli uygulayıcıların mevcudiyetine, 

2- Altyapı göstergesi, elektrik ve internetten süper bilgi işlem 

yeteneklerine kadar erişim altyapısının güvenilirliğine ve 

ölçeğine, 

3- Çalışma Ortamı göstergesi, düzenleyici bağlama ve yapay 

zekayı çevreleyen kamuoyuna, 

4- Araştırma göstergesi, uzman araştırma ve araştırmacıların 

kapsamına ve güvenilir akademik dergilerdeki yayın ve 

alıntıların miktarının araştırılmasına, 

5- Gelişim göstergesi, yenilikçi yapay zeka projelerinin 

dayandığı temel platformların ve algoritmaların 

geliştirilmesine, 

6- Hükümet Stratejisi göstergesi, ulusal hükümetin yapay 

zekaya olan bağlılığının derinliğine, harcama taahhütlerine 

ve ulusal stratejileri araştırmaya, 

7- Ticari gösterge, yapay zekaya dayalı start-up faaliyeti, 

yatırım ve iş girişimlerinin düzeyine, 

 odaklanmaktadırlar. 
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 3.2. Kategorik Bulgular 

Analize tabii tutulan 62 ülkenin; 29’u Avrupa, 14’ü Asya-

Pasifik, 8’i Amerika, 6’sı Ortadoğu  ve 5’i  Afrika ülkelerinden 

oluşmaktadır.  Tortoise Medianın  ülkeleri beş kümeye ayırdığını 

belirtmiştik. Buna göre bu ülkelerin 2 tanesi güçlü oyuncular, 4’ü 

geleneksel şampiyonlar, 11’i yükselen yıldızlar, 40’ı uyanan 

oyuncular ve 5’si ise yeni oluşan oyuncular olarak sınıflandırılmıştır.  

Bu  ülkelerin 43’ü Yüksek, 10’u Alt orta ve 9’u Üst orta gelir 

grubuna tabiidir. Son olarak, ülkelerin yönetim sistemleri ya da 

rejimleri dört sınıfta gruplandırılmıştır. Bunların 27 tanesi  Liberal 

demokrasi, 20’si Seçimli demokrasi, 8’i  Seçimli otokrasi ve 7 tane 

ise  Kapalı otokrasi ile yönetilmektedir. 

Kategorik değişkenlerin üçerli yapılar halinde analizine imkan 

veren Halka Grafiği kullanılarak  Şekil 2 ve Şekil 3 üretilmiştir.  

Halka Grafiği, Çok Düzeyli Pasta Grafiği ve Radyal harita olarak da 

bilinen Sunburst Grafiği genellikle hiyerarşik veri yapılarını 

görselleştirmek için kullanılır. Bir Sunburst Grafiği, daha derin 

hiyerarşi seviyelerindeki halkalarla çevrelenmiş bir iç daireden 

oluşur. Her parçanın açısı ya bir değerle orantılıdır ya da ana 

düğümün altına eşit olarak bölünür. Sunburst grafiği, eşmerkezli 

halkaların çeşitli düzeyleri üzerine yerleştirilen sektörler şeklinde 

hiyerarşik verileri temsil eder (Plotly.express.sunburst, 2022). 
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Grafik 1: Ülkelerin Bölge, Küme ve Gelir Grubu değişkenleri 

arasındaki Halka Grafiği 

Grafik 1 deki Ülkelerin Bölge, Küme ve Gelir Grubu 

arasındaki ilşkileri gösteren grafiğe göre aşağıdaki sonuçlar ortaya 

çıkmıştır; 

• Veri setindeki ülkelerin en büyük grubunu Uyananlar 

kümesine ait Yüksek gelir düzeyine sahip Avrupa ülkeleri 

oluşturuyor. 

• Uyananlar kümesine giren Yüksek gelir düzeyine sahip 

ülkeler, Asya-Pasifik ve Orta Doğu bölgelerinde de sayıca en 

fazla olan gruptur.  
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• Amerika kıtasının en 'kalabalık' grubu Üst orta gelir düzeyine 

sahip Uyananlar kümesidir.  

• Her anlamda en çok çeşitlilik gösterenler Asya-Pasifik 

ülkeleridir.  

• Geleneksel şampiyonlar ve Yükselen yıldız ülkelerin tümü 

Yüksek düzeyde gelire sahiptir. 

İkinci adımda, Bölge, Rejim ve Gelir grupları arasındaki 

ilişkiler incelenecektir.  

 

Grafik 2: Ülkelerin Bölge, Rejim ve Gelir Grubu değişkenleri 

arasındaki Halka Grafiği 
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Buna göre; 

• Avrupa ve Asya-Pasifik bölgelerindeki en büyük gruplar, 

Yüksek gelirli ve Liberal veya Seçimli demokrasiye sahip 

ülkeleri temsil ediyor.  

• Amerika kıtasındaki en büyük ülke grubu, yüksek gelir 

düzeyine sahip ve siyasi rejim olarak Liberal demokrasiye 

sahip ülkeleri içermektedir.  

 

• Orta Doğu'daki en büyük ülke grubu, yüksek gelir düzeyine 

sahip ve siyasi rejim olarak Kapalı otokrasiye sahip ülkeleri 

içermektedir. 

3.3. Çok Boyutlu Ölçekleme Analizi (ÇBÖ) 

Çok Boyutlu Ölçekleme Analizi (ÇBÖ), nesnelerin veya 

birimlerin değişkenlere bağlı olarak belirlenen uzaklıkları kullanarak 

istenilen boyutlu bir uzayda gösterimini elde etmeye yardımcı olan 

bir grafik tabanlı bir yöntemdir (Alpar, 2020). Bu yöntem, hem 

birimlerin hem de değişkenler arasındaki ilişkileri belirlemede kritik 

bir rol oynar. ÇBÖ, geniş bir uygulama alanına sahiptir ve Tıp, 

Psikiyatri, Sosyal Bilimler, Eğitim Bilimleri, Pazarlama 

Araştırmaları gibi pek çok alanda kullanılmaktadır. ÇBÖ, verilerin 

tipine bağlı olarak iki farklı biçimde uygulanabilir: metrik ve metrik 

olmayan ÇBÖ. Metrik ÇBÖ, nicel ve metrik uzaklıklara dayalı 

matrislerde kullanılırken, metrik olmayan ÇBÖ skor, sıralı ve 

kategorik verilerde tercih edilir. Bu nedenle, analizde kullanılan 

verilerin doğası ve özellikleri, hangi tür ÇBÖ yönteminin 

kullanılacağını belirlemede önemli bir rol oynar  (Akoğul ve Tuna, 

2016). 

Bununla birlikte, ÇBÖ analizinde verilerin dağılımıyla ilgili 

belirli bir varsayım bulunmamaktadır. Bu yöntem, uzaklık 

matrisinin grafik koordinatlarına dönüştürülmesiyle elde edilen 

grafiksel gösterimler aracılığıyla verilerin yapısal ilişkilerini görsel 

olarak anlamamızı sağlar. Dolayısıyla, ÇBÖ analizi, karmaşık veri 
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setlerini anlamak ve görsel olarak temsil etmek için güçlü bir araç 

olarak kabul edilir.  

Analizin bu aşmasında  Küresel Yapay Zeka Endeksi 

içerisinde bulunan 7 numerik değişken üzerinden Çok Boyutlu 

Ölçekleme Analizi yapılacaktır. Böylece ülkelerin kendi 

aralarındaki benzerlik ve farklılık ilişkileri yorumlanacaktır. 

Birbirine yakın özellik gösteren ülkeler saptanacaktır. Şekil 2 

değişkenler arasındaki korelasyon matrisini göstermektedir.  

 

Şekil 2: Değişkenler arasındaki korelasyon matrisi 
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Şekil 2 incelendiğinde, bir çok değşken arasında güçlü ilişki 

olduğu gözlenebilir. En güçlü  ilişki; Araştırma ile Ticaret  ve 

Araştırma ile Geliştirme (r=0.85) arasında görünmektedir.  Onları 

sırasıyla; Araştırma ile Yetenek (r=0.81), Ticaret ile Yetenek (r=0.8) 

ve Geliştirme ile Ticaret (r=0.78) arasında tespit edilmiştir. Buradan 

çıkarılacak en önemli sonuç Araştırma üzerine yönelen ülkelerin 

beraberinde birçok gelişmeyi de beraberinde tetikleyebileceği 

bulgusudur. 

Analizde yer alan 62 ülkenin iki boyutlu uzayda yer alan 

konumları Şekil 5’de verilmiştir. Ülke isimlerinin uzun olması 

nedeniyle her ülkeye ID numarası atanmış olup 0 (ABD) sayısından 

başlanmış 61(Pakistan) ile bitmiştir. 

  

Grafik 3: Ülkelerin Çok Boyutlu Ölçekleme Grafiği 
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Grafik 3 incelendiğinde, ABD (0) ve Çin (1)’in rakiplerinden 

olumlu bir şekilde ayrıştığı ortaya çıkıyor. Ülkerin çoğu birbirlerine 

doğru kümelemekte. En başarısız performans gösteren ülkeler ise 

Kenya(59),  Nijerya(60) ve  Pakistan (61) tespit edilmiştir.  

Burada Türkiye (47)’nin konumu incelendiğinde ise kendisine 

en yakın ülkenin Vietnam (51) ve Endonazya (52) olduğu 

görülmüştür. Sonuç olarak daha iyi klasmanlarda yer almak için 

daha çok kaynak  ve vizyon ihtiyacının Türkiye için elzem olduğu 

ortadadır.  

Son olarak Tortoise Media tarafından hesaplanan Ülkelerin 

Toplam Skorlarını sunan grafik Grafik 4’ te sunuldu.  

 

Grafik 4: Ülkelerin Toplam Skor Grafiği 
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ABD’nin 100 puanla birinci olduğu sıralamada Çin 63 puan 

alarak onu takip etmektedir. Ancak Türkiye’nin sıralaması 48 olarak 

belirlenmiş olup edindiği puan ise 14 hesaplanmıştır. Son sırada Çok 

Boyutlu Ölçekleme Analizinde de vurgulandığı gibi Kenya, Nijerya 

ve Pakistan yer almıştır. Ayrıca bu veri de sıralamaya yetersizlik ve 

erişim nedeniyle puanı hesaplanamayan 150 ye yakın ülke 

bulunduğu da dikkatten kaçırılmamalıdır.  

4. SONUÇ 

Eskilere oranla pek çok ülke, önceki yıllarda benimsedikleri 

yaklaşımları gözden geçirmek veya güncellemek amacıyla yapay 

zekaya yönelik ulusal stratejilerinin yayınlanmasını artık 

hızlandırıyor. Ülkelerin çoğunluğu hukuki olarak yapay zekanın 

büyümesine olumlu baktığını, yapay zeka altyapısının yüksek 

düzeyde olduğunu ve hükümet ile işletim ortamının yapay zekayı 

desteklediği fikrini benimsemeye başladı. Ancak fiili durum 

farklıdır: Yeterli yapay zeka yeteneği yoktur ve bunun sonucunda 

birçok ülke için yeterli yenilik ve gelişme yoktur; Yapay zeka 

alanında yatırım açığı ve yetersiz ticarileşme var. Amerika Birleşik 

Devletleri ve Çin yapay zekanın büyümesi için en iyi teknik, finansal 

ve sosyal ortamı sergiliyor, ancak ABD çok ileride (Schüller 2023). 

Bu ülkeler diğer ülkelerden gelen sıkı bir rekabetle karşı karşıya 

olmasa da birçok ülke yapay zeka alanında hâlâ büyük bir 

potansiyele sahip. ABD ordusunun yapay zeka yoluyla saldırı 

silahlarını güçlendirmeye odaklanması, Çin ile ABD arasındaki 

güvenlik ikilemini potansiyel olarak derinleştirebilir (Zhu, Feng, ve 

Chen 2022). 

Amerika Birleşik Devletleri ve Çin yapay zekanın büyümesi 

için en iyi teknik, finansal ve sosyal ortamı sergiliyor, ancak ABD 

çok ileride. Bu ülkeler diğer ülkelerden gelen sıkı bir rekabetle karşı 

karşıya olmasa da birçok ülke yapay zeka alanında hâlâ büyük bir 

potansiyele sahip. Beklentiler hakkında konuşursak, yapay zekanın 

küresel olarak büyümeye devam etmesi bekleniyor. Son yıllarda 

yapay zekaya yapılan yatırım, araştırma ve geliştirmede önemli bir 

artış yaşandı ve birçok ülke bunu stratejik bir öncelik olarak görüyor. 
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Yapay zeka, sağlık, finans, ulaşım ve eğitim de dahil olmak üzere 

çeşitli sektörleri dönüştürme potansiyelini zaten gösterdi. Derin 

öğrenme, takviyeli öğrenme ve doğal dil işleme gibi yapay zeka 

teknolojilerinde devam eden ilerlemelerle birlikte, yapay zekanın 

potansiyel uygulamaları çok büyük ve sürekli genişliyor. Bu nedenle 

yapay zekanın gelecekte de büyümeye devam etmesi ve hayatımızın 

birçok alanında önemli bir etkiye sahip olması muhtemeldir  

(Stanford, 2021) 

Birçok ilerlemenin motor gücü olarak insanlığa umut aşılayan 

YZ her yeni teknolojik gelişim gibi yan etkilerini de beraberinde 

getirdi. YZ  yükselişi ve büyük teknoloji şirketleri arasında kendi 

üretken yapay zeka modellerini geliştirmek için ortaya çıkan 

silahlanma yarışı, bu yeni teknolojinin risklerinin en iyi nasıl 

yönetilebileceği konusunda kamuoyunda çok tartışmaya yol açtı. 

Sürdürülebilir bir Dünya ihtiyacının giderek insanlığa elzem bir 

ihtiyaç olduğunun örneklerini maalesef acı örnekler (açlık, iklim 

krizi, salgın vb…) ile her gün kendini dayatmaktadır. Bu koşullar 

altında tüm devletlerin teyakkuz halinde olup dayanışma içinde 

toplumsal fayda merkezli bir işbirliği süreci geliştirmesi 300 bin 

yıllık insanlık hikayesinin ‘devam mı, tamam mı ? ‘  tercihini 

belirleyecektir.  
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BÖLÜM V 

 

 

Tüketici Seçim Ödün Dengesi ve Conjoint Analizi 

 

 

Diren BULUT1 

 

Giriş 

 Tüketiciler marka veya satın alma tercihlerinde önlerine 

çıkan alternatifler içerisinde en kapsamlı ve uygun olanını seçme 

isteğindedirler. Buna karşın her istenilen özellik aynı öneri içerisinde 

yer alamayabilir. Özellikle farklı ürün özelliklerinin bir arada 

bulunmasının maliyet ve doğal olarak fiyatları arttırıcı sonuçlar 

vermesi   tüketiciyi seçim sürecinde bazı özelliklerden vazgeçip 

diğerlerini seçmeye yönlendirmektedir. Bu ödün verme/seçim 

yapma dengesinin ürün veya teklif seçimlerinde karşısına sürekli 

sunulması, tüketiciler için hangi elementlerin diğerlerinden daha 

önemli olduğunun değerlendirilmesini pazarlamacılar tarafından da 

önemli hale getirmektedir. 

 Sayı olarak fazla değişkenin karar süreçlerini etkilediği 

yapılarda daha küçük örnekler ile çok kriterli karar verme yöntemleri 

kullanımı yaygın olsa da, pazarlama açısından potansiyel tüketici 

 

1 Dr. Öğr. Üyesi, İstanbul Üniversitesi, İşletme Fakültesi, Pazarlama Anabilim Dalı, İstanbul/Türkiye, 

Orcid: 0000-0001-5063-2530, dbulut@istanbul.edu.tr 
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seviyesindeki sapmaları daha büyük örneklerle değerlendirmek 

tercih edilmektedir (Green, Krieger & Wind, 2001). Bunun için 

Conjoint Analizi hem çok geniş örnekler ile çalışmayı, hem de 

pazarlamanın farklı alanlarına bu metodu taşımayı mümkün 

kılmaktadır. 

 Pazarlama stratejisi belirlenirken, ürünün/servisin 

özelliklerinin yanısıra, hedef müşteri kitlesi için rekabetçi ortamda 

ve değişken pazar koşulları altında konumlandırma, iletişim ve fiyat 

politikalarının da dikkate alınması gerekmektedir. Başarı için, 

tüketicilerin alternatifler arasından seçimlerini nasıl ve hangi 

kriterlere göre yaptıklarının öngörülmesi gerekmektedir. Pazarlama 

dünyasında tüketicilerin karşılaştıkları alternatiflerin her biri, bir çok 

özellikten oluşan birer profil olarak değerlendirilmektedir. Tüketici, 

bu özelliklerin bir kısmını dikkate almakta ve değerlendirmekte, 

buna göre seçimini yapmaktadır. Seçim esnasında tüketici bu 

özellikler arasında bir denge oluşturmakta, bazılarından ödün 

vermektedir. Conjoint Analizi tüketicilerin seçim sürecini ve karar 

kriterlerine (ürünün/hizmetin özelliklerine) yaklaşımını modellemek 

üzere oluşturulan bir yöntemdir. 

Conjoint Analizi’nin pazarlamada kullanımı 

 Tüketicilerin onlara sunulan her özellikten en iyi ve en 

uygununu istemesi normaldir ancak gerçekçi değildir. Bunlar 

arasında seçim yapılması bazılarının seçilip bazılarından ödün 

verilmesi gerekmektedir. Ancak bu özelliklerden hangilerinin daha 

önemli veya son kararı etkileyecek düzeyde olduğunun tahmini 

zordur. Tüketici tercihleri için sunulabilecek sınırsız seçenek 

tüketicilerin çoğu zaman önceliklerini belirlemesi aşamasında kafa 

karıştırıcı olabilir (Mayol & Staropoli, 2021). Bu nedenle sunulan 

seçeneklerin tam da tüketicinin değerlendirdiği olasılıkları içermesi 

ancak çok fazla dağınıklık yaratarak seçim sürecini zorlaştırmaması 

için pazarlamacılar çoğunlukla önceden hazırlanmış olası teklifler 

sunmayı tercih etmektedir (Green, Krieger & Wind, 2001). Hatta 

birçok e-ticaret sitesi olası değerlendirilen ürünler için karşılaştırma 

fonkiyonları sunarak tüketiciyi kararsızlık nedeniyle satın almaktan 
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vazgeçme davranışından uzaklaştırmaya çalışmaktadır (Ambre, v.d., 

2019). Bu tekliflerin ise en ideal şekilde oluşturulabilmesi için ilk 

aşamada tüketici için anlamlı, görünür ve tanımlanabilir olan ürün 

özellik faktörlerinin belirlenmesi gerekir Sonrasında her faktör 

altında sunulabilecek farklı öneriler (kategori) belirlenerek tüm 

özelliklerin kombinasyonlarının hazırlanması gerekecektir. Ancak 

çok sayıda faktör ve buna ilişkin kategori değerlendirilmesi yine 

sınırsız alternatif kafa karışıklığı yaratacağı için conjoint analizi 

bunun için seçilen yöntemler ile seçimler geliştirilmesini ve bu 

ödün/seçim sisteminin bu seçili kombinasyonlar üzerinden 

belirlenmesini sağlamaktadır. 

Pazarlama tekliflerinde en belirleyici özelliklerden biri fiyattır. 

Ürün özelliklerine göre tüketicinin ödemeyi kabul edeceği bir fiyat 

önerisi geliştirilmesi için bu yöntemin kullanılması sık görülen bir 

yaklaşımdır. Yapılan araştırmalar her ne kadar rasyonel ölçümlerle 

bunun tam olarak doğru olmadığını belirlese de tüketici zihninde 

fiyat ve kalite arasında önemli bir ilişki bulunmaktadır (Boyle & 

Lathrop, 2009). Bir kalite ölçümü referansı olarak marka adının 

kullanılması kalite gibi örtülü faktörleri temsil edebileceğinden 

sonuçların yorumlanmasında zorluklara yol açabilir. Yine fiyat 

faktörünün tasarıma dahil edilmesi, fiyat ve diğer faktörlerin yer 

aldığı gerçekçi olmayan  profillerin oluşmasına neden olabilir. 

Conjoint Analizi’nde  “orthogonal tasarım” uygulanırken faktörlerin 

birbirinden bağımsız olması gerekmektedir. Bu nedenle marka 

kavramı ile kalite ve fiyat arasındaki algının da göz önüne alınması 

önerilmektedir (Wittin & ark.,1992).  

Yapılan çalışmalarda conjoint analizinin pazarlamanın çeşitli 

alanlarında kullanıldığı görülmektedir. Paket tasarımını öğelerinin 

önem ve seçimin (Silayoi & Speece, 2007), organizasyon 

mekanlarının özellik seçimi (Kulshreshtha & ark., 2019), 

öğrencilerin üniversite seçimini belirleyen faktörler ve kategorilerin 

değişimi  (Soutar & Turner, 2002) gibi tek bir ürün veya öneriye 

odaklanan çalışmalar olduğu gibi, çok daha soyut alanlarda bir öneri 

tanımlaması olan hizmet beklentisinin boyutlarının ve öneminin 

belirlenmesi çalışmalarında yine Conjoint Analizi kullanılmaktadır 
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(Lee, 2018). Ancak yapılan çalışmalarda genel olarak yönelinen 

konuların başında fiyatlandırma gelmektedir. Her ne kadar fiyatın 

bir faktör olarak çalışmaya katılması olasılık dışı fiyat ürün özelliği 

kombinasyonlarının seçilmesi riskini taşımaktaysa da önemli bir 

belirleyici olarak hem piyasa çalışmalarında hem de akademik 

çalışmalarda fiyat üzerine bir çok araştırma yapıldığı 

gözlemlenmektedir. 

Özellikle hizmet sağlayıcılar tarafından sunulan ve hem sabit 

hem de değişken fiyatlandırmanın beraber kullanıldığı çok parçalı 

fiyatlandırma yönteminde fiyat ve teklif yapısını  belirlenmesine 

ilişkin çalışmada (Iyengar, Jedidi & Kohli, 2008) doğrusal olmayan 

fiyatlandırmanın tüketici tercihleri için belirleyici bir rol 

oynayacağına işaret etmektedir. Yine fiyatlandırmaya ilişkin bir 

başka çalışmada dinamik (yani zamana bağlı değişkenlik gösteren) 

fiyatlandırma uygulamalarında (Backhaus & ark., 2010) Conjoint 

Analizi’nin kullanılmasının endüstriyel pazarlarda hizmet eklentili 

değer yaratılması açısından belirlenen faktörler ile birlikte kullanımı 

önerilmektedir. Farklı ürün ve hizmetlerin ortak bir paket olarak 

sunulması ile daha avantajlı fiyatlandırma stratejilerinin incelendiği 

Wübker ve Mahajan’ın (Wübker & Mahajan, 1999) çalışmalarında 

tek ürün/teklif sunumuna göre paket fiyatlandırmasının seçim ödün 

dengesi açısından tüketicilerin daha dengeli ve gerçekçi seçeneklere 

yönlendirdiklerini belirtmektedirler. Görüldüğü gibi fiyatın ürün 

özelliklerine ilişkin ilk kombinasyona sonradan eklenmesi ile elde 

edilecek değerlendirme seçkisinin kullanılması gerçek piyasa 

koşullarına uygun birçok farklı ürün teklifinin oluşturulması için 

kullanılabilir bir yöntem olarak karşımıza çıkmaktadır. 

Pazarlama alanının genel olarak tüketici algılamalarına 

odaklanan; marka denkliği (brand equity) veya marka 

ilişkilendirmeleri gibi konulardaki çalışmalarda da Conjoint 

Analizi'nin kullanıldığı görülmektedir. Yani bu yöntem,  piyasadaki 

ihtiyacı karşılamak amacıyla seçili kombinasyonların görseller ile de 

desteklenerek uygulamaya yönelik teklifleri oluşturmak dışında da 

kullanılabilmektedir. Yapılan çalışmada bir lastik markasının 

NASCAR (National Association for Stock Car Auto Racing), 
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organizasyonu ile ilişkilendirilmesi bir ürün özelliği gibi ele alınarak 

sponsorluk çalışmalarının tüketicinin gözünde gerçekten önemli bir 

etken olup olmadığı incelenmiş, bu tür marka bağlantılarının anlamlı 

bir faktör olduğu tespit edilmiştir (Hal, 2004). Bir başka çalışmada 

marka ederi (brand equity) kavramı gibi markanın tüketici 

zihnindeki algı ve tercih edilebilirliği gibi gayet soyut ve çok boyutlu 

bir kavram Conjoint Analizi’nde bireysel tüketici boyutunda ele 

alınmıştır (Malou, Boubeta & Tobío, 2001).  Bir başka çalışma ise 

marka ederi kavramını endüstriyel düzeyde bir boyut olarak ele 

alarak şirket değerleme seviyesinde kullanmıştır (Ferjani, Jedidi & 

Jagpal, 2009). Görüldüğü gibi Conjoint Analizi sadece uygulamaya 

yönelik olmayıp, fiyat ve ürün kombinasyonları konusunda yol 

göstermekle sınırlı kalmamaktadır. Akademik uygulamaları ve farklı 

kavramların önceliklerinin anlaşılmasında da etkin rol 

oynamaktadır. 

Conjoint Analizi’nin uygulandığı çalışmalarda öncelikli faktör 

ve kategori tanımlaması ile bir ön çalışma yapılmasının gerekliliği 

analizin diğer analizler için toplanan verilerle beraber 

uygulanabilirliğini kısıtlamaktadır. Analiz için ayrı bir araştırma 

tasarımını ve ayrı bir soru formunun planlanması gerekmektedir. 

Ancak bir çok anket çalışmasında bu soru formu ankete dahil 

edilmektedir 

Conjoint uygulaması 

 Conjoint Analizinin veri uygulamasının yapılmasındaki ilk 

aşama faktör ve kategorilerin tespit edilmesi ve buna ilişkin 

kombinasyonların oluşturulmasıdır. Ancak faktör ve kategori 

sayısının artması tüm olası kombinasyonların araştırmaya dahil 

edilmesini engellemektedir. Bu nedenle Conjoint Analizi farklı 

yöntemler ile bu kombinasyonlardan indirgenmiş bir seçki sunarak 

cevaplayıcıların bunları değerlendirmelerini istemektedir. Bu yapı 

çalışmayı bilinen klasik anket yöntemi ile soru sormadan farklı bir 

klasmana sokmaktadır. Uygun görülen kombinasyonların birlikte, 

bazen cevaplayıcıların değerlendirilmesine sunulması mümkündür.  
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Uygulamada anket tasarımında kullanılan yöntem “Full 

factorial dizayn” yani “orthogonal tasarım”dır. Yani faktör düzeyleri 

dikkate alındığında oluşan tüm profiller yerine indirgenmiş profiller 

cevaplayıcılar tarafından sıralanır. Bu tasarım yöntemi, özellikle 

faktörlerin kategori sayıları cevaplayıcı tarafından sıralanamayacak 

kadar çok profil sayısının ortaya çıkması durumunda kullanılır. 

Örneğin bir ürünü oluşturan 3 faktör (paket rengi, paketleme tipi, 

yoğunluk) olsun. Ürünün kahve olduğu varsayıldığında kahvenin; 4 

farklı paket rengi, 2 paketleme tipi ve 5 farklı yoğunluk düzeyi olsun 

Bu durumda ortaya çıkan profil sayısı 40 ( 4 × 2 × 5 ) olur. 

Cevaplayıcı tarafından  40 farklı seçeneğin (profilin) 1’den 40’a 

kadar sıralanması pratikte mümkün olamayacağından profil sayısı 

indirgenecektir. Cevaplayıcı en çok tercih ettiği profile 1 verecek 

şekilde diğer profilleri tercih sırasında göre sıralayacaktır. Örneğin 

16 profil olduğundan en çok tercih ettiği profile 1, en son tercih 

edeceği profile 16 sıra numarasını verecektir. Bu şekilde oluşan veri 

setinden faktörler için  fayda katsayıları hesaplanabilmektedir. 

Bununla birlikte her profilin toplam faydası (y) ve cevaplayıcıların 

her biri için fayda skorları da hesaplanabilmektedir.  

Conjoint Analizi’nde yer alacak faktörlerin aynı sayıda 

kategoriye sahip olması durumunda tahmin edilen fayda (utility) 

katsayılarının mutlak değerleri faktörlerin kısmi önemini temsil 

eder. Ancak uygulamada bunu sağlamak her zaman mümkün 

değildir. (Wittin v.d,1992) çalışmasında faktörlerin kategori sayıları 

arttıkça daha önemli hale geldiklerini göstermişlerdir. Bu yanlılık 

“Seviye Sayısı Etkisi” olarak adlandırılmaktadır. Bu nedenle fayda 

(utility) katsayılarını incelerken kategori sayısı konusunda dikkatli 

olmakta fayda vardır. 

Bu bölümde R açık kaynak kodlu programlama dili 

kullanılarak Conjoint uygulaması yapılacaktır. Uygulama R’da  

“conjoint” paketinde yer alan “tea” verisi kullanılarak 

gerçekleştirilecektir.  
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Uygulama  

Bu örnek uygulama için R açık kaynak kodlu uygulama 

kullanılmış ve içerisindeki çay verisi üzerinden analiz 

gerçekleştirilmiştir.  R da “conjoint” paketinde yer alan “tea”  veri 

seti; price: low, medium, high, variety: black, green, red, kind : bags, 

granulated, leafy ve aroma: yes, no   şıkları ile 4 faktör (nitelik) 

içermektedir.  

Uygulama da öncelikle “conjoint” paketi indirilir. Paketteki 

”tea” datası çağırıldığında bazı dosyalar indirilmiş olur.   

install.packages("conjoint") 

library(conjoint) 

data(tea) 

Burada: 

tprof: Ortogonal dizaynı oluşturur. Bu örnekte  3 × 3 × 3 × 2 

toplam 54 profil 13 profile indirgenmiştir. 

tprefm:100 birimden (müşteriden) oluşan örneğin (n=100)  13 

profil için  tercihleri yer almaktadır. 

tlevn: Tek sütunda veri setinde yer alan değişkenlerin şıklarını 

(düzeylerini) göstermektedir. 

tpref: 100 birimin (müşterinin) 13 profil tercih sıralamalarını 

temsil eden y değişkeninden oluşur. Burada y değişkeninin ilk 13 

değeri 1.müşterinin tercih sıralamalarından oluşur. 100. Müşteriye 

kadar tercih sıralamaları alt alta yazılır.  
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head(tprof)  #head() fonksiyonu dosyadaki ilk 6 satırı
 gösterir. 
 
##price variety kind aroma 
1     3       1    1     1 
2     1       2    1     1 
3     2       2    2     1 
4     2       1    3     1 
5     3       3    3     1 
6     2       1    1     2 
 
head(tlevn) 
 
 
##levels 
1    low 
2 medium 
3   high 
4  black 
5  green 
6    red 

 

head(tprefm)  

 

## profil1 profil2 profil3 profil4 profil5 profil6 
profil7 profil8 profil9 profil10 

1       8       1       1       3       9       2       7       
2       2        2 

2       0      10       3       5       1       4       8       
6       2        9 

3       4      10       3       5       4       1       2       
0       0        1 

4       6       7       4       9       6       3       7       
4       8        5 

5       5       1       7       8       6      10       7      
10       6        6 

6      10       1       1       5       1       0       0       
0       0        0 

  profil11 profil12 profil13 

1        2        3        4 

2        7        5        2 

3        8        9        7 
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4        2       10        9 

5        6       10        7 

6        0        1        1 

 

head(tpref) 

 

## Y 

1 8 

2 1 

3 1 

4 3 

5 9 

6 2 

 

caPartUtilities(y=tprefm[1:10,], x=tprof, z=tlevn)  #İlk 10 

müşterinin fayda katsayıları 

 

##      intercept low  medium   high  black  green    red   
bags granulated  leafy 

 [1,]     3.394 -1.517 -1.141  2.659 -0.475 -0.675  1.149  
0.659     -1.517  0.859 

 [2,]     5.049  3.391 -0.695 -2.695 -1.029  0.971  0.057  
1.105     -0.609 -0.495 

 [3,]     4.029  2.563 -1.182 -1.382 -0.248  2.352 -2.103 -
0.382     -2.437  2.818 

 [4,]     5.856 -1.149 -0.025  1.175 -0.492  1.308 -0.816 -
0.825     -0.149  0.975 

 [5,]     6.250 -2.333  2.567 -0.233 -0.033 -0.633  0.667 -
0.233     -0.333  0.567 

 [6,]     1.578 -0.713 -0.144  0.856  1.456 -0.744 -0.713  
0.656     -0.713  0.056 

 [7,]     2.635 -0.920 -1.040  1.960 -0.707  0.293  0.414 -
1.107     -2.586  3.693 

 [8,]     4.405 -0.425  0.413  0.013  0.546 -2.454  1.908  
1.479      0.241 -1.721 

 [9,]     3.546 -0.966  0.883  0.083  2.216  1.416 -3.632 -
0.917     -0.966  1.883 
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[10,]     5.460  0.678 -0.639 -0.039  0.228  0.428 -0.655 -
1.172     -2.655  3.828 

         yes     no 

 [1,]  0.629 -0.629 

 [2,] -0.681  0.681 

 [3,]  0.776 -0.776 

 [4,]  0.121 -0.121 

 [5,] -1.250  1.250 

 [6,]  1.595 -1.595 

 [7,]  0.147 -0.147 

 [8,] -1.060  1.060 

 [9,] -0.259  0.259 

[10,]  1.414 -1.414 

 

 Her faktörün kategorilerinin fayda katsayılarının toplamı 

sıfırdır. Fayda katsayısı en büyük olan kategori müşteri tarafından 

en çok tercih edilen kategoridir. Örneğin 1. Müşteri  “price” 

faktöründe “high” düzeyini, “variety” faktöründe “red” düzeyini, 

“kind” faktöründe “leafy” düzeyini ve “aroma” faktöründe “yes” 

düzeyini tercih etmektedir. 

 Model tüm müşteriler dahil edilerek çalıştırıldığında 

aşağıdaki sonuçlar elde edilmektedir; 

Conjoint(y=tpref, x=tprof, z=tlevn)  
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##Call: 

lm(formula = frml) 

 

Residuals: 

    Min      1Q  Median      3Q     Max  

-5,1888 -2,3761 -0,7512  2,2128  7,5134  

 

Coefficients: 

                   Estimate Std. Error t value 
Pr(>|t|)     

(Intercept)         3,55336    0,09068  39,184  < 2e-
16 *** 

factor(x$price)1    0,24023    0,13245   1,814    0,070 
.   

factor(x$price)2   -0,14311    0,11485  -1,246    0,213     

factor(x$variety)1  0,61489    0,11485   5,354 1,02e-
07 *** 

factor(x$variety)2  0,03489    0,11485   0,304    0,761     

factor(x$kind)1     0,13689    0,11485   1,192    0,234     

factor(x$kind)2    -0,88977    0,13245  -6,718 2,76e-
11 *** 

factor(x$aroma)1    0,41078    0,08492   4,837 1,48e-
06 *** 

--- 

Signif. codes:  0 ‘***’ 0,001 ‘**’ 0,01 ‘*’ 0,05 ‘.’ 
0,1 ‘ ’ 1 

 

Residual standard error: 2,967 on 1292 degrees of 
freedom 

Multiple R-squared:  0,09003, Adjusted R-squared:  
0,0851  

F-statistic: 18,26 on 7 and 1292 DF,  p-value: < 2,2e-
16 
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[1] "Part worths (utilities) of levels (model 
parameters for whole sample):" 

       levnms    utls 

1   intercept  3,5534 

2         low  0,2402 

3      medium -0,1431 

4        high -0,0971 

5       black  0,6149 

6       green  0,0349 

7         red -0,6498 

8        bags  0,1369 

9  granulated -0,8898 

10      leafy  0,7529 

11        yes  0,4108 

12         no -0,4108 

[1] "Average importance of factors (attributes):" 

[1] 24,76 32,22 27,15 15,88 

[1] Sum of average importance:  100,01 

[1] "Chart of average factors importance" 

 

caImportance(tprefm, tprof)  

 

##[1] 24.76 32.22 27.15 15.88 

 

#Faktörlerin fayda kaysayılarına göre önemleri 
sırasıyla;“variety”,“kind”,”price” ve ”aroma”’dır.  

Bu tercihlerin bar-diyagramları ve R kodları aşağıdaki gibidir:   

 

H <- c(0.2402,-0.1431,-0.0971) 

M <- c("low","medium","high") 



 

--114-- 

 

barplot(H,names.arg=M,xlab="price",ylab="utility",col
="blue",main="Price_Utilities",border="red") 

  

Şekil 1. Fiyat tercih bar-diyagramı 
 

H <- c(0.6149,0.0349,-0.6498) 

M <- c("black","green","red") 

barplot(H,names.arg=M,xlab="variety",ylab="utility",co
l="blue",main="Variety_Utilities",border="red") 

 Yukarıdaki sonuçlardan müşterilerin en çok; “price” 

faktöründe “low”, “variety” faktöründe “black”, ”kind” faktöründe 

“leafy” ve “aroma” faktöründe “yes” kategorilerini tercih ettiklerini 

göstermektedir. 
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Şekil 2. Çeşit tercih bar-diyagramı 

 

H <- c(0.1369,-0.8898,0.7529) 

M <- c("bags","granulated","leafy") 

barplot(H,names.arg=M,xlab="Kind",ylab="utility",col="
blue", main="Kind_Utilities",border="red") 

 

 

Şekil 3. Tip tercih bar-diyagramı 
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H <- c(0.41108,-0.41108) 

M <- c("yes","no") 

barplot(H,names.arg=M,xlab="Aroma",ylab="utility",col=
"blue",main="Aroma_Utilities",border="red") 

 

 

Şekil 4. Aroma tercih bar-diyagramı 

 

 Müşterilerin faktör tercihlerinin önem sıraları; 32,22 fayda 

katsayısı ile “variety”, 27,15 fayda katsayısı ile “kind”, 24,76 fayda 

katsayısı ile “price” ve 15,88 fayda katsayısı ile “aroma”’dır. 

 

H <- c(24.76,32.22,27.15,15.88) 

M <- c("price","variety","kind", "aroma") 

barplot(H,names.arg=M,xlab="factors",ylab="
utility",col="blue",      
main="Factor_Utilities",border="red")  
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Şekil 5. Faktör önem diyagramı 

R paket programı çay verisi ile yapılan uygulamada fiyat, çeşit, 

tip ve aroma faktörlerinin çay seçimi açısından önemi ve hangi alt 

kategorilerin seçildiği ele alınmıştır. Verilerin incelenmesi 

sonucunda önem sırasına göre çeşit (variety 32,22 fayda katsatyısı), 

daha sonra tip (kind 27,15 fayda kaysayısı), fiyat (price 24,76 fayda 

katsayısı) ve aroma (aroma 15,88 fayda kaysayısı) şeklinde ortaya 

çıkmaktadır. Yani çay seçiminde en önem verilen kriter çeşittir. Bu 

faktörlerin kategorileri açısından seçimler incelendiğinde ise 

cevaplayıcıları;  en çok siyah çay çeşidini, yaprak tipini, düşük fiyatlı 

ve aromalı olarak tercih ettikleri görülmektedir. 

Sonuç 

 Conjoint Analizi görüleceği üzere yaygın olarak tüketicilere 

en çok arzu edecekleri ürün özelliklerinin en uygun kombinasyonlar 

ile sunulmasını, böylece tüketicilerin satın alma kararı sürecindeki 

seçim/ödün dengesini kendi içlerinde yorumlarken yaşayabilecekleri 

zorlukları aza indirgemeyi kolaylaştıran bir yöntemdir. Yöntem, 

işletmelerin ürün tekliflerini hazırlamasında, en arzu edilen hatta 

kolayca seçilen marka veya teklifler olarak ön plana çıkmasında 



 

--118-- 

 

yardımcı bir uygulama olarak piyasada yaygın olarak 

kullanılmaktadır.  

 Tüketicinin birçok işletmeden birbirine alternatif olarak 

kendilerine sunulan teklifler karşısında kararsız kaldığı, 

değerlendirme yapmakta zorlandığı günümüz yoğun iletişiminde, 

seçim/ödün dengesini kurabilmeleri ve daha hızlı ve pişmanlık 

yaşamadan kara vermeleri için olasılıkların makul şekilde 

azaltılması, kıyaslanabilir seviyeye çekilmesi çoğu zaman kolay 

olmamaktadır. Sadece tüketicinin eleme sürecini yönlendirdiği 

yapılarda işletmeler daha uygun teklifler ile gelseler de bazı önemli 

unsurları gözden kaçırabilmektete bu nedenle rekabet içerisinde 

elenebilmektedir. Kafa karıştırıcı, karar verme süreçlerinde 

yönlendirici olabilecek tekliflerin sunumu işletmeye rekabet 

üstünlüğü sağlayabilmektedir. 

 Conjoint Analizi uygulamada olduğu kadar daha önceden ele 

alınmamış akademik soyut kavramların tüketicideki yansımasını 

ölçmek konusunda da çığır açıcı olabilir. Marka yönetimine ilişkin 

farklı boyutların gerçekten seçim üzerinde önemi olup olmadığının 

sorgulanması ve bunların diğer kavramlara göre sıralaması bu 

yöntem ile mümkün olabilecektir. Karar verme süreçelerine ilişkin 

daha büyük ölçekli çalışmalar için çok kriterli karar verme 

yöntemlerine kıyasla Conjoint Analizi daha büyük örnekler ile tam 

resmi sunması açısından değerli bir yöntem olarak karşımıza 

çıkmaktadır. 
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BÖLÜM VI 

 

 

Pazarlama Analitiğinde Önem Derecelendirme ve 

Turf Analizi 

 

Çiğdem ARICIGİL ÇİLAN 

 

Giriş 

İş kararlarının alınması ve stratejilerin belirlenebilmesi için 

elde edilen verilerin kullanıldığı sürece veri analitiği denir. 

Günümüzde veriler iş ekosisteminde sadece analizlerin hammaddesi 

olarak değil, şirketlerin aktif bilgi ortakları olarak da 

görülmektedirler. Veri Analitiği, toplanan verilerin stratejiye 

dönüştürülmesinde önemli bir fırsat olarak kabul edilmektedir. 

Segmentasyon, tahmin, içgörü ve veri görselleştirme yöntemlerini, 

aynı zamanda, müşteri deneyimi müşteri sadakati, müşteri iletişim-

etkileşimini kapsayan veri analitiği yöntemleri genel olarak 

Pazarlama Analitiği olarak adlandırılmaktadır. Pazarlama 

Analitiğinde yer alan konuların henüz bir çerçevesi oluşmamıştır. Bu 

bölümde bu yöntemlerden; Önem Derecelendirme Analizi (Key 

Driver Analizi) ve Toplam Tekrarlanmayan Erişim ve Sıklık 

anlamına gelen TURF Analizi (Total Unduplicated Reach and 

Frequency) ele alınacaktır. 
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1. Önem Derecelendirme Analizi (Key Driver Analysis) 

Çok fazla uygulama alanı ve uygulama yöntemi olan Önem 

Derecelendirme Analizi, önceliklerin belirlenmesi amacıyla 

uygulanan yöntemler topluluğu” olarak   nitelendirilebilir. 

Önem Derecelendirme Analizi (ÖDA/KDA), özellikle 

Pazarlama Araştırmalarında müşteri memnuniyetini, sadakatini, 

marka tercihini vb. belirleyen en önemli unsurların (değişkenlerin) 

saptanması amacı ile kullanılmaktadır. Kraut (2006), Lundby ve 

Johnson (2006), Rasch v.d. (2009) ve Leonard ve Lieberman (2006) 

çalışmalarında, özellikle saha araştırmalarında değişkenlerin önem 

sıralarını belirlerken; korelasyon katsayılarından (basit, kısmi), 

regresyon modellerinden (Adım Adım Regresyon, Çoklu Regresyon 

gibi) genel doğrusal modellere dayalı analizlerden faydalanmışlar ve 

bu analizler sonucunda elde edilen öncelikli değişkenlerin, iş 

stratejilerinin belirlenmesinde etkili olacağını belirtmişlerdir. Bunlar 

arasında sahada en çok kullanılanı çoklu doğrusal regresyon 

modelleridir. Bu modeller ile bağımlı değişkeni (genel ürün/hizmet 

memnuniyeti gibi) en çok etkileyen bağımsız değişkenlerin önem 

sıralarını belirleyen beta (standardize edilmiş kısmi regresyon 

katsayıları) ve kısmi korelasyon katsayıları hesaplanmakta ve 

bağımlı değişkeni en çok etkileyen değişkenler (driverlar) önem 

sıralarına göre belirlenebilmektedir. Bu amaçla görseller de 

kullanılmaktadır. Bu alanda en sık kullanılan görsel Önem-

Performans (Quadrant/IP Diagram) diyagramıdır. Diyagram, x 

ekseni performans, y ekseni önem düzeyi olmak üzere 4’e bölünmüş 

bir koordinat sisteminde gösterilir.  
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Şekil 1. Önem-Performans Diyagramı 

Diyagramın sağ üst kısmında kalan alanda konu ile ilgili 

“sürdürülmesi-desteklenmesi-geliştirilmesi” gereken değişkenler, 

sol üst kısmında kalan alanda değişkenlerin konu ile ilgili 

“geliştirilmesi gereken zayıf yönleri”, diyagramın sol alt kısmında 

kalan alanda “izlenmesi gereken düşük öncelikli” değişkenler, sağ 

alt alanda ise konu ile ilgili “aşırı-beklentinin üzerinde performans” 

gösteren değişkenler yer almaktadır. Diyagram yardımı ile önem 

derecelerine göre değişkenler belirlenir ve araştırma konusu ile ilgili 

birtakım stratejiler geliştirilebilir.  

Aşağıda açık kaynak kodlu programlama dillerinden biri olan 

R ile Önem-Performans (Quadrant-IP) diyagramı ve Çoklu 

Regresyon Analizi uygulamalarına yer verilmektedir: 

Önem-Performans (Quadrant-IP) Diyagramı Uygulaması 

Bir ürün ile ilgili memnuniyetin hangi değişkenlere bağlı 

olduğu ve bu değişkenlerin önem sıralarının belirlenmesi amacıyla 

bir saha araştırması gerçekleştirilmiştir. 400 kişi ile yapılan ankette; 

genel ürün memnuniyeti ile birlikte genel memnuniyeti etkilediği 

düşünülen; fiyat memnuniyeti, ürün kalitesi, satış sonrası destek, 

renk seçeneği ve ürün tasarımı ile ilgili ifadeler oluşturulmuş ve 

katılımcılardan bu değişkenlerin ürün için önemi ve var olan 

performanslarını 10 üzerinden değerlendirmeleri istenmiştir. Burada 

1 en düşük memnuniyet düzeyini 10 ise en yüksek memnuniyet 



 

--124-- 

 

düzeyini temsil etmektedir. 400 kişinin değerlendirme sonuçlarının 

ortalamaları temel alınarak aşağıdaki tablo oluşturulmuştur: 

Tablo 1: Performans-Önem Tablosu 

Ürün Memnuniyetini Etkileyen 

Faktörler (Bağımsız Değişkenler) 

Performans Önem 

(Importance) 

Ürün Kalitesi 2 8 

Ürün Fiyatı 4 4 

Satış Sonrası Destek 8 4 

Renk Skalası 6 2 

Ürün Tasarımı 8 6 

Buna göre ilgili ürünün kalite performansı 2 iken beklenen 

performans yani kalitenin önemi 8’dir. Ürünün fiyat performansı ile 

fiyatın önemi 4’tür. Satış sonrası desteğin performansı 8 iken satış 

sonrası desteğin önemi 4’tür. Ürünün renk skalası ile ilgili 

performansı 8 iken renk skalasının önemi 2’dir. Ürünün tasarımının 

performansı 8 iken tasarımın önemi 6’dır. R ‘da aşağıdaki kodlar 

kullanılarak performans ve önem vektörleri oluşturulmuş ve Önem-

Performans (Quadrant) diyagramı çizilmiştir: 

performans<-c(2,4,8,6,8)  

önem<-c(8,4,4,2,6) 

veri<-data.frame(performans,önem) 

veri 

library(ggplot2) 

ggplot(veri,aes(performans,önem))+geom_point() 

ggplot(veri,aes(performans,önem))+geom_point()+xl
im(0,10)+ylim(0,10)+geom_hline(yintercept=5)+geom

_vline(xintercept=5)  
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Şekil 2. Önem-Performans Diyagramı R Çıktısı 

Bu verileri kullanılarak Excel’de de diyagramı çizmek 

mümkündür. Aşağıda Excel ile çizilmiş IP diyagramı yer almaktadır.  

 

Şekil 3. Önem-Performans Diyagramı Excel Çıktısı 
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Diyagrama göre ürün ile ilgili algılanan güçlü-zayıf özellikler 

ve uygulanacak stratejiler şöyle özetlenebilir: 

-4’e bölünmüş koordinat sisteminin sağ-üst kısmında yer alan 

özellikler ürünün “önemli-güçlü” yönleri olarak tanımlanmaktadır. 

Buna göre ürünün tasarımı ürünün önemli-güçlü bir özelliğidir. 

-4’e bölünmüş koordinat sisteminin sol-üst kısmında yer alan 

özellikler ürünün “önemli-zayıf” özelliklerini göstermektedir. Buna 

göre ürünün kalite özelliği, ürünün önemli ancak zayıf bir 

özelliğidir. Kalitenin iyileştirilmesi için çaba gösterilmesi 

gerekmektedir. 

-4’e bölünmüş koordinat sisteminin sol-alt kısmında yer alan 

özellikler ürünün “önemli olmayan-zayıf” özelliklerini 

göstermektedir. Buna göre araştırdığımız ürünün fiyat özelliği 

ürünün önemli olmayan zayıf bir özelliğidir. Bu durumun böyle 

devam edip etmeyeceği izlenmelidir. 

-4’e bölünmüş koordinat sisteminin sağ-alt kısmında yer alan 

özellikler ürünün “aşırı –beklentinin üzerinde” özelliklerini 

göstermektedir. Örneğimizde ürünle ilgili satış sonrası destek ve 

renk skalası önemli olmayan güçlü özelliklerdir. Bu özellikler ile 

ilgili beklentinin üzerinde bir performans görülmektedir. 

Görüldüğü gibi Önem-Performans (Quadrant-IP) diyagramı 

işletmelerin ürün ve hizmetleri ile ilgili strateji geliştirmesinde 

yardımcı olmaktadır.  

-Regresyon ve Korelasyon Analizi Uygulaması  

Önem Derecelendirme Analizi’nde en sık kullanılan 

yöntemlerden biri de Regresyon ve Korelasyon Analizi’dir. Analiz 

uygulanırken varsayımların dışında yeterli sayıda değişken-birim  

sayısının  olmasına ve birim sayısının değişken sayısından fazla 

olmasına dikkat edilmelidir. Bu kriterler anketin geçerliliğini 

etkileyebilmektedir (Cucina v.d,2017). 

Regresyon ve korelasyon analizi ile en önemli değişkenlerin 

(key driverların) belirlenmesinde R da “datarium” paketinde yer alan 
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“marketing” verisi temel alınacaktır. “marketing” datası 200 birim 

ve 4 değişkenden oluşmaktadır. Veri setinde “sales” bağımlı 

değişken, “youtube”, “facebook” ve “newspaper” bağımsız 

değişkenlerdir. “sales” satışları, “facebook”, “youtube” ve 

“newspaper” bu platformalara ödenen reklam bütçelerini (000 $) 

göstermektedir. Analizde, regresyon analizinde yer alan 

varsayımların sağlanıp sağlanmadığı test edilecek, modelin beta 

katsayıları ve kısmi korelasyon katsayıları yorumlanarak, 

değişkenler önem derecelerine göre sıralanacaktır. 

#Regresyon ve Korelasyon Analizi için gerekli olan paketler 

install.packages("tidyverse") 

install.packages("ggpubr") 

library(tidyverse) 

library(ggpubr) 

theme_set(theme_pubr()) 

install.packages("datarium") 

library(datarium) 

data("marketing", package = "datarium") 

 

#marketing verisin 4 değişkeni 200 birimi vardır 

head(marketing) 

##youtube facebook newspaper sales 

1  276.12    45.36     83.04 26.52 

2   53.40    47.16     54.12 12.48 

3   20.64    55.08     83.16 11.16 

4  181.80    49.56     70.20 22.20 

5  216.96    12.96     70.08 15.48 

6   10.44    58.68     90.00  8.64 
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#Bağımlı değişken ile bağımsız değişkenler arasındaki doğrusal 

ilişkinin serpilme diyagramı ile gösterimi ve korelasyon 

katsayıları 

plot(marketing$facebook,marketing$sales)  

 

Şekil 4. Facebook ve Sales Değişkeni Serpilme Diyagramı 

abline(lm(marketing$sales~marketing$facebook), 
col="red") 

 

Şekil 5. Facebook ve Sales Değişkeni Doğrusallığını Gösteren 

Serpilme Diyagramı  

correlation <- 
cor.test(marketing$sales,marketing$facebook,  
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                method = "pearson") 

correlation 

 

##Pearson's product-moment correlation 

 

data:  marketing$sales and marketing$facebook 

t = 9.9208, df = 198, p-value < 2.2e-16 

alternative hypothesis: true correlation is not e
qual to 0 

95 percent confidence interval: 

 0.4754954 0.6620366 

sample estimates: 

      cor  

0.5762226  

 

plot(marketing$youtube,marketing$sales) 

 

Şekil 6. Youtube ve Sales Değişkeni Serpilme Diyagramı 
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abline(lm(marketing$sales~marketing$youtube), 
col="red") 

  

Şekil 7. Youtube ve Sales Değişkeni Doğrusallığını Gösteren    

Serpilme Diyagramı 

correlation <- 
cor.test(marketing$sales,marketing$youtube,  

                        method = "pearson") 

correlation 

##Pearson's product-moment correlation 

 

data:  marketing$sales and marketing$youtube 

t = 17.668, df = 198, p-value < 2.2e-16 

alternative hypothesis: true correlation is not e
qual to 0 

95 percent confidence interval: 

 0.7218201 0.8308014 

sample estimates: 

      cor  

0.7822244  
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plot(marketing$newspaper,marketing$sales) 

  

Şekil 8. Newspaper ve Sales Değişkeni Serpilme Diyagramı 

 

abline(lm(marketing$sales~marketing$newspaper), c
ol="red") 

 

Şekil 9. Newspaper ve Sales Değişkeni Doğrusallığı Gösteren 

Serpilme Diyagramı  

correlation <- cor.test(marketing$sales,marketing
$newspaper,  

                method = "pearson") 

correlation 

##Pearson's product-moment correlation 
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data:  marketing$sales and marketing$newspaper 

t = 3.2996, df = 198, p-value = 0.001148 

alternative hypothesis: true correlation is not e
qual to 0 

95 percent confidence interval: 

 0.0924875 0.3557712 

sample estimates: 

     cor  

0.228299  

#Regresyon Modelinin Tahmini 

model<-lm(sales~youtube+facebook+newspaper, 
data=marketing) 

summary(model) 

## Call: 

lm(formula = sales ~ youtube + facebook + newspap
er, data = marketing) 

 

Residuals: 

     Min       1Q   Median       3Q      Max  

-10.5932  -1.0690   0.2902   1.4272   3.3951  

 

Coefficients: 

             Estimate Std. Error t value Pr(>|t|)
     

(Intercept)  3.526667   0.374290   9.422   <2e-16
 *** 

youtube      0.045765   0.001395  32.809   <2e-16
 *** 

facebook     0.188530   0.008611  21.893   <2e-16
 *** 
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newspaper   -0.001037   0.005871  -0.177     0.86
     

--- 

Signif. codes:  0 ‘***’ 0.001 ‘**’ 0.01 ‘*’ 0.05 
‘.’ 0.1 ‘ ’ 1 

 

Residual standard error: 2.023 on 196 degrees of 
freedom 

Multiple R-squared:  0.8972, Adjusted R-squ
ared:  0.8956  

F-statistic: 570.3 on 3 and 196 DF,  p-value: < 2
.2e-16 

 

R çıktıları incelendiğine “newspaper” bağımsız değişkeninin 

bağımlı değişken “sales” ile düşük bir doğrusal ilişkisi olduğu 

görülmektedir (r=0,2282). Bununla birlikte tahmin edilen çoklu 

regresyon modelinde de “newspaper” değişkeni anlamsızdır 

(p=0.86).  

Bu durumda “newspaper” değişkeni çıkarılarak model yeniden 

tahmin edilecektir. 

model<-lm(sales~youtube+facebook,data=marketing) 

 

summary(model) 

 

## Call: 

lm(formula = sales ~ youtube + facebook, data = m
arketing) 

 

Residuals: 

     Min       1Q   Median       3Q      Max  

-10.5572  -1.0502   0.2906   1.4049   3.3994  
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Coefficients: 

            Estimate Std. Error t value Pr(>|t|) 
    

(Intercept)  3.50532    0.35339   9.919   <2e-16 
*** 

youtube      0.04575    0.00139  32.909   <2e-16 
*** 

facebook     0.18799    0.00804  23.382   <2e-16 
*** 

--- 

Signif. codes:  0 ‘***’ 0.001 ‘**’ 0.01 ‘*’ 0.05 
‘.’ 0.1 ‘ ’ 1 

 

Residual standard error: 2.018 on 197 degrees of 
freedom 

Multiple R-squared:  0.8972, Adjusted R-squ
ared:  0.8962  

F-statistic: 859.6 on 2 and 197 DF,  p-value: < 2
.2e-16 

 

“newspaper” değişkeni çıktıktan sonra modelin tüm bağımsız 

değişkenlerinin anlamlı olduğu görülmektedir. Modelin regresyon 

analizi varsayımlarını sağlayıp sağlamadığı incelenecektir. 

#Bağımsız Değişkenler Arasında İlişki Olmaması Varsayımı 

library(carData) 

library(car) 

vif_values<-vif(model) #VIF is calculated as many 
as the number of ind. Variables 

vif_values 

 

## youtube facebook  

1.003013 1.003013  
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barplot(vif_values, main = "VIF Values", horiz = 
TRUE, col = "steelblue") 

  

Şekil 10. VIF Değerleri 

 

VIF değerlerinin 1’ eşit ve 5’ten (bazı kaynaklara göre 10’dan) 

küçük olduğu görülmektedir. Bu durumda çoklu doğrusal bağlantı 

sorunun olmadığı yani varsayımın sağlandığı söylenebilir. 

#Hataların Normalliği Varsayımı  

res<-resid(model) 

library(dplyr) 

shapiro.test(res)   

##Shapiro-Wilk normality test 

 

data:  res 

W = 0.91804, p-value = 4.19e-09 

Modelin hataları normal dağılmamaktadır (p=0,000<0,05). 

 

#Sabit Varyanslılık Varsayımı (Homoscedastisity)  

par(mfrow=c(2,2))  #graphical method 
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plot(model) 

 

Şekil 10. Sabit Varyanslılık Diyagramları  

install.packages("lmtest") 

lmtest::bptest(model)   

##studentized Breusch-Pagan test 

 

data:  model 

BP = 4.8093, df = 2, p-value = 0.0903 

Testin anlamlılık düzeyi p=0.0903 (>0.05) olduğundan 

Heteroskedastisite sorununun olmadığı yani varsayımın sağlandığı 

söylenebilir. 

#Standardize kısmi regresyon katsayılarının elde edilmesi (beta) 

install.packages("lm.beta")          

library("lm.beta")  

beta<-lm.beta(model) 

beta 

##Call: 

lm(formula = sales ~ youtube + facebook, data = m
arketing) 
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Standardized Coefficients:: 

(Intercept)     youtube    facebook  

         NA   0.7529042   0.5349569  

Beta katsayılarına göre satışları en çok etkileyen değişken 

Youtube reklamlarıdır. 

#Kısmi Korelasyon Katsayılarının Hesaplanması  

 

install.packages(“ppcor”) 

library(ppcor)  

library(MASS) 

 

#facebook etkisi sabit tutulduğunda satışlar ve youtube arasındaki il

işki 

 

pcor.test(marketing$sales,marketing$youtube,marke
ting$facebook,method =("pearson"))  

 

##estimate     p.value statistic   n gp  Method 

1 0.9198324 5.43698e-82  32.90871 200  1 pearson 

 

#youtube etkisi sabit tutulduğunda satışlar ve facebook arasındaki il

işki 

 

pcor.test(marketing$sales,marketing$facebook,mark
eting$youtube,method =("pearson")) 

 

## estimate      p.value statistic   n gp  Method 

1 0.8573926 9.776972e-59  23.38245 200  1 pearson 
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Kısmi korelasyon katsayıları incelendiğinde “facebook” sabit 

tutulduğunda “sales” ile “youtube” arasındaki ilişki 0.9198 (𝑟𝑦1.2), 

“youtube” değişkeni sabit tutulduğunda “sales” ile “facebook” 

arasındaki ilişki 0.857’dir ( 𝑟𝑦2.1) . youtube a yapılan yatırımlar 

satışları facebook a yapılan yatırımlara göre daha çok 

etkilemektedir. 

2. TURF Analizi Uygulaması 

Turf Analizi hangi ürün veya hizmet kombinasyonlarının en 

çok tercih edildiğini belirleyen bir istatistiki yöntemdir. Bu 

bakımdan Conjoint Analizi’ne benzediği söylenebilir. Turf 

Analizi’nin Conjoint Analizi’nden farkı Turf Analizi’nin daha çok 

frekanslara dayanan bir yöntem olmasıdır. Conjoint Analizi’nde ise 

en çok tercih edilen ürün veya hizmet kombinasyonu bir model ile 

tahmin edilmektedir. Turf Analizi bir optimizasyon modeli olarak da 

tanımlanmaktadır (Serra,2013). Bugüne kadar daha çok medya 

sektöründe kullanılan Turf Analizi aslında birçok alanda 

kullanılabilmektedir. Özellikle son dönemde Pazarlama alanındaki 

uygulamaları (Kuesten ve Bi,2021) ile Turf Analizi bir Pazarlama 

Analitiği tekniği olarak da tanımlanabilir. Aynı zamanda bir Anket 

Analitiği (Survey Analytics) yöntemidir. 

Turf Analizi en çok dondurma tercihi hipotetik örneği ile 

açıklanmaktadır: N sayıda tüketiciden, m seçenek arasından k tane 

seçenek seçmeleri istensin. Seçilen seçenekler 1 diğerleri 0 olarak 

kodlansın. 

4 farklı lezzette dondurmadan sadece 2’si satılmak üzere 

raflarda yer alacak olsun. Toplam 26 müşteriyle görüşülmüş olsun. 

Burada m=4, k=2 ve n=26 olacaktır. 
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Şekil 11. Dondurma Çeşitleri 

Bu durumda (4
2
)  iadesiz kombinasyon kadar farklı 2’li 

dondurma seti oluşturmak mümkündür. TURF analizinde amaç 

mümkün kombinasyonların “reach” ve “frequency” değerlerini 

hesaplayarak en yüksek “reach” ve “frequency” değerlerine sahip 

kombinasyonu seçmektir. Aşağıda örneğin sonuç tablosuna ve bu 

terimlerin yorumlarına yer verilmektedir. 

Tablo 2: “reach” ve “frequency” Değerleri 

Değişkenler reach 
% 

reach 
frequency % frequency  

Sade-Çikolata 24 92,3 37 71,2 

Sade-Ceviz 24 92,3 26 50 

Çikolata-Karamel 24 92,3 26 50 

Sade-Karamel 23 88,5 27 51,9 

Ceviz-Karamel 13 50 25 48,1 

Çikolata-ceviz 22 84.6   

Burada “reach” ulaşılan müşteri sayısını; örneğimizde sade-

çikolata kombinasyonunu seçenler  için reach: sade-çikolata ikilisini 

seçenlerin sayısı+ sadenin seçilmediği ikilide çikolata seçenlerin 

sayısı+çikolatanın seçilmediği ikilide sade seçenlerin sayısı (24) 

olarak tanımlanır 

Toplam müşteri içerisinde ulaşılan müşteri oranı (%reach): 

(reach/n)*100 = (24/26)*100=%92,3 

Kombinasyonu oluşturan ürünleri müşterilerin tercih etme 

sıklığı (frequency): Örneğimizde sade-çikolatalı kombinasyonu için; 

sade dondurma seçenler (19) +çikolatalı dondurma seçenlerin (18) 

toplamıdır (37). 
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Tablo 3: Dondurma Çeşidine Göre Frekanslar 

Değişkenler Tercihlerde Her Bir Dondurma Çeşidinin 

Frekansı 

Sade 19 

Çikolata 18 

Karamel 8 

Ceviz 7 

Kombinasyonu oluşturan ürünleri müşterilerin tercih etme 

oranı (%frequency): (19+18)/(19+18+8+7)=0,712 

Burada hem “reach” hem de “frequency” değerleri dikkate 

alınarak en iyi kombinasyon belirlenmelidir. 

Örneğin R ile uygulaması aşağıdaki gibidir. Uygulamada 

kullanılan veri seti (turf) bölüm sonunda yer almaktadır. 

dt <- turf 

N = ncol(dt) 

item_list = colnames(dt) 

c=2 

combinations <- combn(ncol(dt), c) 

# Her sütunda (değişkende) döngü oluşturulur 

reach_comb <- apply(combinations, 2, 
function(cols) { 

  # Kombinasyonda en az bir seçenek seçildiyse seçilen seçenek 1 olarak 

kayıt edilir. Seçilen sütunların toplamı>0 

  record <- rowSums(dt[,cols] == 1) > 0 

  # Erişimin ortalaması hesaplanır 

  reach <- mean(record) 

  # seçeneklerin isimleri oluşturulur. 

  item_name <- paste0(names(dt)[cols], collapse = 
";") 

  c(item_name, reach) 
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}) 

# Matrisin transpozesi alınır.  

reach_comb <- t(reach_comb) 

reach_comb <- data.frame(item = reach_comb[,1], 
share = as.numeric(reach_comb[,2])) 

reach_comb <- reach_comb 

turf_res <- reach_comb 

turf_res 

##item     share 

1    sade;cikolata 0.9230769 

2       sade;ceviz 0.9230769 

3     sade;karamel 0.8846154 

4   cikolata;ceviz 0.8461538 

5 cikolata;karamel 0.9230769 

6    ceviz;karamel 0.5000000 

Sonuçlar incelendiğinde R’da sadece % reach değerlerine 

ulaşıldığı görülmektedir. TURF analizinin dezavantajlarından biri 

kombinasyonların reach değerlerinin birbirine çok yakın 

olabilmesidir. Bu durumda en iyi kombinasyonu seçerken reach 

değerleri ile birlikte % frekansların (%frequencies) temel alınması 

gerekmektedir. IBM SPSS programını kullanarak % frekansları elde 

etmek mümkündür. Örneğin %reach (%92.3) ve %frequency 

(%71.2) değerleri incelendiğinde (Tablo 2) en çok tercih edilen 

kombinasyonun sade-çikolata olduğuna karar verilebilir. 
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Tablo 4: turf Veri Seti 

sade çikolata  ceviz  karamel 

1 1 0 0 

1 1 0 0 

1 1 0 0 

1 1 0 0 

1 1 0 0 

1 1 0 0 

1 1 0 0 

1 1 0 0 

1 1 0 0 

1 1 0 0 

1 1 0 0 

1 1 0 0 

1 0 0 1 

1 0 0 1 

1 0 0 1 

1 1 0 0 

1 0 1 0 

1 0 1 0 

1 0 0 1 

0 1 1 0 

0 1 1 0 

0 1 1 0 

0 1 0 1 

0 1 0 1 

0 0 1 1 

0 0 1 1 

Sonuç ve Öneriler 

Pazarlama Analitiği, pazarlama ile ilgili verilere teknoloji ve 

analitik süreçler uygulanarak müşterilerin tercihlerini, algılarını, 

memnuniyetini ve şirketlerin gelirlerini optimize etmek amacıyla 

stratejiler geliştirilmesini sağlayan interdisipliner yeni bir çalışma 

alanıdır. Bu alanda birçok veri analitiği yöntemi pazarlamanın 

konularında uygulanabilir. Bu bölümde ürün memnuniyetini 

etkileyen faktörlerin önem sıralarının belirlenmesinde, Önem 
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Derecelendirme yöntemlerinden Önem-Performans diyagramı, 

Çoklu Regresyon ve Korelasyon Analizi ve en “iyi” ürün/hizmet 

kombinasyonlarının seçiminde kullanılan TURF analizi ele 

alınmıştır.  

Önem-Performans diyagramı ile ürün/hizmetin önemli güçlü-

zayıf yönleri, düşük düzeydeki öncelikleri ve beklenti üstü 

performansı gösteren özellikler belirlenebilmektedir. Uygulamada 

diyagramın R’da hangi kodlar ile çizilebileceğine yer verilmiştir. 

Çoklu Regresyon ve Korelasyon analizinde R’ın “datarium” 

paketinde yer alan “marketing” datası kullanılmıştır. Tahmin edilen 

regresyon modelinin varsayımları sağlayıp sağlamadığı araştırılmış 

standardize edilmiş beta ve kısmi korelasyon katsayıları 

hesaplanarak öncelikli değişkenler belirlenmiştir. 

TURF analizi ürün-hizmet kombinasyonlarının tercihinde 1-0 

kodlamanın kullanıldığı veri setleri için uygundur. Bu tür verilerin 

analizinde genellikle frekanslar temel alınırken, TURF analizinde 

“reach" yani kombinasyonu ve kombinasyonda yer alan 

özelliklerden en az birini seçen cevaplayıcıların sayısı temel 

alınmaktadır. Uygulamada TURF analizinin R da hangi kodlar 

kullanılarak uygulandığı ve uygulamanın veri seti paylaşılmıştır. 

Pazarlama Analitiğinin içerdiği yöntemler ile ilgili henüz bir 

çerçeve oluşmamıştır. Ancak teknoloji ve veri analitiği tekniklerinin 

Pazarlama’ya yeni bir bakış açısı kazandırdığı ve interdisipliner bir 

çalışma alanının ortaya çıktığı açıktır.    
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